






 

 4 

 

АННОТАЦИЯ 

 

Лешуков Л.И.  Нейронная сеть для 

оценки музыкальных композиций на 

основе пользовательских предпочтений. 

– Челябинск: ЮУрГУ, ММиКН-474, 49 с., 

11 ил., 2 табл., библиогр. список – 19 наим., 

2 прил., 1 л. плакатов ф. А1. 

 

В дипломной работе реализована нейронная сеть для формирования 

музыкальных рекомендаций на основе пользовательских предпочтений. 

Проанализирован способ и разработана программа для представления 

аудиоданных к виду, пригодному для входа нейронной сети. Проведена оценка 

работы полученной системы рекомендаций. 

В приложении приведен текст программы, реализующий нейронную сеть на 

языке python и текст модуля преобразования mp3 файла в мел-частотную 

спектрограмму на языке C++.  
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ВВЕДЕНИЕ 

В настоящее время – век интернета, когда огромное количество информации 

доступно всем пользователям глобальной сети, на первый план выходит проблема 

фильтрации данных – выделения интересующей пользователя информации среди 

всего её объема. Эта проблема особенно актуальна в сфере развлечений (фильмы, 

музыка, книги, игры), когда нужно предложить пользователю тот контент, 

который, с высокой вероятностью, будет ему интересен. Решением данной 

проблемы являются различного рода рекомендательные системы, пытающиеся 

предсказать, какие объекты будут интересны пользователю, основываясь на 

данных его профиля.  

В области рекомендации существуют два основных подхода – 

коллаборативный и фильтрации содержимого. Коллаборативный подход 

использует информацию о предыдущих действиях группы пользователей и 

вырабатывает рекомендации на основе подобия пользователей. Системы на 

основе метода фильтрации содержимого вырабатывают рекомендации, 

основываясь на похожести, непосредственно, самих объектов рекомендаций. 

В сфере рекомендаций музыки широко используются коллаборативные 

системы, но у таких систем есть один существенный недостаток, треки, не 

имеющие достаточного количества прослушиваний от различных пользователей, 

никогда не будут рекомендованы. Система фильтрации содержимого лишена 

данного недостатка, но не используется в реальных системах из-за отсутствия 

универсального подхода её построения и более высокой вычислительной 

сложности. 

Целью данной работы является разработка метода рекомендации музыки, 

основанного на анализе содержимого объектов рекомендаций.  

Основной проблемой при построении рекомендаций на основе фильтрации 

содержимого является выбор метода сравнения объектов. Для составления 

музыкальных рекомендаций необходимо сравнивать похожесть треков. При 

составлении рекомендаций необходимо учитывать субъективные характеристики 

пользователя: одному пользователю трек может понравиться из-за наличия, 

например, определенной ритмической фигуры, другому – из-за гитарной партии. 

Чтобы выделять субъективные характеристики пользователя, необходимо 

находить его уникальные черты. Знание субъективных характеристик 

пользователей позволит вырабатывать для них более качественные рекомендации. 

Вышесказанное наводит на мысль использовать в качестве системы 

рекомендаций нейронную сеть. Это сделано из-за одного соображения: как 

широко подтверждено на практике, нейронные сети зачастую хорошо работают 

там, где нет строгого алгоритмического решения. Возлагая на нейронную сеть 

задачу рекомендации, нам необходимо решить, что будет являться входом данной 

сети. Звук в компьютере представляется в виде конечного набора амплитуд, 

снятых через равные промежутки времени. Такое представление звука плохо 

подходит для анализа из-за его не универсальности.  
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Если взять два фрагмента такого представления, разнесенных на половину 

секунды, то определить, что это практически одинаковые фрагменты будет очень 

сложно. Необходимо более практичное представление, таким представлением 

является мел-частотная спектрограмма. Она используется в задачах 

распознавания речи и состоит в следующем: сигнал разбивается на 

последовательные фрагменты равной длительности, для каждого фрагмента 

строится спектр, а затем этот спектр переводится в мел-шкалу для учета 

восприятия звука человеческим ухом. Выходом сети рекомендаций сделаем 

оценку того, что трек понравится пользователю. 

Учитывая ресурсоемкость обучения нейронных сетей, явным минусом 

получаемой системы является длительность обучения сети рекомендаций каждого 

пользователя. Ускорение обучения можно достигнуть уменьшением объема сети – 

уменьшением её глубины и количества нейронов на каждом из слоев.  Но  при 

уменьшении сети без уменьшения количества входных параметров уменьшается и 

качество её работы. В данной работе было решено разбить сеть рекомендаций на 

две: первая – предобработки данных, вторая – непосредственно рекомендаций. 

Сеть предобработки можно сделать общей для всех пользователей, по сути это 

будет способ получения из мел-частотной спектрограммы более абстрактного и 

высокоуровневого представления сигнала. Это позволит уменьшить количество 

параметров сети рекомендаций, тем самым даст возможность уменьшить её 

объем. 

Таким образом, в данной работе буде построена система рекомендации 

музыки на основе метода фильтрации содержимого с использованием нейронной 

сети. Входящие данные будут обрабатываться в два этапа: сначала 

преобразовываться в мел-частотную спектрограмму, а затем с помощью сети 

предобработки в более высокоуровневый набор параметров. Сеть рекомендаций 

будет строиться для каждого пользователя, на входе сети будет трек, 

преобразованный двумя ступенями обработки, на выходе – оценка вероятности 

того, нравится данный трек пользователю или нет. 
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1 ОБЗОР СУЩЕСТВУЮЩИХ ПОДХОДОВ 

1.1 Системы фильтрации содержимого и системы коллаборативной 

фильтрации 

Существует множество рекомендательных систем, но все они делятся на два 

класса: Collaborative Filtering (CF) и Contant-Based (CB). 

CF системы используют известные предпочтения групп пользователей для 

прогнозирования неизвестных оценок другого пользователя. Подход основан на 

предположении о том, что те, кто давал похожие оценки в прошлом, будут давать 

похожие оценки и в будущем[1].  

Подход CB систем основан на анализе содержимого объектов, которым 

пользователь уже поставил оценку, и поиске объектов, содержимое которых 

похоже на содержимое уже оцененных объектов [2].  

1.1.1 Система коллаборативной фильтрации 

CF системы формируют группу пользователей по некоторым признакам, а 

затем используют оценки группы для прогнозирования оценок конкретного 

пользователя из данной группы. 

Системы коллаборативной фильтрации  строятся на трех основных подходах: 

основанном на соседстве, основанном на модели и гибридном подходе, 

совмещающем в себе два предыдущих.  

Подход, основанный на соседстве, появился раньше остальных и используется 

во многих рекомендательных системах. В данном подходе для активного 

пользователя формируется подгруппа схожих с ним пользователей, при этом у 

каждого пользователя в подгруппе вычисляется вес, который зависит от схожести 

с активным пользователем.  Комбинация оценок и весов подгруппы используется 

для прогноза оценок активного пользователя.  

Метод, основанный на модели, предоставляет рекомендации, измеряя 

параметры статистических моделей для оценок пользователей. Модели 

разрабатываются с использованием методов интеллектуального анализа данных, 

алгоритмов машинного обучения, чтобы найти закономерности на основе 

обучающих данных. Этот подход является более комплексным и даёт более 

точные прогнозы, так как помогает раскрыть латентные факторы, объясняющие 

наблюдаемые оценки [1]. 

 1.1.2 Система фильтрации содержимого 

CB система основана на сравнении содержимого объектов, оцененных 

пользователем, с содержимым остальных объектов. В рекомендательных 

системах широко используется понятие «профиль пользователя». Данное понятие 

используют для обозначения набора данных, формируемого из оцененных или 

просмотренных пользователем объектов. Содержимое объектов представляется в 

виде набора характеристик, который используется для вычисления близости 

объекта к профилю пользователя.  
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При разработке систем данного типа необходимо решить несколько вопросов. 

Первый – это как назначаются оценки объектам. Это может быть автоматический 

или неявный метод, либо метод, когда пользователь вручную выставляет рейтинг 

объектам – явный метод.  Второй – как формировать профиль пользователя на 

основании его предпочтений. Третий – нужно выбрать метод рекомендаций, 

который способен на основе профиля пользователя вырабатывать рекомендации. 

Рассмотрим варианты решения данных вопросов подробнее [2]. 

 1.1.3 Методы сбора оценок 

1.1.3.1 Явный, неявный и комбинированный методы сбора оценок 

При использовании автоматического выставления рейтинга система делает 

выводы о предпочтениях пользователя, наблюдая за его действиями, переходами 

по страницам, длительности нахождения на странице и т. д. Неявный способ 

формирования рейтинга освобождает пользователей от необходимости 

производить специальные действия в системе, но является менее точным. Также 

автоматический метод формирования предпочтений формирует более 

объективные оценки по отношению к явному методу формирования оценок, так 

как исключает смещение оценок, возникающее из-за влияния общества на 

пользователя [3].  

Явный метод формирования предпочтений требует от пользователя 

взаимодействия с интерфейсом программы для ручного выставления рейтинга 

объектам. Точность рекомендаций при этом зависит от количества оценок, 

выставленных пользователем. Недостатком явного сбора рейтинга является 

необходимость применения усилий пользователями, которые не всегда готовы 

давать достаточно информации. Несмотря на этот факт, данный метод 

предоставляет более надежную информацию, поскольку не извлекает 

информацию из действий пользователя, и позволяет увеличить ясность процесса 

рекомендаций, что увеличивает качество и уверенность в рекомендациях [3]. 

Сильные стороны обоих подходов могу быть скомбинированы для 

минимизации недостатков явного и неявного сбора оценок и увеличения точности 

системы рекомендаций. Это может быть достигнуто путем сравнения оценок, 

собранных автоматически, с оценками, выставленными явно, либо 

предоставлением возможности пользователю оценить объект, когда он сам в этом 

заинтересован. 

Рассмотрим конкретные способы сбора оценок применительно к задаче 

рекомендации музыки. 

1.1.3.2 Выставление оценок музыкальным композициям 

Сбор данных о предпочтениях пользователя может осуществляться как явным, 

так и неявным методом. В реальных сервисах эти методы комбинируются и 

используется гибридный метод сбора оценок. 
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В автоматическом режиме могут быть собраны следующие данные для 

формирования оценки трека: 

 Количество прослушиваний трека. Если пользователь прослушал трек 

несколько раз, то с большой вероятностью можно утверждать, что он 

ему нравится. Если же пользователь прослушал трек один раз или 

прервал прослушивание и больше не возвращался к данной композиции, 

то, скорее всего, трек ему не нравится. 

 Пропуски треков. Данный способ сбора информации может быть 

использован в сервисах с функцией «радио», где пользователям 

транслируется различные композиции, следующие одна за другой, и 

предоставляется возможность перехода к следующему треку. В данном 

случае, пропуск какого либо трека, может означать, что данная 

композиция пользователю не нравится. 

 

Явным образом пользователи могут выставлять оценки «нравится» и «не 

нравится», а так же добавлять треки в свой плейлист, что означает, что 

композиция нравится пользователю.  

Комбинируя различные методы сбора оценок, необходимо учитывать их 

важность. При выборе весов для оценок, полученных различными методами, 

необходимо учитывать достоверность данного метода. Например, явные оценки 

«нравится» и «не нравится» должны иметь больший вес, чем оценки, 

выставленные системой при пропуске треков, так как пользователь может 

пропускать композиции, которые ему просто не подходят под настроение[3].   

1.1.3.3 Способы сравнения треков с профилем пользователя 

Существуют два способа сравнения профиля пользователя и трека. Те, 

которые используют метаданные, то есть жанр, исполнителя, год издания, теги, 

выставленные треку, и те, которые используют данные, непосредственно 

заключенные в аудиосигнале. Преимущество первой группы в простоте 

выделения информации, здесь не требуется никакой специальной обработки 

данных. Но сравнивать такую информацию довольно сложно, так как не известна 

близость двух различных исполнителей. Второй способ требует выделения из 

аудиосигнала каких-либо характеристик, которые затем могут быть представлены 

в виде вектора, и сравниваться какой-либо функцией расстояния. Плюс данного 

метода заключается в том, что для сравнения используются непосредственно 

характеристики  аудиосигнала, представленные в виде вектора, и близость 

композиции профиля может быть вычислена какой-либо функцией расстояния. 

Минус подхода в сложности выделения каких-либо характеристик из 

аудиосигнала, пригодных для сравнения треков. 
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 1.2 Искусственные нейронные сети 

 1.2.1 Сети прямого распространения 

Сеть прямого распространения (рисунок 1.1) является простейшей 

искусственной нейронной сетью. В такой сети сигнал распространяется только в 

одном направлении, от входных узлов  к скрытым узлам, если такие имеются, а 

затем на выходные нейроны. В сетях прямого распространения нет циклических 

связей. 

 

Рисунок 1.1 

 

Часто сеть прямого распространения называют - перцептроном. Перцептрон 

может быть однослойным, в нем нет скрытого слоя, сигнал со входа передается на 

выход через систему весов, и многослойным, в нем сигнал проходит через 

скрытые слои, а затем попадает на выходной слой[4].  

 1.2.2 Обучение нейронной сети 

Создание нейронной сети предполагает две фазы: первая – построение 

структуры сети, вторая – обучение сети. Обучение сети – это процесс настройки 

весов связей в сети таким образом, чтобы сеть по входным данным выдавала 

требуемые выходные. 

Среди существующих методов обучения сети можно выделить 2 класса:  

 Детерминированные методы, итеративно изменяющие параметры сети, в 

зависимости от фактических и желаемых выходов. 

 Стохастические методы, случайным образом изменяющие параметры 

сети, но сохраняющие только те изменения, которые привели к 

увеличению качества работы сети. 

Также на основе другого принципа классификации можно выделить методы 

обучения с учителем и без учителя.  

Метод обучения с учителем использует обучающую выборку, в которой для 

каждого набора входных данных указан верный набор выходных данных.  
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Задача обучения сети с учителем состоит в поиске отображения       , где X – 

пространство входных данных; Y – пространство выходных данных на основе 

обучающей выборки - конечного набора векторов x из X, для каждого из которых 

указан верный выход – y из Y.  

Размер обучающей выборки должен быть достаточен для построения 

отображения f.  

Метод обучения без учителя может применяться, когда известны только 

входные сигналы. На их основе сеть обучается формировать на выходе 

наилучшие значения – определяется алгоритмом обучения, но обычно требуется 

для близких входных значений выдавать близкие выходные. 

 1.2.3 Метод обратного распространения ошибки 

Метод обратного распространения ошибки является детерминированным 

методом обучения с учителем для многослойного перцептрона. 

Алгоритм обратного распространения можно разделить на две фазы. 

Фаза распространения: 

1. Прямое распространение обучающего примера через сеть для 

формирования выхода сети. 

2. Обратное распространение, полученного выхода по сети для вычисления 

дельт – разницы между текущим и целевым выходом для всех нейронов 

сети. 

Фаза обновления весов: 

1. Перемножение вычисленных дельт и входящих сигналов нейронов для 

вычисления градиента весов. 

2. Вычитание доли значения градиента из весов. 

Величина доли градиента влияет на скорость обучения и качество обучения, 

она называется learning rate. Большее значение learning rate приводит к более 

быстрому обучению, меньшие значения – к более точному обучению. 

Две данные фазы повторяются, пока сеть не достигнет желаемого качества 

распознавания[5]. 

1.2.3.1 Недостатки алгоритма 

Алгоритм обратного распространения ошибки широко используется, но не 

является универсальным, основная проблема – неопределенное время обучения. В 

некоторых задачах для обучения требуется несколько дней или даже недель, а 

также возможен случай, когда сеть вообще не обучится. Это может произойти по 

следующим причинам. 

1.2.3.1.1 Паралич сети 

Случай, когда в процессе обучения веса связей становятся очень большими и 

где значения производной активационной функции очень малы. При этом шаг 

обучения становится очень маленьким и обучение практически замирает. Обычно 

данной проблемы избегают путем уменьшения размера шага обучения, но это 

увеличивает время обучения. 
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1.2.3.1.2 Локальные минимумы 

Метод обратного распространения ошибки является разновидностью 

градиентного спуска, который в процессе обучения корректирует веса по 

направлению к минимуму. При этом многомерное пространство функции имеет 

множество локальных минимумов и сеть может попасть в один из них, когда 

рядом есть гораздо более глубокий минимум. В точке локального минимума 

направление градиента ведут в одну точку и сеть не способна выбраться из него.  

1.2.3.1.3 Размер шага 

Величина шага влияет на скорость обучения, и выбор конкретного значения 

заставляет искать компромисс между медленной скоростью обучения и низкой 

точностью. 

 1.2.4 Сверточные нейронные сети 

Одним из классов нейронных сетей являются сверточные нейронные сети 

(СНС). Сверточные сети стали прорывом в области глубокого обучения. В 

девяностых  СНС использовались для распознавания символов, но более широкое 

распространение они получили после работы, в которой  СНС использовались для 

классификации изображений.  

На текущий момент сверточные сети являются очень удобным инструментом 

для тех, кто занимается машинным обучением. 

Математический анализ СНС был инициирован Маллатом. В частности 

Маллат рассмотрел так называемые рассеивающие сети, основанные на частично-

дискретных инвариантных к сдвигу вейвлет фреймах и модулях нелинейности в 

каждом слое сети, и обеспечивающих независимость от переноса и стабильности 

к искажениям соответствующего извлекателя примитивов. Сверточные 

нейронные сети охватывают большую область, включающую сверточные ядра, 

различные активационные функции, такие как, rlu, logistic sigmoid,  hyperbolic 

tangents, различные функции потерь mse, binary crossentrophy, categorical 

crossentrophy, softmax, слои объединения и субдескритезации. Глубокие 

сверточные нейронные сети основаны на извлечении примитивов обычно 

разделенных на основе обученных или заранее определенных (априорно 

выбранных)  фильтров. Обучаемые фильтры используют размеченные наборы 

данных и приводят к хорошему качеству классификации для больших наборов 

данных, на небольших может проявиться переобучение. Обучение фильтров на 

немаркированных данных так же иногда является жизнеспособными. Заранее 

определенные фильтры, включая вейвлет фильтры, и неструкторизированные 

случайные фильтры хорошо работают на наборах данных произвольных 

размеров. 

Архитектура сверточных нейронных сетей формируется из  

последовательности слоев различным образом преобразующих входной сигнал в 

выходной.  В общем, используется несколько определенных типов слоев[6]. 
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1.2.4.1 Convolution layer (сверточный слой) 

Основой СНС являются аффинные преобразования. Вектор, поданный на вход, 

перемножается с матрицей, формируя выходной сигнал. Такое преобразование 

применимо для любых типов данных – изображения, звуковая дорожка или набор 

неопределенных характеристик, потому что сигнал любой размерности может 

быть развернут в вектор перед применением преобразования. 

Изображения, звуковые записи, и другие типы данных схожие с ними имеют, 

свойственную им, структуру: 

 Данные представляются в виде многомерных массивов 

 Имеется оси, на которых важен порядок (высота и ширина для 

изображений, время и частота для аудиосигналов) 

 Одна ось используется для различного представления данных, 

называемая каналом (красный, зеленый и синий каналы для цветных 

изображений, левый и правый каналы для аудиосигналов) 

При применении аффинных преобразований данная информация не 

учитывается, все оси обрабатываются одинаково, не принимая во внимание 

топологическую информацию. Но знание о топологии данных может быть очень 

полезно при решении задач компьютерного зрения или распознавания речи. В 

таких случаях используется дискретная свертка.  

Дискретная свертка – это такое линейное преобразование, которое сохраняет 

информации о порядке. Одно преобразование применяется к нескольким частям 

входного блока, формируя выход. 

Параметрами сверточного слоя является набор обучаемых фильтров (ядер). 

Каждое ядро имеет небольшую зону чувствительности, то есть соединяется 

только с небольшой частью предыдущего слоя, но каждое ядро распространяется 

вдоль всего входящего слоя. Каждое ядро перемещается вдоль входящего 

сигнала, вычисляется скалярное произведение ядра и части входного сигнала и 

формируется карта признаков для каждого ядра, кроме применения аффинного 

преобразования к его результату применяется функция активации, функций 

активации довольно много и они будут рассмотрены подробнее далее в этой 

главе. 

Сверточный слой описывается несколькими характеристиками: 

 N – размерность входных данных 

 n – количество входных карт признаков 

 m – количество ядер свертки 

 Ik– размер входных данных вдоль каждой оси, k = 1,N 

 Jk – размер ядра свертки вдоль каждой из осей, k = 1,N 

 Sk –stride - расстояние между ближайшими позициями применения ядра 

свертки вдоль каждой из осей, k = 1,N 

 Pk – zero padding - количество нулей, добавляемых к входной карте 

признаков, в начале и конце каждой из осей, k = 1,N 
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Пример двумерной дискретной свертки для ядра размером 3x3 (рисунок 1.2) 

на карте входящих признаков 5x5, c шагом 1x1 и zero padding 0x0 приведен на 

рисунке 1.3. 

 

Рисунок 1.2 

 

Рисунок 1.3 

Зачастую свертка производится не с одним ядром, а с несколькими ядрами и 

не на одной карте признаков, а на нескольких. В таких случаях каждое ядро 

свертки применяется ко всем входящим картам признаков и формирует 

множество выходных карт признаков, которые затем объединяются в одну путем 

суммирования. После дискретной свертки количество выходных карт признаков 

равно количеству ядер свертки, примененных на данном слое. 

Размер выхода сверточного слоя зависит от всех выше перечисленных его 

характеристик [6].  

Интерпретировать работу сверточного слоя можно как, выделение примитивов 

более высокого уровня, чем на входе, не зависимо от их положения во входящем 

блоке. Например, для изображений, сверточный слой нейронной сети может 

выделять отрезки, расположенные под различными углами в любой части 

исходного изображения. Каждый следующий сверточный слой СНС выделяет 

примитивы все более высокого уровня. Продолжая пример с изображениями, 

следующий сверточный слой может выделять, сформированные из отрезков на 

предыдущем слое, фигуры: треугольники, окружности и. т.д.  
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1.2.4.2 Pooling layer (слой объединения) 

Вторым типом слоев, из которых строятся СНС, является pooling layer.   

Данный слой используется для уменьшения размера карты признаков, объединяя 

его части, используя какую либо функцию объединения, такие как среднее или 

максимальное значение. 

Объединение происходит путем перемещения окна вдоль карты признаков и 

применения к текущему окну некоторой функции объединения. Это похоже на 

работу дискретной свертки, но только вместо ядра свертки используется другая 

функция.  

Операция объединения имеет следующие характеристики: 

 Ik– размер входных данных вдоль каждой оси, k = 1,N 

 Jk – размер pooling-окна вдоль каждой из осей, k = 1,N 

 Sk –stride - расстояние между ближайшими позициями применения окна 

вдоль каждой из осей, k = 1,N 

В задачах связанных с обработкой изображений, обычно используется окно 

размером 2x2, которое скользит вдоль входной карты признаков без перекрытия 

[6]. 

1.2.4.3 Полносвязный слой 

Помимо сверточного слоя и pooling слоя в СНС применяются обычные 

полносвязные слои, в которых каждый нейрон соединен со всеми нейронами 

предыдущего слоя. Перед выполнением соединения происходит  разворачивание 

N-мероной карты признаков предыдущего слоя в одномерный вектор. 

1.2.4.4 Loos layer 

Этот тип слоя обычно последний в нейронной сети, он используется для 

обучения сети. Данный слой характеризует способ формирования «штрафов» за 

разницу между полученным и требуемым выходом сети. Тут могут быть 

использованы различные функции потерь, выбор конкретной функции зависит от 

решаемой задачи.  

1.2.4.5 Общая архитектура СНС 

Наиболее общей архитектурой СНС является архитектура вида, когда вначале 

данные проходят через сверточный слой, после сверточного слоя следует pooling 

слой, данная пара слоев повторяется несколько раз, а затем выходной сигнал 

поступает на вход полносвязного слоя или последовательности полносвязных 

слоев.  

 1.2.5 Функции активации 

Существует множество различных функций активации[7], рассмотрим 

наиболее часто употребляемые функции в данном разделе. 

Пороговая функция (1), грубо аппроксимирующая функцию активации, 

используемую в биологическом нейроне. Когда значение входа нейрона больше 

определенной величины – T, то результат a1, когда меньше – a2. 
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 (1) 

 

Данный вид функции полезен в схеме бинарной классификации, когда 

необходимо отнести сигнал, поданный на вход к одному из двух классов, или 

когда необходимо создать набор который сигнализирует о наличие какой-то 

характеристики во входных данных. Каждый сигнализатор будет являться 

небольшой сетью, который будет выдавать на выходе – 1, если особенность 

присутствует во входных данных, 0 – в противном случае. Комбинация таких 

сигнализаторов может быть решением задачи классификации. 

Линейная функции активации (2). Значение данной функции линейно зависит 

от величины входящего сигнала. 

 

           (2) 

 

Здесь a и b –являются параметрами функции. 

Rectifield Linear Unit (ReLU) 

 

 
       

     
      

  (3) 

 

Parametric Rectifield Linear Unit (ReLU) 

 

 
       

      
      

  (4) 

 

Log-sigmoid 

Данная функция более точно приближает активационную  функцию 

биологического нейрона, выражается соотношением (5).  

 

 
     

 

       
 (5) 

 

Где   – параметр наклона функции. Сигмоидальная функция активации 

широко используется по причине простоты её производной, использующейся при 

обучении сети. 
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Softmax активация преимущественно используется в выходном слое системы 

кластеризации. Она преобразует «сырое» значение выхода к апостериорной 

вероятности. Значение функции выражается следующей формулой (6). 

    
  

   
 
   

 (6) 

 

Где N – количество нейронов выходного слоя,     – взвешенная сумма входов 

j-того нейрона,   - выход i-го нейрона. 

 1.2.6 Функции потерь 

Функции потерь используются для вычисления меры схожести между 

вычисленным выходом сети и правильным выходом. Информации об ошибке на 

выходе сети используются при обучении сети[8]. 

Среднеквадратичная ошибка (MSE) выражается формулой (7) 

 

 

           
 

 
            

 

 

   

 (7) 

 

 

Здесь    – ожидаемо значение i-той компоненты выходного сигнала,       – 

реальное значение, полученное на выходе сети. MSE зачастую используется в 

задачах регрессионного анализа. 

Функции потерь используемые в классификации. Данный тип функций потерь 

вычисляет цену оплаты за неточность классификации. Дано векторное 

пространство всех возможных входов X и пространство выходов Y = {-1; 1}, наша 

задача найти функцию       , которая наилучшим образом ставит каждому x 

из X вектор y из Y. 

Функция квадратичных потерь. Обычно использующаяся в задачах регрессии 

может функция квадратичной ошибки может быть переписана как (8) для задач 

классификации. 

 

                      (8) 

  

Квадратичная функция потерь чрезмерно штрафует выбросы, что ведет к 

более медленной скорости сходимости, чем у логистической функции потерь или 

hinge loss function. 

Hinge loss определяется соотношением (9). 

 
                                   (9) 
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Логистическая функция потерь определяется следующим выражением (10). 

 

 
          

 

   
              (10) 

 

Скорость сходимости данной функции близка к скорости сходимости hinge 

loss, но поскольку данная функция непрерывна, то при обучении может быть 

применен метод градиентного спуска. Структура логистической функции 

позволяет ей быть устойчивой к выбросам в данных. 

Crossentropy loss. Используя переобозначение (11), функция определяется 

выражением (12). 

 

 
  

   

 
 

 
(11) 

                                        (12) 

 

 

Данная функция повсеместно применяется в области машинного обучения. 

Categorical crossentropy используется для многоклассовой классификации. 

 

 

                        

 

   

 (13) 

 

Здесь f(x) и y – одномерные вектора длины N. Данную функцию можно 

использовать только с активационной функцией soft-max. 

 1.2.7 Метод градиентного спуска 

Метод градиентного спуска является оптимизационным алгоритмом первого 

порядка.  При поиске локального минимума функции с использованием метода 

градиентного спуска, каждый шаг пропорционален градиенту в функции в 

конкретной точке. Метод градиентного спуска основан на наблюдении о том, что 

если функция нескольких переменных     , где X – вектор,  определена и 

дифференцируема в окрестности точки A, то она уменьшается максимально 

быстро в направлении отрицательного градиента функции fв точке A. 

1.2.7.1 Стохастический градиентный спуск (SGD) 

Использование для обучения сети метода обратного распространения ошибки, 

из-за его недостатков, не очень рационально. Были разработаны более 

оптимальные методы обучения, которым не присущи недостатки метода BP. 

Одним из них является метод стохастического градиентного спуска[9].  
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Данный метод следует вдоль отрицательного градиента после просмотра одной 

или некоторой части примеров из обучающей выборки. Использование метода 

SGD в настройке нейронных сетей мотивировано высокой затратностью 

выполнения обратного распространения на всей обучающей выборке. 

SGDпозволяет уменьшить данную стоимость и все еще сохраняет высокую 

скорость сходимости.  

Стандартный метод градиентного спуска обновляет параметры   функции 

вычисления ошибки   по формуле (14). 

 

                  (14) 

 

 Где данное выражение аппроксимирует градиент и величину потерь на всей 

обучающей выборке.   – параметр скорости обучения (learning rate). 

Стохастический метод градиентного спуска обновляет параметры согласно 

выражению (15), используя только одну тренировочную запись или несколько. 

 

               
          (15) 

           – пара из тренировочного набора;  

 

Обычно SGD обновляет параметры используя сразу несколько тренировочных 

примеров, против того чтобы делать это для каждой записи. Так делается по двум 

причинам: во-первых уменьшить дисперсию в обновлении параметров, что может 

привести к более стабильной сходимости, во вторых это позволяет использовать 

оптимизированные матричные вычисления которые могут использоваться при 

вычислении величины ошибки и градиента.  

В SGD learning rate –   обычно намного меньше, чем в методе стандартного 

градиентного спуска, потому что дисперсия изменения более высокая. Выбор 

оптимального параметра обучения и закона его изменения в процессе обучения 

довольно сложная задача. Наиболее стандартный метод, хорошо работающий на 

практике, это использование довольно маленькое константное значение learning 

rate на начальной эпохе обучения, а затем уменьшать его в два раза по мере 

уменьшения скорости сходимости. Еще более хорошим способом является 

изменять learning rate, когда изменение величины ошибки между двумя эпохами 

ниже некоторого порога. Это хороший способ для быстрой сходимости к 

локальному минимуму. Также часто используется для вычисления learning rate  

выражение (16). 

 

 
      

   
       

 
(16) 

     – learning rate на i-ой эпохе обучения;  

 

Для SGD является важным порядок поступления данных при обучении.  
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Если данные подаются в определенном порядке, это может сместить градиент и 

ухудшить сходимость. Обычно для того чтобы этого избежать данные 

перемешиваются на каждой эпохе обучения.  

Если функция потерь имеет вид длинных крутых оврагов с резкими крутыми 

сторонами, то сходимость обучения может быть довольно низкой из-за того что 

движение будет происходить из стороны в сторону, вместо того чтобы двигаться 

вдоль оврага к оптимуму. Для преодоления данного эффекта используется метод 

инерции (17).  

 

                
          

       
(17) 

 

В (17)   - вектор скорости, такой же размерности, как и  , при этом параметр   

должен быть меньше, поскольку величина градиента больше.          – 

параметр, характеризующий насколько предыдущие изменения, влияют на 

текущею итерацию. 

 1.2.8 Dropout (исключение) 

Глубокие нейронные сети являются мощным средством позволяющим 

описывать сложные нелинейные зависимости между входными данными и 

выходными. Однако при ограниченном обучающем наборе данных, связи могут 

возникать из-за наличия определенных «шумов» в обучающей выборке, не 

характерных для реального набора, на котором сеть будет работать, даже если эти 

данные из одного распределения. Это приводит к переобучению сети, для 

предотвращения которого разработано много методов. Они включают остановку 

обучения, как только на тестовом наборе данных производительность сети 

начинает уменьшаться, включая различного рода штрафы на веса, такие как L1 и 

L2 регуляризацию и мягкий обмен весов. 

При неограниченных вычислительных ресурсах лучшим способом 

регуляризации моделей фиксированного размера является усреднение 

предсказания по всем возможным настройкам параметров. Комбинация моделей 

почти всегда увеличивает качество работы, но в больших сетях использование 

комбинации нескольких сетей непомерно дорого. Комбинирование нескольких 

сетей наиболее полезно, когда сети имеют различную архитектуру или обучаются 

на различных тренировочных данных. Обучение сразу нескольких сетей довольно 

дорогостоящая и долгая процедура из-за очень большого количества параметров 

сети, требующая большого количества вычислительных ресурсов. Более того, 

обучение больших сетей требует большого количества обучающих данных, 

которых всегда достаточно. Но даже если натренировать большие сети, то их 

применение будет также требовать больших вычислительных ресурсов.  

Dropout – технология позволяющая решить обе этих задачи. Она 

предотвращает переобучение и позволяет эффективно комбинировать сети с 

различными архитектурами. Термин «dropout» означает удаление некоторых 

узлов в нейронных сетях.  
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Под удалением узлов понимается временное исключение входящих и исходящих 

связей нейрона. Выбор нейрона, который будет удален, случаен. В простейшем 

случае вероятность исключения любого узла одинакова и выбирается либо, 

исходя из конкретной задачи.  

Применение dropout к нейронным сетям создает несколько «разреженных» 

сетей внутри одной. Каждая разряженная сеть содержит только оставшиеся после 

отсечения узлы. Сеть, состоящая из n нейронов, может образовать    

разреженных сетей. Эти сети имеют общие веса, поэтому общее число параметров 

будет      или меньше. Для каждого представления каждого тренировочного 

случая, выбирается разреженная сеть и обучается. Таким образом, обучение 

нейронной сети с использование dropout можно свести к обучению набора из    

разряженных сетей с общими весами, где каждая сеть обучается гораздо реже, 

чем все в совокупности. При тестировании сети невозможно усреднить выход 

каждой сети из-за их экспоненциального количества. Но на практике хорошо 

работает другой метод усреднения. Идея в том, чтобы использовать 

единственную сеть без dropout. Веса данной сети являются сжатыми весами 

тренированных сетей. Если какой-то нейрон имел вероятность включения в сеть p 

– при обучении то, во время тестирования вес будет умножен на данную 

вероятность. 

Использование dropout в качестве усреднения ведет к улучшению качества 

работы сети, уменьшению ошибки на широком спектре задач классификации по 

сравнению с другими методами регуляризации.  

 1.3 Представление звука в цифровом виде 

Звуковые сигналы, слышимые человеком могут быть представлены как 

результат суммирование сигналов разной частоты и амплитуды. Результатом 

представления аналогового звукового сигнала в компьютере является цифровой 

звук. Простейшим методом преобразования звука в цифровой вид является 

импульсно-кодовая модуляция (ИКД). ИКД состоит в представлении 

последовательности мгновенных значений амплитуды звуковых колебаний 

измеряемых аналого-цифровым преобразователем, через равные промежутки 

времени. Количество измерений производящихся за единицу времени называют 

частотой дискретизации. Количество бит отводящихся для представления одного 

значения сигнала, называют разрядностью. Чем выше разрядность аудиофайла, 

тем больше различных значений амплитуд можно описать в каждом фрейме. 

Качество цифрового звука тем выше, чем выше разрядность, и чем выше 

частота дискретизации. 

 1.3.1 Дискретное преобразование Фурье 

Для задачи  рекомендации музыки очень важно выбрать способ представления 

информации, он должен достаточно точно описывать звуковой сигнал и в тоже 

время иметь структуру способствующую выделению паттернов сигнала. Обычное 

представление звука в виде набора значений амплитуд сигнала с максимальной 

точностью описывает звуковой сигнал. 
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Но структура данного представления такова, что выделять из неё какие-то 

шаблоны является очень сложной задачей, из-за высокого многообразия 

представлений различных сигналов. Например даже элементарный сдвиг по фазе 

полностью изменит представление одного и того же сигнала. 

Более приемлемым способом представления сигнала является частотная 

диаграмма – такое представление, в котором звуковой сигнал разбивается на 

фреймы. Каждый фрейм представляется конечным набором различных частот. 

Для каждой частоты указывается её амплитуда. То есть сигнал на некотором 

интервале времени аппроксимируется суммой  гармонических колебаний разной 

частоты и амплитуды.  Такое представление уменьшает точность представления 

звука, так-так конечны набор гармонических сигналов, причем в данных сигналах 

не учитывается сдвиг сигнала по фазе. 

Данное представление может быть получено методом дискретного 

преобразования Фурье[12]. Данное преобразование раскладывает дискретную 

функцию на сумму синусоидальных сигналов различной частоты.  

Приведем формулы дискретного преобразования Фурье.  

 

         
 

   

 
   

   

   

                 (18) 

 

Здесь N – количество дискретных значений функции на выбранном для 

разложения интервале времени; 

          - значения амплитуды сигнала на интервале; 

          - комплексные значения амплитуд синусоидальных сигналов; 

  – индекс частоты. Значение частоты k-го сигнала равна 
 

 
, где Т – 

продолжительность интервала времени на котором проводится преобразование; 

Дискретное преобразование Фурье раскладывает дискретную функцию на 

сумму синусоидальных сигналов частотами от 1 колебания за период до N 

колебаний за период. Свойством дискретного преобразования является, то, что 

высокочастотные составляющее не могу быть корректно представлены. Поэтому 

вторая половина из N комплексных амплитуд является зеркальным отражением 

первой и не несет дополнительной информации. 

 1.3.2 Мел-спектральное представление аудиосигнала 

Свойство человеческого слуха таково, что он является более чувствительным к 

звукам низкой частоты, и менее чувствительным к звукам в области высоких 

частот. Учитывая данное свойство, становится очевидным недостаток 

представления звука в виде частотной спектрограммы, а именно использование 

герц в качестве единицы измерения частоты, плотность распределения которых 

неэффективна, если рассматривать её по отношению к человеческому слуху. 

Данное представление имеет избыточное разрешение в области высоких частот.  



 

 25 

 

В качестве другого представления сигнала, которое не имеет вышеуказанного 

недостатка, является мел-спектрограмма.  

Мел – психофизическая величина измерения высоты звука, количественная 

оценка высоты, которой основана на статистической обработке большого числа 

данных о субъективном восприятии высоты звуковых тонов. Данная зависимость 

описывается формулой (19). 

 

                   
 

   
  (19) 

 

 

Где, m – высота звука в мелах, f – высота звука в герцах. 

Используя мел-частотную спектрограмму, получаем спектрограмму, в 

которой, в области высоких частот, амплитуды близких частот как бы 

складываются, тем самым усиливая сигнал, но сжимая разрешение по частоте[13]. 

Зависимость мел от герц приведена на рисунке 1.4. 

 

 

Рисунок 1.4 
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 Выводы по разделу 

В данном разделе были рассмотрены теоретические основы необходимые для 

данной работы. А именно: системы рекомендаций, принципы их работы и 

принципы формирования оценок для объектов; искусственные нейронные сети, 

типы и принципы функционирования различных слоев, применяющихся в 

сверточных нейронных сетях, функции активации и функции потерь а также 

специфика их применения в различных задачах машинного обучения, методы 

обучения нейронных сетей и метод предотвращения переобучения сети; цифровое 

представление звука и особенность восприятия его человеком.  
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 2 ПОСТАНОВКА ЗАДАЧИ 

2.1 Постановка задачи музыкальных рекомендаций 

Рассмотрим задачу рекомендации музыкальных композиций. Пусть имеется 

множество треков –  , множество пользователей –  , множество треков    – 

которые понравились пользователю     и множество   – треки, которые не 

нравятся пользователю    . Множества    и   , являются подмножествами 

множества  ,      ,      , причем множества    и    не пересекаются, 

        . Обозначим множество треков, для которых оценка не выставлена, 

как                  . Имеется некоторая неизвестная функция определенна на 

всем множестве  . 

                      , 
Значения функции         равное единице, если трек нравится пользователю 

  и -1, если не нравится. Значения функции         на множестве    равны 1, на 

множестве   – -1.  

 

 
             

        

         

  (20) 

 

Функция                 задается формулой (21), где     , а         ,   –

функция вероятности. 

 

 
                  

                   

                   
  (21) 

 

Задачей рекомендации является найти все треки  , множества   , для которых 

функция                , при задданном значении  равна – 1. 

 

                                 (22) 

 

Задача рекомендации музыкальных композиций состоит в выборе, среди базы 

музыкальных композиций, на основе пользовательских предпочтений, тех треков, 

которые с большой вероятностью понравятся пользователю. Входными данными 

для данной задачи является база музыкальных композиций и предпочтения 

пользователей, собранные автоматически, либо явно выставленные 

пользователями.  

Конкретизируя задачу рекомендаций её можно определить как нахождение для 

конкретного поданного на вход трека, вероятности, что она понравится 

определенному пользователю.  

Начальными условиями данной задачи будет набор треков, которые нравятся 

пользователю. Целью рекомендации - нахождение вероятности того, что 

конкретный трек,  поданный на вход, будет нравиться пользователю. 
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Такая постановка задачи упрощает её понимание и способ решения.  На основе 

её решения можно решить задачу рекомендации для множества пользователей.  

 

Задача рекомендации на основе сверточной нейронной сети сводится к тому, 

чтобы для любого трека  ,поданного на вход сети, выдать оценку вероятности 

того, что данные трек понравится пользователю. То есть сеть должна 

аппроксимировать функцию (23). 

 

                 (23) 

 

В (23)   является входом сети, а выходом действительное число из интервала 

[0; 1]. 

Данные, которые подаются на вход сети, представляются в виде мел-

спектрограмм. Выбор такого представления обусловлен тем, что оно позволяет 

достичь компромисса между объемом входных данных, точностью описания 

сигнала и пригодности их для обработки нейронной сетью. Мел-спектрограмма 

может быть интерпретирована как двумерное изображение, где вдоль одной оси 

меняется частота, вдоль другой время, а точнее последовательные фреймы 

спектрограммы. Как известно сверточные нейронные сети хорошо работают с 

изображениями. Использование мел-спектрограммы также позволяет сохранить 

точность сигнала в сравнении, например, с мел-кепстральными коэффициентами, 

но позволяет снизить объем информации по сравнению со спектрограммой, 

полученной применением к сигналу дискретного преобразования Фурье. 

Мы определили входные данные, выходные данные,  способ выработки 

рекомендаций, но остался не определенным вид оценок, которые пользователь 

выставляет композициям. Так как формирование оценок на основе действий 

пользователя не является целью данной работы, то воспользуемся примитивным 

методом выставления оценок. Пусть все треки, которые пользователь добавил в 

плейлист, имеют оценку 1. В предыдущих обозначениях это будет множество - 

  . А треков, которым пользователь выставил отрицательную оценку, не 

существует, то есть множество      .  

Это может усложнить обучение сети, но с другой стороны больше соответствует 

реальности, когда доля положительных оценок, больше доли отрицательных. 

 Выводы по разделу 

В конце главы подведем итог и выделим самые главные моменты постановки 

задачи. Входные данные – множество мел-спектрограмм -  , причем часть из них 

помечены положительными оценками      . Выходные – оценка вероятности 

того, что трек соответствует вкусам пользователя -        . Алгоритмом 

формирования оценки выступает сверточная нейронная сеть, аппроксимирующая 

зависимость (23).  
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 3 МЕТОДЫ ПРЕОБРАЗОВАНИЯ МУЗЫКАЛЬНОЙ 

КОМПОЗИЦИИ ИЗ МУЗЫКАЛЬНОГО ФАЙЛА В МЕЛ-

СПЕКТРОГРАММУ 

В данной главе будет рассмотрена реализация метода получения мел-

спектрограммы из звукового файла. Самым популярным, на сегодняшний день, 

форматом хранения музыкальных файлов является формат MP3. MP3 – формат 

кодирования звуковой информации с потерями. Но работая напрямую со сжатым 

MP3 файлом невозможно получить представление об аудиосигнале, поэтому его 

нужно переводить в формат без сжатия. Удобным для работы является формат 

WAV – формат-контейнер для хранения звукового оцифрованного потока.  Из 

WAV-файла можно извлечь дискретное представление сигнала в виде импульсно 

кодовой модуляции, к которому можно применить дискретное преобразование 

Фурье и получить частотную спектрограмму. К полученной спектрограмме, в 

свою очередь, применить некоторое преобразование, для получения из неё мел-

спектрограммы, которая и будет являться входными данными для СНС. 

 3.1 Конвертирование MP3  файла в WAV 

Данное преобразование выполняется с помощью программы, предоставленной 

самими разработчиками формата MP3, ffmpeg[14]. FFMPEG – набор свободных 

библиотек с открытым исходным кодом, которые позволяют записывать, 

конвертировать и передавать аудио- и видеозаписи в различных форматах. Ffmpeg 

состоит из набора утилит, одна из которых позволяет конвертировать MP3 файлы 

в WAVс помощью консольного интерфейса. При конвертировании требуется 

указать входной файл, выходной файл, кодек, который будет использован 

выходном файле, а также ряд дополнительных параметров, такие как количество 

каналов и частота семплирования. 

Для данной работы было принято использовать одноканальные WAV-файлы с 

частотой семплирования - 44100 Гц. Кодек, используемый для кодирования 

выходного файла, - pcm_s16le, данный кодек использует для представления 

имульсно кодовой модуляции звука, и для каждого семпла сигнала хранит его 

амплитуду в виде 16-ти битового знакового числа[15]. 

После конвертации файла данным способом, будет получен одноканальный 

WAV-файл, с частотой семплирования 44100ГЦ и 16-ти битовым знаковым 

числом, представляющими амплитуду сигналя для каждого семпла. Битрейт 

такого файла равен 88200 байт/с.  

После преобразования файла из формата mp3 в wav, необходимо из 

полученного файла извлечь информацию о сигнале, для этого необходимо 

прочитать данный файл.WAV – файл имеет фиксированную структуру[16], она 

приведена в таблице 3.1. 
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Таблица 3.1  

Структура WAV-фала 

Смещение от начала 

файла (байт) 

Имя поля Размер поля (байт) 

0 ChunkID 4 

4 ChunkSize 4 

8 Format 4 

12 Subchunk1ID 4 

16 Subchunk1Size 4 

20 AudioFormat 2 

22 NumChannels 2 

24 SampleRate 4 

28 ByteRate 4 

32 BlockAlign 2 

34 BitsPerSample 4 

36 Subchink2ID 4 

40 Subchunk2Size 4 

44 data Subchunk2Size 

 

Из всех полей представленных в данной таблице для нас интерес представляет 

лишь поле data, которое хранит непосредственно сам сигнал. 

Для чтения wav-фала был разработан модуль на языке программирования c++, 

позволяющий читать произвольный wav-файл, и получать данные из любого поля 

файла. Чтение блока data осуществляется в целочисленный массив vector<short>. 

В дальнейшем к этому массиву можно применить дискретное преобразование 

Фурье. 

 3.2 Применение дискретного преобразования Фурье к сигналу 

После получения сигнала из WAV-файла в виде набора значений амплитуд, 

взятых через равные интервалы времени,           , можно построить 

частотную спектрограмму, применяя к сигналу дискретное преобразование 

Фурье.  

 



 

 31 

 

Если применить ДПФ ко всему треку, то полученная спектрограмма будет 

характеризовать трек целиком и не будет нести какой-то полезной информации 

для данной задачи, так как спектрограмма будет иметь высокое разрешение по 

частоте, и низкое разрешение по времени.  

Поэтому нужно найти компромисс, между тем, чтобы сохранить достаточное 

разрешение по частоте, но в то же время добиться приемлемого разрешения по 

времени. Для этого разобьём исходный сигнал на окна одинакового размера, и 

будем применять ДПФ к каждому окну. Остается только выбрать размер окна. В 

данной работе было выбрано окно продолжительностью ~ 1/8 секунды. При такой 

длительности окно будет содержать 5512 семплов исходного сигнала. 

По свойствам ДПФ спектрограмма будет содержать 5512 фиксированных 

наборов частот, диапазона от 0Гц до 44088Гц, но из-за муарового эффекта, 

верхняя половина данных составляющих будет зеркальным отражением нижней, 

и тем самым спектр будет содержать 2756 фиксированные частоты в диапазоне от 

0Гц до 22048Гц. Данный спектр охватывает весь, слышимый человеком, диапазон 

частот. Но для данной задачи хотелось бы уменьшить объем данных, так как чем 

больше данных, тем дольше будет обучаться нейронная сеть. 

Диапазоны большинства музыкальных инструментов лежат в интервале от 

40Гц до 5000Гц, человеческий вокал в диапазоне 80-10000Гц. Помимо данных 

частот также порождаются обертона, верхние частоты которых, для некоторых 

инструментов, доходят до 18000Гц. Но в нашем случае мы можем позволить себе 

пренебречь частью данного диапазона, так как обертона придают изысканность 

звучанию, но мы нацелены  выявить более содержательную часть музыкальной 

композиции, нежели отследить все её тончайшие моменты. Поэтому было решено 

урезать диапазон, представляемый в спектрограмме, до верхней частоты 11024Гц, 

тем самым, количество различных частот снизилось до 1378.  

Подводя итог, на выходе после применения ДПФ и обрезания части 

частотного спектра мы получили спектрограмму аудиотрека, разбитого на окна 

продолжительностью ~1/8 секунды с 1378 фиксированными частотами в 

диапазоне от 0Гц до 11024Гц. Значение мощности конкретной частоты 

представляется 4-х байтовым числом с плавающей точкой, в таком случае битрейт 

полученной спектрограммы составит 44096 байт/с. 

 3.3 Преобразование частотной спектрограммы в мел-спектрограмму 

Исходными данными преобразования является частотная спектрограмма, 

полученная дискретным преобразованием Фурье -               , где N – 

количество сигналов различной частоты формирующих спектрограмму, 

результатом преобразования – мел-спектрограмма. Преобразование обычных 

частот в мел шкалу производится с помощью набора перекрывающихся 

треугольных окон [17] изображенных на рисунке 3.1. 
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Рисунок 3.1 

Гребенка треугольных окон описывается функцией (24) 
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 (27) 

  

Где    – нижняя граница значений частоты герцах,   - верхняя граница 

щначения частоты в герцах.  

(26) - преобразование частоты в мел-шкалу. 

(27) - обратное преобразование частоты из мел-шкалы в частоту в герцах.  
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Параметром данного преобразования является количество различных значений 

мел-частот. Тут вновь встает вопрос выбора оптимального значения между тем, 

чтобы предоставить высокое частотное разрешение или обеспечить небольшой 

объем данных, необходимых для описания трека. Определить теоретическими 

изысканиями необходимое разрешение по частоте для подобных задач пока не 

удалось. Но из имеющихся практических наработок в этой сфере было выявлено, 

что 128 фиксированных частот вполне достаточно[18]. Если попытаться найти 

теоретическую подоплеку такого факта, то данный факт можно объяснить 

следующим образом. В диапазоне от  0Гц до 11000Гц лежит примерно 10 октав, 

каждая из которых содержит по 12 различных нот, получаем 120 различных нот 

на интервале, поэтому можно предположить, что данное представление имеет 

достаточное разрешение по частоте. Битрейт полученного представления равен 

4096 байт/с.  

 3.4 Анализ полученной мел-спектрограммы 

Полученная мел-спектрограмма имеет 128 различных значений вдоль оси 

частот, а вдоль оси времени окна фреймы длительностью 1/8 секунды. 

Необходимо решить какую часть трека взять в качестве входных данных 

нейронной сети. Если проводить аналогию со сверточными нейронными сетями, 

применяемые для классификации изображений, то можно предположить, что 

размеры входных данных этих сетей и сети, применяемой в данной работе, 

должны приблизительно совпадать. Большинство СНС используют квадратные 

изображения размером порядка 100 пикселей. Опираясь на этот факт, 

напрашивается решение использовать в качестве входных данных спектрограмму, 

имеющую 128 фреймов вдоль оси времени, но учитывая вычислительные 

возможности технических средств, на которых будет проводиться обучение сети, 

было решено взять не 128 фреймов, а 64 фрейма, таким образом, входные данные 

будут представлять 8 секунд аудио-трека. 

Помимо размера входных данных нужно обратить внимание на диапазон 

значений входной спектрограммы. Обращаясь к другим примерам СНС, для 

изображений чаще всего используются несколько каналов со значениями 

интенсивности от 0 до 255. Для других задач используются непрерывный 

интервал [-1; 1]. Мы поступим также и нормируем значения спектрограммы в 

интервал [-1; 1]. 

 Выводы по разделу 

В данном разделе был рассмотрен метод получения мел-спектрограммы из 

MP3 файла. Выбраны конкретные параметры спектрограммы на основе [18] и 

соображений вычислительной сложности обучения. Для построения 

спектрограмм разработан модуль на языке С++, позволяющий гибко настраивать 

параметры спектрограммы, такие как, количество различных мел-частот, 

длительность одного фрейма, верхний уровень частоты отображаемой в 

спектрограмме. 
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 4 РЕАЛИЗАЦИЯ СВЕРТОЧНОЙ НЕЙРОННОЙ СЕТИ 

ВЫРОБОТКИ РЕКОМЕНДАЦИЙ 

 Для решения задачи рекомендации музыки в данной работе используется 

сверточная нейронная сеть, которая будет аппроксимировать вероятностную 

оценку того, что трек нравится пользователю (23)  Вход нейронной сети – мел 

спектрограмма, которая представляется двумерной матрицей действительных 

чисел, в предыдущих обозначениях каждая мел-спектрограмма это элемент        
Для составления рекомендаций среди треков, при таком подходе, выбор значения 

параметра  , функции (21), является не очень простой задачей. Поэтому вместо 

фиксированного значения параметра  , его можно определять динамически 

следующим образом. Сначала вычислить значение функции     , для всех треков 

     – треки, принадлежащие тестируемой выборке, а затем отсортировать их по 

полученному значению вероятности, и выбрать из полученного рейтинга, его 

некоторую долю для рекомендации. 

Общая идея построения сверточной нейронной сети такова, чтобы на первых 

слоях выделить некоторые характеристики звука используя сверточные слои, а 

затем, с помощью полносвязных слоев, сформировать из набора примитивов 

мнение о том, нравится данный трек пользователю или нет.  

Недостатком данного способа является необходимость длительного обучения 

нейронной сети для каждого пользователя из-за большого количества нейронов в 

ней. Поэтому необходимо найти более быстрый способ обучить нейронную сеть, 

которая будет давать рекомендации. Самым действенным способом уменьшения 

времени обучения сети является уменьшение её размера, и тут два варианта, либо 

уменьшать количество нейронов в каждом слое, но тогда, возможно, сеть не 

сможет описать требуемую сложную многомерную зависимость, либо 

уменьшение количества слоев, что повлечет за собой уменьшение уровня 

признаков, выделяемых сетью. Выходом из данной ситуации может являться 

разбиение нейронной сети на две отдельные независимые части.  Первая сеть 

будет являться предобработчиком данных, то есть из исходной мел-

спектрограммы будет формировать набор более высокоуровневых признаков, чем 

сама мел-спектрограмма. Вторая сеть будет формировать из высокоуровневых 

признаков, выработанных на выходе первой сети, оценку вероятности, что трек 

нравится пользователю. 

 4.1 Входные данные сети 

Входными данными сети является мел-спектрограмма, полученная из части 

музыкального трека, продолжительностью 8 секунд. Для рекомендаций этого 

может оказаться недостаточно. Действительно даже человеку, для которого 

составляются рекомендации, сложно определить нравится ли ему музыка или нет, 

прослушав всего 8 секунд трека.  

Поэтому для составления рекомендации будем разбивать трек на части по 8 

секунд, и результатом рекомендации будет являться среднее арифметическое 

значение рекомендации выданное сетью для всех частей.  
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 4.2 Сеть предобработки 

Рассмотрим подробнее сеть предобработки данных, которая будет 

использоваться для формирования входных данных рекомендательной сети. 

Основной задачей данной сети является уменьшение размерности входных 

данных, и увеличение уровня абстракции признаков, то есть формирование из 

мел-частотной диаграммы некоторого набора характеристик трека. Основной 

вопрос, возникающий тут, что за характеристики должны формироваться на 

выходе сети? Например, это могут быть характеристики очень высокого уровня, 

как настрой трека (грустный, веселый), наличие в нем каких либо инструментов и 

их специфических партий (гитарное соло, духовые инструменты), характеристика 

вокала исполнителя и т.д. Но такие характеристики могут очень обще описывать 

трек, и таких данных недостаточно для формирования рекомендаций. Либо 

характеристики будут менее высокого уровня, которые позволят описать 

входящий сигнал достаточно точно, но для выделения таких характеристик нужна 

база для обучения сети, которую очень сложно сформировать, так как выделить 

такие характеристики непростая задача для человека. Проблема, на первый 

взгляд, кажется не разрешимой, мы хотим выделить некоторый набор 

характеристик из мел-спектрограммы с помощью нейронной сети, но для её 

обучения требуется размеченная база, которой не существует и сформировать 

которую при имеющихся ресурсах невозможно. 

Для решения данной проблемы воспользуемся свойствами сверточной 

нейронной сети. Как известно, сверточные слои выделяют примитивы из 

входящего сигнала, причем каждый следующий слой выделяет примитивы все 

более высокого уровня.  Это наталкивает на мысль, что если у нас есть сверточная 

сеть,  у которой на входе мел-спектрограмма а выход принадлежит пространству 

не очень высокой размерности, то на скрытых слоях данной сети будут 

формироваться признаки, которые менее точно описываю трек, чем выходные 

данные, но уже более высокоуровневые, чем сигнал на входе сети. Данное 

предположение хотя и не имеет хорошего теоретического подтверждения, но 

доказывается на практике. Таким образом, решение будет выглядеть так, 

построить нейронную сеть, вход которой - мел-спектрограмма, а выход - 

некоторый вектор невысокой размерности, такой чтобы можно было составить 

размеченную базу, пригодную для обучения. Обучить данную сеть, а затем 

«отрезать» несколько последних слоев, и использовать как предобработчик 

данных её первые слои. Самой простой сетью подходящей под данное описание 

является сеть классификации жанров. Её главным преимуществом является 

простота формирования обучающей базы, так ка существует огромное количество 

музыкальных треков, для которых указан жанр. 

 4.3 Сеть рекомендации 

Сеть, решающая задачу рекомендации, будет принимать на вход, данные уже 

предобработанные с помощью сети, описанной выше, а на выходе у данной сети 

будет оценка вероятности того, что конкретный трек понравиться пользователю.  
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Со входом и выходом данной сети все вопросы решены, но остается открытым 

вопрос на каких данных обучать данную сеть. Очевидно, что обучающей 

выборкой должны являться треки оцененные пользователем. Но проблема в том, 

что найти треки, которые нравятся пользователю, не составляет труда – это в 

основном те треки, которые он добавляет в свой плейлист или явно оценивает, а 

вот треки которые пользователь слышать бы не хотел найти довольно сложно, 

поэтому обучающая выборка, скорее всего, будет смещенной в сторону 

положительных оценок, и не будет пригодна для обучения. Таким образом, 

необходимо найти альтернативный способ  формирования обучающей выборки. 

Тут вновь решением является подход, не имеющий строгого теоретического 

обоснования, но проверенный на практике. Он заключается в том, чтобы в 

качестве отрицательных примеров взять большой набор треков, не 

пересекающихся с положительными, и на каждой итерации выбирать различные 

наборы отрицательных примеров, а положительные примеры оставлять 

фиксированными [19].  

 4.4 Реализация сети предобработки данных 

Было решено, что сеть предобработки данных будет формироваться в два 

этапа, сначала построение сети для классификации жанров, затем взять первые 

несколько слоев уже обученной сети, которые будут являться сетью 

предобработки. Вход сети – мел-частотная спектрограммы. Выходом сети 

предобработки будет набор некоторых признаков, имеющих более высокий 

уровень, чем мел-частотная спектрограмма, но не имеющих «человеческого» 

объяснения их значений. 

Архитектура сверточной нейронной сети классификации музыкальных жанров 

приведена в таблице 4.1. В таблице 4.1 приведены типы слоев, используемые в 

сети: convolution (сверточный), maxpooling (объеденение), dense (полносвязный). 

Данные типы слоев уже были рассмотрены в первой главе данной работы. Кроме 

них в сети использованы слои Reshape (изменение размера), Flatten (развертки), 

Dropout(исключения). Они являются вспомогательными слоями реализующими 

некоторые функции преобразований. Рассмотрим их немного подробнее.  

Reshape слой приводящий входные данные к необходимой форме, 

единственное ограничение, количество элементов поданных на вход, должно быть 

равно количеству элементов выходной фигуры. 

Flattenслой являющийся частным случаем слоя Reshape, разворачивает 

поданную на вход фигуру в вектор.  

Dropout  - слой реализующий метод исключения нейронов из сети при 

обучении. Параметром слоя является доля исключаемых нейронов. 
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Таблица 4.1 

Номер 

слоя 

Тип слоя Параметры слоя 

1 Convolution layer Вход – матрица 64x128  

256 ядер свертки размером 4x128 

Функция активации – relu. 

2 MaxPooling layer Размер пула – 2x1 

3 Reshape layer Выход слоя – 1x256x30 

4 Dropout layer Коэффициент отсечения – 0.25 

5 Convolution layer 128 ядер свертки размером 256x2 

Функция активации – relu. 

6 MaxPooling layer Размер пула – 1x2 

7 Flatten layer  

8 Dropout layer Коэффициент отсечения – 0.25 

9 Dense layer Количество нейронов – 1024 

Функция активации - relu 

10 Dropout layer Коэффициент отсечения – 0.5 

11 Dense layer Количество нейронов – 128 

Функция активации - relu 

12 Dropout layer Коэффициент отсечения – 0.5 

13 Dense layer Количество нейронов – 9 

Функция активации – softmax 

Функция потерь – categoricalcrossentropy 

 

Рассмотрим подробнее все слои имеющиеся в нейронной сети классификации 

музыкальных жанров. 

Первый сверточный слой, входом которого является мел-частотная 

спектрограмма размером 1x64x128, содержит 256 ядер свертки размером 4x128. 

Каждое ядро в нашем случае будет представлять мел-частотную спектрограмму 

продолжительность в половину секунды. Выход слоя имеет размерность 

256x61x1. Время меняется вдоль второй оси. 

Второй слой – MaxPooling, размер ядра пулинга 2x1, свертка проводится 

только вдоль оси времени. Размер выхода слоя – 256x30x1. 

Третий слой – Reshape используется для трансформации фигуры 256x30x1 в 

фигуру 1x256x30. Суть этой трансформации – использовать значения, 

полученные после свертки ядром, как частоты. Так как свертка происходит только 

вдоль второй и третьей оси, а вдоль первой оси значения свертки складываются. 

Для наглядности, получаемая картина, проиллюстрирована на рисунке 4.1. 
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Рисунок 4.1 

Получаемую картину можно интерпретировать как спектрограмму, 

составленную не по частотам, а по определенным более высокоуровневым 

признакам, и для каждого временного окна указана выраженность признаков в 

этом окне.  

Четвертый слой – Dropout с коэффициентом исключения 0,25. 

Пятый слой – Convolution. Вход 1x256x30, 128 ядер свертки размером 256x2. 

Активационная функция - relu. Свертка вновь ведется только вдоль оси времени.  

Шестой слой – MaxPooling, окно пулинга1x2. Сжатие только по оси времени. 

Выходная фигура имеет размер 128x1x15. 

Седьмой слой – Flatten разворачивает входную фигуру в вектор 1x1920. 

Восьмой слой – Dropout с коэффициентом исключения 0,25. 

Слои с девятого по двенадцатый чередуют полносвязные слои и слои dropout. 

На данных слоях формируется из признаков, полученных на предыдущих слоях, 

«мнение» о жанре.  

Последний – тринадцатый полносвязный слой имеет всего 9 нейронов, что 

соответствует количеству различных жанров. Функция активации данного слоя – 

softmax. На выходе данного слоя - вероятности принадлежности поданного на 

вход трека каждому из жанров. 

В данной архитектуре используется categorical crossentropy функция потерь, 

наиболее часто применяющаяся в задачах многоклассовой классификации 

совместно с softmax активацией.   
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Обучение сети проводилось на базе из 1000 восьмисекундных фрагментов из 

треков принадлежащих 9 разным жанрам: rock, hip-hop, pop, metal, reggae, 

drum&base, dubstep, jazz, classical. Сеть была обучен до точности 0.98. При 

обучении главной целью было формирование ядер свертки, а не достижение 

большой точности классификации жанра. На первом слое были получены ядра 

свертки приведенные на рисунке 4.2. 

 

 

 

Рисунок 4.2 

Сверточные ядра второго слоя приведены на рисунке 4.3. 

 

Рисунок 4.3 

Была построена и обучена сеть классификации жанров, это только первый этап 

формирования сети предобработки. Необходимо выбрать часть данной сети, 

которая будет  обрабатывать мел-спектрограмму. Логичным решением является 

выбор в качестве такой части только сверточных слоев, так как на последующих, 

полносвязных слоях, следуя логике построения сети, начинает формироваться 

«мнение» о жанре. Таким образом в качестве сети предобработки были выбраны 

два первых сверточных слоя.  
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 4.5 Реализация сети выработки рекомендаций 

Сеть рекомендаций должна на основе обработанных, с помощью сети 

предобработки, мел-частотных спектрограмм выдавать некую оценку вероятности 

того, что данный трек понравится пользователю. Входные данные сети имеют 

размер 1x1920. Для реализации сети были выбраны обычны полносвязные слои и 

dropout слои, так как обучающая выборка является довольно маленького размера, 

и сеть будет очень склонна к переобучению. Приведем конкретное описание 

каждого слоя. 

Первый слой – flatten разворачивает выходную матрицу препроцессора в 

вектор. 

Второй слой – полносвязный слой с 1024 нейронами и сигмоидальной 

функцией активации. 

Третий слой – dropout с коэффициентом исключения 0.5. 

Четвертый – полносвязный слой со 128 нейронами и сигмоидальной функцией 

активации. 

Пятый слой – dropout с коэффициентом исключения 0.5. 

Шестой слой – выходной полносвязный слой с одним нейроном и 

сигмоидальной функцией активации. 

В сети используется среднеквадратичная функция потерь, наиболее часто 

применяющаяся в задачах регрессии, какой, по сути, является данная задача. 

Как уже говорилось ранее в этой главе, обучающая выборка формируется из 

треков, положительно оцененных пользователем, и случайно выбранных треков, 

не пересекающихся с множеством положительных примеров, выступающих в 

качестве отрицательных, причем на каждой эпохе обучения множество 

отрицательных примеров меняется. 

Так как вход данной сети формируется всего из 8 секунд трека, то очевидным 

является недостаточность для описания его целиком. Логичным является взять 

несколько 8-ми секундных фрагментов из каждого трека, для более точного 

описания каждого из них. Сделать это можно двумя способами. Первый – взять  

несколько подряд идущих фрагментов, и сгруппировать результаты обработки 

этих фрагментов в один вектор, на котором проводить обучение. Второй – брать 

несколько случайных частей трека по 8 секунд и обучаться на них по 

отдельности. Вычислять выход сети в первом случае нужно от фрагмента трека, 

продолжительностью как при обучении. Во втором – разделять весь трек на 

множество 8-ми секундных фрагментов и вычислять оценку трека – как среднее 

от оценки каждой из этих частей. В данной работе был реализован второй подход, 

основным критерием выбора была вычислительная затратность. Первый способ 

имеет гораздо более высокую вычислительную сложность из-за большого 

количества входных данных, второй же, требует гораздо меньше вычислительных 

ресурсов, а, следовательно, и времени на обучение. 
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 Выводы по разделу 

В результате проведенной в данной главе работы построены две нейронные 

сети: предобработки и рекомендации. Сеть предобработки была обучена для 

выделения более высокоуровневых характеристик трека, чем мел-частотная 

спектрограмма.  Использование сети предобработки данных позволяет снизить 

время обучения сети рекомендаций, за счет уменьшения размерности признаков и 

увеличения их уровня. Сеть рекомендаций будет обучаться для каждого 

пользователя отдельно. Данными для обучения сети рекомендаций являются 

треки пользователя, которые он добавил в свой плейлист. Отрицательные 

примеры выбираются случайно из большего множества треков. 
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 5 ТЕСТИРОВАНИЕ КАЧЕСТВА РЕКОМЕНДАЦИЙ 

 5.1 Эксперимент с близкими по звучанию треками 

Цель данного эксперимента – оценить «снизу» качество выдаваемых 

рекомендаций, то есть  проверить  способность выдавать рекомендации на 

данных, где с человеческой точки зрения это легко сделать. В качестве 

обучающей выборки сети были выбраны очень близкие по звучанию треки, в 

которых человек с легкостью обнаруживал что-то общее. Конкретный список 

треков: 

1. Drowning Pool - Let The Bodies Hit The Floor 

2. Drowning Pool - One Finger And A Fist 

3. Drowning Pool - Hate 

4. Godsmack - I Stand Alone 

5. Northlane - Set In Stone 

6. Otep - I, Alone 

7. Otep - Rise Rebel Resist 

8. Otep - Warhead 

9. POD - Boom 

10. Rancid - Out of control 

11. Sarah Where Is My Tea - This Is Not Twilight (feat. Andrey from My 

Autumn) 

12. Static-X - The Only 

13. Symphony X - Set The World On Fire The Lie Of Lies 

14. Varg - Apokalypse 

15. WWE - CM Punk 

16. Adept - Shark! Shark! Shark 

17. Andy Rehfeldt& Endless Noise - Supercalifragilisticexpialidocious 

18. Asking Alexandria - Just A Slave To Rock n' Roll 

19. Cancer Bats - 100 Grand Canyon 

20. Cerebral Bore - Maniacal Miscreation 

21. Divine Heresy - Monolithic Doomsday Devices 

Для обучения из каждого трека случайным образом были выбраны 3 

восьмисекундных фрагмента. Для каждого из них была построена мел-частотная 

спектрограмма, которая затем обработана сетью предобработки данных. 

Полученному множеству положительных примеров из 63 объектов в качестве 

метки была присвоено число 1.   

В качестве множества отрицательных примеров были выбраны фрагменты 

треков, использующихся для обучения сети предобработки. Из этого множества 

на каждой эпохе обучения выбирались случайным образом 63 фрагмента, 

которым назначалась оценка -1.  

Обучение производилось на протяжении 20 эпох.  

Тестирование результатов обучения проводилось на выборке из 18 треков, 

каждый из них был разбит на 8-секундные фрагменты. 
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Оценка для трека вычислялась как среднее среди оценок всех фрагментов одного 

трека. В результате эксперимента были получены следующие оценки для треков: 

1. Mushroomhead – Kill Tomorrow:  0.6961 

2. System Of A Down - Sugar:  0.6770 

3. Disturbed - Run:  0.6595 

4. Rammstein - Mann Gegen Mann:  0.5461 

5. Machinae Supremacy - Edge And Pearl:  0.5147 

6. Bring Me The Horizon - Happy Song:  0.5074 

7. Nirvana - Lithium:  0.4037 

8. Static-X - The Only:  0.3836 

9. Rob Zombie - Feel So Numb:  0.3677 

10. Heart Of A Coward - Miscreation:  0.3467 

11. Silverstein - Face of the Earth:  0.3384 

12. Zebrahead - Call Your Friends:  0.3132 

13. Cervello - Carry Me Home:  0.3091 

14. Girl on Fire - The Takedown:  0.2679 

15. Slipknot - Skeptic:  0.2485 

16. Starset - Point of No Return:  0.0619 

17. Noize MC - Выдыхай:  0.0295 

18. Pendulum - Blood sugar:  0.0034 

Проведем анализ полученных на тестовой выборке значений. Во-первых, 

нужно сказать, что средняя оценка на обучающей выборке равна 0.7207, назовем 

её максимальной оценкой. Среди тестируемых треков есть несколько треков, 

оценки которых лежат очень близко к максимальной. Построим график 

зависимости между шириной интервала и количеством треков, попавших в него, 

рисунок 5.1.  

 

Рисунок 5.1 
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Из графика видно, что лишь 4 трека попадают в 20%-й интервал, по 

субъективным оценкам было выяснено, что это именно эти треки следует 

рекомендовать. В интервале от 20 до 80% лежат треки, которые схожи по жанру, 

но звучание их отличается от тех, что были выбраны для обучения, и наконец, в 

интервале от 80 до 100% лежат те, которые абсолютно не похожи по звучанию, в 

данном случае это треки другого жанра. 

Получившиеся результаты показывают работоспособность построенной 

системы, она способна выделять схожие по звучанию треки, но это лишь слабый 

тест, который оценивает качество полученной системы снизу. Так-же необходимо 

провести эксперимент, где в качестве оцененных треков будут выступать не 

только близкие по звучанию треки. 

 5.2 Эксперимент с разрозненными треками (из разных жанров и стилей) 

Цель данного эксперимента – оценить качество рекомендаций, выдаваемых 

сетью для пользователя, в плейлисте которого находятся не только треки одного 

из жанров, а различающиеся по стилю и жанру треки.  

В качестве обучающих данных был взят 31 трек. Для оценки качества из этого 

множества выбраны 6 треков – множество валидации. Каждый трек был разбит на 

8-ми секундные фрагменты. Полученное множество, за исключением множества 

валидации, использовалось в качестве положительных примеров, в качестве 

отрицательных был взят набор из 800 треков, которые так же были разбиты на 8-

ми секундные фрагменты. Из полученного множества на каждой эпохе обучения 

случайным образом выбиралось множество, по мощности равное множеству 

положительных примеров. Обучение проводилось на протяжении 500 эпох. По 

окончанию обучения на вход сети были поданы треки из множества валидации и 

положительно оцененные треки из обучающей выборки. Для множества 

валидации были получены следующие оценки:  

+ Pendulum - Slam: 0.00118992977687 

+ Green Day  - Brain stew: 0.00119383690374 

+ Nirvana - Heart-Shaped Box: 0.00124476053615 

- Florence + The Machine - What Kind Of Man: 0.00867434248866 

- a-ha - Forever Not Yours (2016 Remastered): 0.00897150128601 

- Katy Perry - Last Friday Night: 0.0152586640373 

- Maroon 5 - Misery: 0.234964552129 

+ Sum 41 - Fat Lip: 0.417011744501 

Здесь «+» отмечены положительные примеры и «-» - отрицательные. 

Для треков из обучающей выборки средняя оценка: 0.511999682439. 
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ЗАКЛЮЧЕНИЕ 

В результате выполнения данной работы была построена нейронная сеть для 

музыкальных рекомендаций. Качество рекомендаций можно оценить как среднее. 

Рекомендации не являются «провальными», но и не совершенны. Плюсом данной 

системы является то, что она может создавать рекомендации  для треков, которые 

прослушиваются малое количество раз и не могут быть рекомендованы 

коллаборативными системами рекомендаций. Минус системы в высокой 

вычислительной сложности, обучение сети требует больших вычислительных 

ресурсов, чем алгоритмы, использующиеся в коллаборативных системах. Для 

улучшения данной системы можно попытаться изменить сеть предобработки 

данных. Или использовать для её обучения обучающую выборку большего 

объема. Более качественные входные данные сети рекомендаций должны 

способствовать получению более качественных рекомендаций. 

В качестве побочных результатов работы был разработан модуль 

преобразования MP3-файлов в мел-частотную спектрограмму на языке 

программирования С++, позволяющий гибко настраивать параметры выходной 

спектрограммы. А также собрана база из мел-частотных спектрограмм 800 треков 

из 13 различных жанров. Данная база может быть использована для обучения сети 

предобработки данных. 
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ПРИЛОЖЕНИЕ А.  

 ТЕКСТ МОДУЛЯ ПРЕОБРАЗОВАНИЯ MP3-ФАЙЛА В МЕЛ-

ЧАСТОТНУЮ СПЕКТРОГРАММУ 

 Main.cpp 

#include <iostream> 

#include <vector> 

#include <windows.h> 

#include "tgaimage.h" 

#include "FFT.h" 

#include "WaveFile.h" 

#include "tiny_cnn\tiny_cnn.h" 

#include <fstream> 

#include <cstdlib> 

#include <ctime> 

 

using namespace std; 

 

void mp3toWav(std::string src, std::string dst) 

{ 

 string command = string("ffmpeg -i ") + string("\"") + src + string("\"") + string(" 

-codec:a:0 pcm_s16le -ac 1 -ar 44100 ") + string("\"") + dst + string("\""); 

 system(command.c_str()); 

} 

 

 

void findFiles(string path) 

{ 

 WIN32_FIND_DATAA findData;       //<--- Создать данные 

 HANDLE hFind; 

 hFind = FindFirstFileA(path.c_str(), &findData); //<-- скормить адрес данных 

    

 int i = 0; 

 cout << ++i << ": " << findData.cFileName << endl;  //<-- доступ через точку  

 while (FindNextFileA(hFind, &findData)) // <-- скормить адрес данных 

 { 

  cout << ++i << ": " << findData.cFileName << endl; //<-- доступ через 

точку 

 } 

 FindClose(hFind); 

} 
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void createDataSet(string pathIn, string pathOut) 

{ 

 WIN32_FIND_DATAA findData;       //<--- Создать данные 

 HANDLE hFind; 

 float_vec out; 

 

 

 std::size_t framesCount = 64; 

 double frameDuration = 8.0 / (double)framesCount; 

 double hightFrequency = 11024.0; 

 std::size_t melCount = 128; 

 FDT fdt(framesCount, frameDuration, hightFrequency, melCount); 

  

 ofstream oFile(pathOut.c_str(), ios::binary); 

 hFind = FindFirstFileA((pathIn + string("*.mp3")).c_str(), &findData); //<-- 

скормить адрес данных 

 do 

 { 

  if (string(findData.cFileName) != ".." && string(findData.cFileName) != 

".") 

  { 

 

   mp3toWav(pathIn + string(findData.cFileName), "out.wav"); 

   WaveFile wav("out.wav"); 

   tiny_cnn::vec_t in(wav.samples.begin(), wav.samples.end()); 

   fdt.setSampleFrequency(wav.getSampleRate()); 

   int trackDuration = (double)wav.samplesCount / 

(double)wav.getSampleRate(); 

   for (int i = 0; i < 5; ++i) 

   {     

    fdt.getMelSpectrogram(in, out, rand() % (trackDuration - 8)); 

    oFile.write((char *)&(out[0]), out.size() * sizeof(out[0])); 

    

   }  

    

   system("del out.wav");    

 

  } 

 } 

 while (FindNextFileA(hFind, &findData)); // <-- скормить адрес данных 

 FindClose(hFind); 

 oFile.close(); 

} 
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void createDataSetFiles(string pathIn, string pathOut) 

{ 

 WIN32_FIND_DATAA findData;       //<--- Создать данные 

 HANDLE hFind; 

 float_vec out; 

 

 

 std::size_t framesCount = 64; 

 double frameDuration = 8.0 / (double)framesCount; 

 double hightFrequency = 11024.0; 

 std::size_t melCount = 128; 

 FDT fdt(framesCount, frameDuration, hightFrequency, melCount); 

 

  

 hFind = FindFirstFileA((pathIn + string("*.mp3")).c_str(), &findData); //<-- 

скормить адрес данных 

 do 

 { 

  if (string(findData.cFileName) != ".." && string(findData.cFileName) != 

".") 

  { 

   string fileName(findData.cFileName);    

   int pos =fileName.find_last_of('.'); 

   fileName.replace(pos, 4, ".bin"); 

   string path = pathOut + fileName; 

   ofstream oFile(path, ios::binary); 

   mp3toWav(pathIn + string(findData.cFileName), "out.wav"); 

   WaveFile wav("out.wav"); 

   tiny_cnn::vec_t in(wav.samples.begin(), wav.samples.end()); 

   fdt.setSampleFrequency(wav.getSampleRate()); 

   int trackDuration = (double)wav.samplesCount / 

(double)wav.getSampleRate(); 

   for (int i = 0; i < (int)(trackDuration / 8.0); ++i) 

   { 

    fdt.getMelSpectrogram(in, out, i * 8.0); 

    oFile.write((char *)&(out[0]), out.size() * sizeof(out[0])); 

   } 

 

   system("del out.wav"); 

   oFile.close(); 

 

  } 

 } while (FindNextFileA(hFind, &findData)); // <-- скормить адрес данных 

 FindClose(hFind); 
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} 

 

 

void createForOneFile(string pathIn, string pathOut) 

{ 

 float_vec out; 

 

 std::size_t framesCount = 64; 

 double frameDuration = 8.0 / (double)framesCount; 

 double hightFrequency = 11024.0; 

 std::size_t melCount = 128; 

 FDT fdt(framesCount, frameDuration, hightFrequency, melCount); 

 

 ofstream oFile(pathOut.c_str(), ios::binary); 

  

 mp3toWav(pathIn, "out.wav"); 

 WaveFile wav("out.wav"); 

 tiny_cnn::vec_t in(wav.samples.begin(), wav.samples.end()); 

 fdt.setSampleFrequency(wav.getSampleRate()); 

 int trackDuration = (double)wav.samplesCount / (double)wav.getSampleRate(); 

 for (int i = 0; i < (int)(trackDuration / 8.0); ++i) 

 { 

  fdt.getMelSpectrogram(in, out, i * 8.0); 

  oFile.write((char *)&(out[0]), out.size() * sizeof(out[0])); 

 } 

 system("del out.wav"); 

 oFile.close(); 

} 

 

void mp3ToWavFolder(string pathIn, string pathOut) 

{ 

 WIN32_FIND_DATAA findData;       //<--- Создать данные 

 HANDLE hFind; 

 hFind = FindFirstFileA((pathIn + string("*.mp3")).c_str(), &findData); //<-- 

скормить адрес данных 

 do 

 { 

  if (string(findData.cFileName) != ".." && string(findData.cFileName) != 

".") 

  { 

   string fileName(findData.cFileName); 

   int pos = fileName.find_last_of('.'); 

   fileName.replace(pos, 4, ".wav"); 
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   string path = pathOut + fileName; 

   mp3toWav(pathIn + string(findData.cFileName), pathOut + 

string(fileName)); 

    

 

  } 

 } while (FindNextFileA(hFind, &findData)); // <-- скормить адрес данных 

 FindClose(hFind); 

} 

 

int main() 

{ 

 srand(time(NULL)); 

 createDataSetFiles("D://MusicDataset//TestI//Test//", 

"D://MusicDataset//TestIBin//Test//"); 

 return 0; 

} 
 
 

 FFT.h 

#ifndef _FFTH 

#define _FFTH 

 

#include <vector> 

#include "tiny_cnn\tiny_cnn.h" 

#include "unsupported\Eigen\FFT" 

 

typedef std::vector<std::vector<double> > spectrogram; 

typedef std::vector<std::vector<std::pair<std::size_t, double> > > winCf; 

typedef std::vector<float> float_vec; 

 

class FDT 

{ 

 const std::size_t framesCount;  // if input signal is longer it will be split 

 const double frameDuration;   // duration of frame (s) 

 const std::size_t hightFrequency; // hight frequency of output spect (Hz) 

 double sampleFrequency;    // sampling frequency of input 

signal (Hz) 

 const std::size_t melCount; 

 const std::size_t spectrResolution;  

 winCf windowCf; 

 

 void getWindowCf(winCf & scf, size_t mCount, size_t fCount, double T); 
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 double getPosInMelWindow(size_t index, double ml, double mw, double m); 

 size_t getWindowIndexByMel(double ml, double mw, double m); 

 double fToMel(double f); 

 double melToF(double m); 

 double getTriangleWindowCf(const double w, const double f); 

 

 

public: 

  

 void setSampleFrequency(const double sf) { sampleFrequency = sf; } 

  

 void ftd(tiny_cnn::vec_t in, tiny_cnn::vec_t & out); 

 void getMelSpectrogram(tiny_cnn::vec_t & in, float_vec & out, double offset); 

 

 FDT(const std::size_t framesCount, const double frameDuration, const double 

hightFrequency, const size_t melCount); 

 ~FDT(void); 

}; 

 

#endif 
 
 

FFT.cpp 

#include "FFT.h" 

#include <algorithm> 

#include <cmath> 

using namespace std; 

 

 

void FDT::ftd(tiny_cnn::vec_t in, tiny_cnn::vec_t & out) 

{ 

 size_t frameSize = frameDuration * sampleFrequency; 

 size_t beg = 0, end = frameSize; 

 size_t inputSize = in.size(); 

 size_t spectrResolution = hightFrequency * frameDuration; 

 

 // Спектрограмма 

 // Столбец - мощьноть сигнала по частотам 

 // Ячейка с номером i хранит мощьность частоты i/T 

 // T - длительность фрейма 

 // Строки - фреймы 

 // out - спектрограмма развернутая в строку (первый фрейм, второй ...) 

 out.resize(framesCount * spectrResolution); 
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 auto outIt = out.begin(); 

 

 Eigen::FFT<float> fft; 

 vector<complex<float> > frameOutput(frameSize); 

 size_t frameNum = 0; 

 double maxAmpl = 0; 

 double ampl; 

 while (frameNum < framesCount && end <= inputSize) 

 { 

  vector<float> frameIn(in.begin() + beg, in.begin() + end); 

  fft.fwd(frameOutput, frameIn); 

 

  for (int i = 0; i < spectrResolution; ++i) 

  { 

   ampl = abs(frameOutput[i]); 

   maxAmpl = max(maxAmpl, ampl); 

   *outIt = ampl; 

   ++outIt; 

  } 

 

  beg += frameSize; 

  end += frameSize; 

  frameNum++; 

 } 

 

 // Нормализация [0; 1] 

 for (int i = 0; i < frameNum * spectrResolution; ++i) 

 { 

  out[i] /= maxAmpl; 

 } 

  

 // Дополнение до нужного количества фреймов 

 size_t start = frameNum * spectrResolution, 

     finish = framesCount * spectrResolution; 

 for (int i = start; i < finish; ++i) 

 { 

  out[i] = out[i - start]; 

 } 

} 

 

FDT::FDT(const std::size_t framesCount, const double frameDuration, const double 

hightFrequency, const size_t melCount): 

 framesCount(framesCount),  

 frameDuration(frameDuration),  
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 hightFrequency(hightFrequency),  

 melCount(melCount),  

 spectrResolution(frameDuration * hightFrequency) 

{ 

 getWindowCf(windowCf, melCount, spectrResolution, frameDuration); 

} 

 

FDT::~FDT(void) 

{ 

} 

 

double FDT::getTriangleWindowCf(const double w, const double f) 

{ 

 return 1.0 - abs(2.0 * f / w - 1.0); 

} 

 

double FDT::melToF(double m) 

{ 

 return 700.0 * (exp(m / 1127.01048) - 1.0); 

}  

 

double FDT::fToMel(double f) 

{ 

 return 1127.01048 * log(1.0 + f / 700.0); 

} 

 

size_t FDT::getWindowIndexByMel(double ml, double mw, double m) 

{ 

 return (m - ml) * 2.0 / mw; 

} 

 

double FDT::getPosInMelWindow(size_t index, double ml, double mw, double m) 

{ 

 return m - (ml + (double)index * mw / 2.0); 

} 

 

void FDT::getWindowCf(winCf & scf, size_t mCount, size_t fCount, double T) 

{ 

 // wfc - out - coefficents for each sample 

 // T - period (s) 

 // mCount of samples in mel spectrogram 

 // fCount of samples in freq spectrogram 

 

 double ml = fToMel(0.0 / T), mh = fToMel((double) (fCount - 1.0) / T); 
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 double mw = (mh - ml) / (double)mCount; 

  

 scf.resize(fCount); 

 

 for (int i = 0; i < fCount; ++i) 

 { 

  double f = (double)i / T; 

  double m = fToMel(f); 

  size_t wI = getWindowIndexByMel(ml, mw, m); 

 

  if (wI < mCount) 

  { 

   double cf = getTriangleWindowCf(mw, getPosInMelWindow(wI, 

ml, mw, m)); 

   scf[i].push_back(make_pair(wI, cf)); 

  } 

  --wI; 

  if (wI < mCount) 

  { 

   double cf = getTriangleWindowCf(mw, getPosInMelWindow(wI, 

ml, mw, m)); 

   scf[i].push_back(make_pair(wI, cf)); 

  } 

 } 

  

} 

 

void FDT::getMelSpectrogram(tiny_cnn::vec_t & in, float_vec & out, double offset) 

{ 

 size_t frameSize = frameDuration * sampleFrequency; 

 size_t beg = offset * sampleFrequency, end = beg + frameSize; 

 size_t inputSize = in.size(); 

 size_t spectrResolution = hightFrequency * frameDuration; 

 

 // Спектрограмма 

 // Столбец - мощьноть сигнала по частотам 

 // Ячейка с номером i хранит мощьность частоты i/T 

 // T - длительность фрейма 

 // Строки - фреймы 

 // out - спектрограмма развернутая в строку (первый фрейм, второй ...) 

 out.resize(framesCount * melCount, 0); 

 Eigen::FFT<float> fft; 

 vector<complex<float> > frameOutput(frameSize); 

 size_t frameNum = 0; 
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 double ampl; 

  

 while (frameNum < framesCount && end <= inputSize) 

 { 

  vector<float> frameIn(in.begin() + beg, in.begin() + end); 

  fft.fwd(frameOutput, frameIn); 

 

  for (int i = 0; i < spectrResolution; ++i) 

  { 

   ampl = abs(frameOutput[i]); 

   for (int j = 0; j < windowCf[i].size(); ++j) 

   { 

    out[frameNum * melCount + windowCf[i][j].first] += ampl * 

windowCf[i][j].second; 

     

   }    

  } 

 

  beg += frameSize; 

  end += frameSize; 

  frameNum++; 

 } 

  

 // Нормализация по логарифму 

 double maxAmpl = 0; 

 for (int i = 0; i < frameNum * melCount; ++i) 

 { 

  maxAmpl = std::max(maxAmpl, (double)out[i]); 

 } 

 maxAmpl /= 2.0; 

 for (int i = 0; i < frameNum * melCount; ++i) 

 { 

  out[i] = out[i] / maxAmpl - 1.0; 

 } 

 

 // Дополнение до нужного количества фреймов 

 for (int i = frameNum; i < framesCount; ++i) 

 { 

  out[i] = out[i - frameNum]; 

 } 

 

} 
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 WavFile.h 

#ifndef _WAVEFILEH 

#define _WAVEFILE 

#include <vector> 

 

class WaveFile 

{ 

private: 

 char chunkID[4];   // RIFF 

 unsigned __int32 chunkSize;  // FileSize without chunkID and chunkSize 

field 

 char format[4];    // File format "WAVE" 

 char subchunk1ID[4];  // "fmt " 

 unsigned __int32 subchunk1Size; //  

 unsigned __int16 audioFormat; // 1 - without compression 

 unsigned __int16 numChannels; // Number of channels 1 or 2 

 unsigned __int32 sampleRate; // Discretization frequency 

 unsigned __int32 byteRate;  // Byte per second 

 unsigned __int16 blockAlign; // Byte count for one sample 

 unsigned __int16 bitPerSample;//  

 char subchunk2ID[4];   // "data" 

 unsigned __int32 subchunk2Size; // Length of data 

  

  

 

public: 

 WaveFile(const char *fileName); 

 ~WaveFile(void); 

 unsigned __int32 getSampleRate() const { return sampleRate; } 

 size_t samplesCount; 

 std::vector<float> samples; 

}; 

 

#endif 

 

 WavFile.cpp 

#include "WaveFile.h" 

#include <fstream> 

#include <vector> 

#include <iostream> 

 

WaveFile::WaveFile(const char *fileName) 

{ 
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 std::ifstream file(fileName, std::ios::binary); 

  

 // Read wave header from file 

 file.read(chunkID, 4); 

 file.read((char*) &chunkSize,4); 

 file.read(format, 4); 

 file.read(subchunk1ID, 4); 

 file.read((char*) &subchunk1Size, 4); 

 file.read((char *) &audioFormat, 2); 

 file.read((char *) &numChannels, 2); 

 file.read((char *) &sampleRate, 4); 

 file.read((char *) &byteRate, 4); 

 file.read((char *) &blockAlign, 2); 

 file.read((char *) &bitPerSample, 2); 

 file.read(subchunk2ID, 4); 

 file.read((char *) &subchunk2Size, 4); 

 while (subchunk2ID[0] != 'd') 

 { 

  file.seekg(subchunk2Size, std::ios::cur); 

 

  file.read(subchunk2ID, 4); 

  file.read((char *) &subchunk2Size, 4); 

 } 

 

 // Load samples to the file end 

 samplesCount = subchunk2Size / blockAlign; 

 samples.resize(samplesCount, 0); 

 short buf; 

 for (int i = 0; i < samplesCount; ++i) 

 { 

  // Read sample 

  file.read((char *) &buf, blockAlign); 

  samples[i] = buf; 

 } 

 

} 

 

 

WaveFile::~WaveFile(void) 

{ 

} 
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ПРИЛОЖЕНИЕ Б.  

 ТЕКСТ ПРОГРАММЫ 

 recomendator.py 

from keras.models import Sequential 

from keras.layers import Dense, Dropout, Flatten, Reshape, Convolution2D, 

MaxPooling2D 

from keras.optimizers import SGD 

import numpy as np 

  

import sys 

sys.path.append('/media/leo/home/MCCNN/') 

from my_utils import shuffle 

  

class Recomendator: 

    """Music recomendation CNN""" 

      

    def __init__(self, preprocessor_weight, recomendator_weight=''): 

        self.createPreprocessor() 

        self.createRecomendator() 

  

        self.preprocessor.load_weights(preprocessor_weight) 

  

        if (recomendator_weight != ''): 

            self.recomendator.load_weights(recomendator_weight) 

  

    def createPreprocessor(self): 

        self.preprocessor = Sequential() 

        self.preprocessor.add(Convolution2D(256, 4, 128, border_mode='valid', 

activation='relu', init='glorot_uniform', input_shape=(1, 64, 128))) # 1 

        # 256 kernels 4x128 

        self.preprocessor.add(MaxPooling2D(pool_size = (2, 1))) # 2 

        self.preprocessor.add(Reshape(dims=(1, 256, 30))) # 3 

        self.preprocessor.add(Dropout(0.25)) 

        self.preprocessor.add(Convolution2D(128, 256, 2, border_mode='valid', 

activation='relu', init='glorot_uniform')) # 4 

        # 128 kernels 256x2 

        self.preprocessor.add(MaxPooling2D(pool_size=(1, 2))) # 5 

          

        self.preprocessor.compile(loss='categorical_crossentropy', optimizer='sgd') 

      

    def createRecomendator(self):    

        shape = self.preprocessor.layers[len(self.preprocessor.layers) - 1].output_shape 
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        self.recomendator = Sequential() 

        self.recomendator.add(Flatten(input_shape=(shape[1], shape[2], shape[3]))) 

        self.recomendator.add(Dense(1024, init='glorot_uniform', activation='sigmoid')) 

        self.recomendator.add(Dropout(0.5)) 

        self.recomendator.add(Dense(128, init='glorot_uniform', activation='sigmoid')) 

        self.recomendator.add(Dropout(0.5)) 

        self.recomendator.add(Dense(1, init='glorot_uniform', activation='sigmoid')) 

  

        self.recomendator.compile(loss='mean_squared_error', optimizer='sgd') 

          

    def fit(self, training_good, training_bad, nb_epoch): 

        training_data_len = training_good.shape[0] 

        training_good = self.preprocessor.predict(training_good) 

        training_bad = self.preprocessor.predict(training_bad) 

        marks = np.concatenate((np.full(training_data_len, 1.0), np.full(training_data_len, 

-1.0))) 

          

        for i in range(nb_epoch): 

            print(str(i) + ' epoch of fiting...') 

            np.random.shuffle(training_bad) 

            indexes = np.random.randint(0, training_bad.shape[0], training_data_len) 

            training_x = np.concatenate((training_good, training_bad[indexes])) 

            training_x, training_y = shuffle(training_x, marks) 

            self.recomendator.fit(training_x, training_y, nb_epoch=1, batch_size=16, 

shuffle=False, show_accuracy=True, verbose=1) 

  

        indexes = np.random.randint(0, training_bad.shape[0], training_data_len) 

        training_x = np.concatenate((training_good, training_bad[indexes])) 

        return self.recomendator.evaluate(training_x, training_y, batch_size=16, 

verbose=0)  

  

  

    def saveWeights(self, path='recomendator_weight.h5'): 

        self.recomendator.save_weights(path) 

  

    def getRecomendationValue(self, x): 

        x = self.preprocessor.predict(x) 

        y = self.recomendator.predict(x) 

        return np.average(y)     

  

    def getPreporcessorKernels(self): 

        return (self.preprocessor.layers[0].get_weights(), 

self.preprocessor.layers[4].get_weights()) 
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 recomendator_run.py 

import sys 

from PIL import Image, ImageDraw, ImageColor 

import numpy as np 

import os 

  

sys.path.append('/media/leo/home/MCCNN/') 

  

from recomendator import Recomendator 

from my_utils import loadData, shuffle, drawKernels, drawKernels2 

  

w = 64 # data width 

h = 128 # data height 

  

recomendator = Recomendator('preprocessor_weights.h5', 'kirill_recomendator.h5') 

  

  

negative_data = loadData('dataset2/classical.bin', w, h, np.float32) 

negative_data = np.append(negative_data, loadData('dataset2/drum.bin', w, h, 

np.float32), axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/drum.bin', w, h, 

np.float32), axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/dubstep.bin', w, h, 

np.float32), axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/hiphop.bin', w, h, 

np.float32), axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/jazz.bin', w, h, 

np.float32), axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/metal.bin', w, h, 

np.float32), axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/pop.bin', w, h, np.float32), 

axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/reggae.bin', w, h, 

np.float32), axis=0) 

negative_data = np.append(negative_data, loadData('dataset2/rock.bin', w, h, 

np.float32), axis=0) 

 

positive_data = loadData('dataset2/testKirill.bin', w, h, np.float32) 

 

print('start fitting...') 

score = recomendator.fit(positive_data, negative_data, nb_epoch=20) 

print('finish_fitting...') 

print('score = ', score) 
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recomendator.saveWeights('kirill_recomendator.h5') 

 

testData = loadData('dataset2/test/Bring Me The Horizon - Happy Song.bin', w, h, 

np.float32) 

print ('Bring Me The Horizon - Happy Song: ', 

recomendator.getRecomendationValue(testData)) 

testData = loadData('dataset2/test/Noize MC - Выдыхай.bin', w, h, np.float32) 

print ('Noize MC - Выдыхай: ', recomendator.getRecomendationValue(testData)) 

testData = loadData('dataset2/test/Rammstein - Mann Gegen Mann.bin', w, h, 

np.float32) 

print ('Rammstein - Mann Gegen Mann: ', 

recomendator.getRecomendationValue(testData)) 

testData = loadData('dataset2/test/Nirvana - Lithium.bin', w, h, np.float32) 

print ('Nirvana - Lithium: ', recomendator.getRecomendationValue(testData)) 

testData = loadData('dataset2/test/Dethklok - Murmaider.bin', w, h, np.float32) 

print ('Dethklok - Murmaider: ', recomendator.getRecomendationValue(testData)) 

 

 my_utils.py 

from PIL import Image, ImageDraw, ImageColor 

import numpy as np 

import os 

  

def normalize (x): 

      m = 0; 

      w = x.shape[0] 

      h = x.shape[1] 

  

      for i in range(w): 

            for j in range(h): 

                  m = max(abs(x[i][j]), m) 

      res = np.array(x, dtype=np.float32) 

      res = np.reshape(res, x.shape)      

      for i in range(w): 

            for j in range(h): 

                  res[i][j] = x[i][j] / m 

      return res 

  

        

def drawImage(x, path): 

      im = Image.new('RGB', x.shape) 

      draw = ImageDraw.Draw(im) 

      w = x.shape[0] 

      h = x.shape[1] 
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      for i in range(w): 

            for j in range(h): 

                  c = ImageColor.getrgb('hsl(' + str(int(270 + x[i][j] * 90)) + ', 100%, 50%)') 

                  draw.point((i, j), c)    

      del draw 

  

      # write to stdout 

      im.save(path, "PNG") 

  

def loadData(path, w, h, dtype): 

      f = open(path, "rb") 

        

      # get file size 

      f.seek(0, os.SEEK_END) 

      samplesCount = int(f.tell() / w / h / np.dtype(dtype).itemsize) 

      f.seek(0, os.SEEK_SET) 

        

      buf = np.fromfile(f, dtype=dtype, count=-1) 

        

      f.close()     

  

      return np.reshape(buf, (samplesCount, 1, w, h)) 

  

def shuffle(x, y): 

      indexes = np.arange(x.shape[0]) 

      np.random.shuffle(indexes) 

      x_shuffeled = np.array(x) 

      y_shuffeled = np.array(y) 

        

      for i in range(len(x)): 

            x_shuffeled[i] = x[indexes[i]] 

            y_shuffeled[i] = y[indexes[i]] 

  

      return x_shuffeled, y_shuffeled 

  

def drawKernels(x, path):       

      w = x[0].shape[2] 

      h = x[0].shape[3] 

      count = x[0].shape[0] 

  

      im = Image.new('RGB', ((w+1)*count, h)) 

      draw = ImageDraw.Draw(im) 
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      for k in range (count): 

            for i in range(w): 

                  for j in range(h): 

                        c = ImageColor.getrgb('hsl(' + str(int(270 + (x[0][k][0][i][j] + x[1][k]) * 

90)) + ', 100%, 50%)') 

                        draw.point(((w+1)*k + i, j), c)    

      del draw 

  

      # write to stdout 

      im.save(path, "PNG") 

  

def drawKernels2(x, path):       

      w = x[0].shape[3] 

      h = x[0].shape[2] 

      count = x[0].shape[0] 

  

      im = Image.new('RGB', ((w+1)*count, h)) 

      draw = ImageDraw.Draw(im) 

  

      for k in range (count): 

            for i in range(w): 

                  for j in range(h): 

                        c = ImageColor.getrgb('hsl(' + str(int(270 + (x[0][k][0][j][i] + x[1][k]) * 

90)) + ', 100%, 50%)') 

                        draw.point(((w+1)*k + i, j), c)    

      del draw 

  

      # write to stdout 

      im.save(path, "PNG") 


