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АННОТАЦИЯ

Шавейников Д.С. Построение 
субоптимального алгоритма глобальной
оптимизации для функций класса 
GKLS.– Челябинск: ЮУрГУ, ЕТ-222, 
64 с., 12 ил.,10 табл., библиогр. список –
47 наим., 1 прил.

В работе рассматривается задача глобальной многомерной 
многоэкстремальной оптимизации с точки зрения тестирования на функциях 
класса GKLS. Разработан субоптимальный алгоритм глобальной оптимизации для
функций класса GKLS использующий вид функции в областях притяжения точек 
локальных минимумов для минимизации количества испытаний целевой 
функции. На его основе разработаны и реализованы два эвристических алгоритма 
глобальной оптимизации, использующие оценку областей притяжения локальных 
минимумов наивным способом и с использованием бинарного поиска. 
Разработанные эвристические алгоритмы протестированы на функциях класса 
GKLS и на других тестовых функциях. Проведено сравнение с существующими 
алгоритмами глобальной оптимизации.
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ВВЕДЕНИЕ

Многие задачи принятия оптимальных решений, возникающие в различных 
сферах человеческой деятельности, могут быть сформулированы как задачи 
оптимизации. При постоянно возрастающей сложности оптимизируемых 
объектов совершенно естественным является и усложнение их математических 
моделей, что, как следствие, значительно затрудняет поиск оптимальной 
комбинации параметров. Очень часто не представляется возможным найти такую 
комбинацию аналитически и возникает необходимость построения численных 
методов для ее поиска [4,21].

Численные методы глобальной оптимизации существенно отличаются от 
стандартных локальных методов поиска, которые часто неспособны найти 
глобальное решение задач в силу многоэкстремальности целевой функции. 

Важным аспектом разработки методов глобальной многоэкстремальной 
оптимизации является оценка эффективности того или иного алгоритма. 
Существует множество критериев оценки эффективности алгоритмов, например: 
быстродействие, точность, универсальность. Таким образом, вопрос численного 
тестирования становится одним из важнейших вопросов при построении 
многомерных алгоритмов решения задачи глобальной оптимизации. Обычно с 
этой целью выбирается или специально конструируется набор тестовых задач, 
которые решаются изучаемыми алгоритмами, и на основе получаемых 
результатов делается заключение об эффективности того или иного метода. 
Естественно, при расширении набора тестовых задач уменьшается риск ошибки. 
В связи с этим возникает необходимость в относительно простом, но вместе с тем 
мощном программном средстве для построения и использования тестовых 
задач[31]. 

В решении этого вопроса существенных результатов достигли Я. Д. Сергеев и 
Д.Е. Квасов. В своих работах для тестирования алгоритмов они описывают 
специальный класс функций GKLS [10] и предлагают GKLS-генератор тестовых 
функций для удобного пользования этим классом [30]. 

Как отдельный ряд задач рассматриваются задачи глобальной 
многоэкстремальной оптимизации в которых предполагается, что целевая 
функция представляет собой  "черный ящик" и обращение к функции требует 
существенных временных затрат. При такой постановке, главным критерием 
является количество испытаний функции. 

В данной работе подробно рассматривается класс функций GKLS с точки 
зрения построения специальных алгоритмов многоэкстремальной многомерной 
глобальной оптимизации для функций этого класса. Приводятся теоретические 
оценки количества испытаний необходимых для решения задачи глобальной 
оптимизации для целевых функций из класса GKLS. Основываясь на 
теоретических оценках строится субоптимальный алгоритм глобальной 
оптимизации для функций класса GKLS, который тестируется как на тестовых 

6



функциях из класса GKLS, так и на тестовых функциях описанных в [5,6,7]. 
Проводится сравнение с другими существующими алгоритмами глобальной 
многоэкстремальной оптимизации [6,25,26,28,33];
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1.  МЕТОДЫ ТЕСТИРОВАНИЯ АЛГОРИТМОВ ГЛОБАЛЬНОЙ
ОПТИМИЗАЦИИ

1.1.  Постановка задачи глобальной оптимизации

Глобальная оптимизация как область математического программирования 
занимается разработкой методов, призванных решать задачи отыскания точек x* и 
значения f(x*) абсолютного (глобального) минимума многоэкстремальной 
многомерной функции при наличии ограничений, которые в свою очередь могут 
быть многоэкстремальными функциями. В общем виде задача глобальной 
оптимизации может быть сформулирована следующим образом:

f ¿
=f ( x¿

)=min f (x) minX⊆C ( G) ,|X|= p {F (X , D(G))=max y∈C (G ) {w ( y )∗d ( y ,X ) }} ,
x∈Rn ,

(1)

где область  определяется как
¿ {x D : gi ( x ) ≤0,1≤ i≤m } , (2)

D= {x∈Rn:a ( j )≤ x ( j)≤b ( j ) ,1≤ j ≤n} . (3)

В формулах  (1)–(3) величина N есть размерность задачи, функция f(x) 
называется целевой функцией, функции gi ( x )  – ограничениями задачи, область

 – допустимой областью, множество D – область поиска и, наконец, точка x¿  
– глобальным решением. На «Рис.  1 .1.» показан пример двумерной 
многоэкстремальной целевой функции.

Рис. 1.1. Пример двумерной многоэкстремальной целевой функции

8



Предполагается, что функции f ( x ) ,  gi ( x )  являются функциями 
действительного переменного, заданными на множестве D. Допустимая область

  может состоять из несвязных и невыпуклых подобластей. В общем случае 
ограничения могут быть определены не на всей области поиска.

Стоит отметить, что наряду с теоретической постановкой проблемы: 
"Построить алгоритм, способный остановиться по истечении конечного числа 
итераций и вернуть некоторое значение f ❑

¿ , являющееся -приближением 
глобального минимума f ¿ ", часто используется и более практическая 
постановка, которая не требует доказательства того, что в результате поиска была 
получена -аппроксимация глобального минимума: "Построить алгоритм, 
способный остановиться по истечении конечного числа итераций и вернуть 
наименьшее найденное значение функции". Во втором случае найденное решение
либо принимается пользователями (инженерами, физиками, химиками) в качестве
глобального минимума поставленной задачи, либо поиск повторяется с 
измененными значениями параметров алгоритма. 

1.2.  Тестирование алгоритмов глобальной оптимизации

Как уже говорилось ранее, тестирование алгоритмов глобальной оптимизации 
играет ключевую роль в их построении. Однако, говоря о тестировании 
необходимо подчеркнуть, что сравнение методов есть многокритериальная задача
и ни один из алгоритмов глобального поиска не может быть абсолютно лучшим 
по всем критериям. При этом стоит учитывать множество параметров 
используемых при тестировании: вид тестовых функций, размерность. Кроме 
того, важным моментом является критерий останова алгоритма. Решение задачи
x¿∈D  считается найденным, если алгоритм сгенерировал точку испытания x '  

в гиперинтервале с вершиной x¿  и объемом, меньшим чем объем начального 
гиперинтервала 
D=[a ,b] , умноженный на коэффициент точности ∆ ,0<∆≤1 :

|x ' (i )−x¿ (i )|≤ n
√∆ (b ( i )−a (i) ) ,1≤ i ≤N , (4)

где N  есть размерность задачи (1). 

Кроме того, остановка может быть произведена, когда число испытаний 
достигает максимально допустимое количество. При этом стоит отметить, что 
условие остановки (4) возможно только в случае тестовых функций, так как для 
проверки его выполнения необходимо знать глобальное решение. На практике, 
минимизация функций, заданных в виде черного ящика осуществляется при 
помощи методов с некоторым внутренним критерием остановки, после которого 
необходимо выполнить некоторое (возможно, довольно большое) количество 
испытаний для доказательства требуемой оптимальности найденного решения.
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Для сравнения многомерных алгоритмов глобальной оптимизации в [21] 
предлагается 5 критериев. 

Критерий К1. Операционные характеристики как показатель эффективности 
метода оптимизации А в виде набора пар (k , PA (k )) , где k (k>0)  есть количество
проведенных испытаний, а PA (k )(0≤ PA (k )≤100)  есть число функций тестового 
класса, при минимизации которых алгоритмом A условие остановки (4) было 
выполнено в ходе первых  k  испытаний.

Если оказывается, что PA1 (k )>PA2 (k )  для заданного k , то алгоритм А1 
решает задачи данного класса успешнее, чем алгоритм А2, при данном 
ограничении на число проводимых испытаний. Если же выполняются условия
PA1 (k )≥PA 2 (k ) , 1≤k ≤Tmax , PA1 (Tmax )=100 , где T max  есть достаточно большое 

число испытаний, при котором условие остановки выполняется для всех 100 
функций класс, и первое из неравенств оказывается строгим хотя бы для одного 
значения k , то алгоритма А1 может считаться более эффективным, чем 
алгоритм А2, при решении заданного типа задач.

Указанный показатель удобно изображать в виде графика, на котором каждая 
пара набора (при различных, последовательно увеличивающихся значениях k ) 
отображается точкой на плоскости.

Критерий К2. Число испытаний k A
¿
=k A(sA

¿
)  произведенных методом А для 

нахождения глобального минимума всех 100 функций данного тестового класса, 
т.е. 

k A (s A
¿
)= max

1≤ s≤100
k A (s), sA

¿
=arg max

1≤s≤100
k A(s) ,  (5)

где (здесь и далее) k (s)  – количество испытаний, произведенных методом А при
решении задачи s данного тестового класса.

Очевидно, что задача s A
¿  является наиболее "трудной" для метода А.

Отметим, что при решении практических задач число возможных испытаний 
целевой функции обычно ограничено некоторым значением T max . В таком 
случае, если алгоритм А не в состоянии решить задачу j за число испытаний, 
меньшее чем Tmax , значение k A ( j)  при использовании критерия К2 
принимается равным Tmax .

С учетом высокой вычислительной сложности каждого нового испытания 
целевой функции, критерий К2, наряду с операционными характеристиками, 
играет важную роль при сравнении методов на классе задач. Он показывает, как 
много испытаний требуется провести тому или иному методу для минимизации 
всех функций класса. Таким образом, данный критерий количественно оценивает 
наихудшее поведение алгоритма при рассмотрении конкретного тестового класса.
Очевидно, алгоритм А1 эффективнее алгоритма  А2 по отношению к критерию К2
на данном классе задач, если k A 1

¿
<k A2

¿ .
Критерий К3. Число гиперинтервалов M A

¿
=M A (s A

¿
) , сгенерированных 

методом А при адаптивном разбиении исходного гиперинтервала D в ходе 
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решения наиболее "трудной" задачи s A
¿  данного класса, где s A

¿  определяется 
по формуле (5).

Число сгенерированных методом гиперинтервалов отражает степень 
качественного исследования области D при поиске глобального минимума. Чем 
больше гиперинтервалов генерирует метод оптимизации до выполнения условия 
остановки, тем более подробно анализируется допустимая область и тем менее 
вероятна сходимость метода к точке, не являющейся точкой глобального 
минимума целевой функции. Таким образом, в рамках критерия К3 алгоритм А1 
эффективнее алгоритма  А2 на данном классе задач, если M A1

¿
>M A2

¿ .
Критерий К4. Среднее число испытаний k A

avg , выполненных методом А при 
минимизации всех 100 функций данного тестового класса, т.е.:

k A
avg

=
1
100

∑
s=1

100

k ( s) .
(6)

Алгоритм А1 эффективнее алгоритма  А2 по отношению к критерию К4 на 
данном классе задач, если k A 1

avg
<k A2

avg .
Критерий К5. Число PA1 , A 2  функций данного класса, глобальный минимум 

которых метод А1 находит за меньшее (за большее) количество испытаний по 
сравнению с методом А2. 

Если PA1 , A 2+PA 2 , A1<100 , то оба метода решают оставшиеся задачи за 
одинаковое количество испытаний. В рамках критерия К5 алгоритм  А1 может 
считаться эффективнее алгоритма  А2 на данном классе задач, если PA1 , A 2<P A2 , A1

.

Из описания критериев можно сделать вывод, что критерий К3 больше 
подходит для алгоритмов основанных на адаптивном разбиении поисковой 
области. В данной работе для оценки работоспособности построенных 
алгоритмов основным критерием будет среднее число испытаний выполненных 
для минимизации всего набора функций (К4), графическое представление 
критерия К1, а так же будут использоваться дополнительные критерии, например:
среднее число выполненных испытаний среди функций, для которых был 
выполнен критерий остановки и количество функций из набора, для которых был 
выполнен критерий остановки алгоритма.

1.3.  Описание функций класса GKLS

Данный класс тестовых функций был сформулирован для качественного 
тестирования алгоритмов глобальной многоэкстремальной оптимизации: 

f ¿
=f ( x¿

)=min f (x) minX⊆C (G) ,|X|=p {F (X , D(G))=max y∈C (G ) {w ( y )∗d ( y ,X ) }} ,
x∈Rn .

(7)
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В качестве функций подходящих для тестирования алгоритмов могут быть 
взяты функции, которые удовлетворяют некоторым требованиям. С одной 
стороны, функции должны допускать простое и интуитивное построение, а с 
другой стороны, иметь достаточно сложную структуру, представляющую интерес 
для многих алгоритмов поиска глобального минимума. Подходящие функции 
можно построить путем переопределения выпуклой квадратичной функции 
(параболоида) в точках, соответствующих точкам локальных минимумов 
конструируемой функции при помощи функций полиномиального типа второй, 
третьей или пятой степени. Генератор тестовых функций GKLS удовлетворяет 
следующим требованиям:

1. генерирует тестовые классы, состоящие из достаточно большого числа 
функций (например, 100);

2. обеспечивает достаточную однородность структуры всех функций класса;
3. конструирует как дифференцируемые так и недифференцируемые функции;
4. задает каждый тестовый класс при помощи небольшого числа 

пользовательских параметров (например, координаты точек минимумов, размеры 
их областей притяжения, значения функции в точках минимумов) случайным 
образом;

5. автоматически контролирует зависимость между параметрами (например, 
взаимное расположение точек локальных и глобального минимумов, и вершины 
параболоида; размеры областей притяжения точек локальных минимумов и их 
связь со значениями функций в этих точках);

6. обеспечивает генерирование одного и того же класса при задании 
конкретного набора пользовательских параметров.

Таким образом, GKLS-генератор позволяет генерировать три класса тестовых 
функций в зависимости от степени полиномов: класс недифференцируемых 
функций, класс непрерывно дифференцируемых функций и класс дважды 
непрерывно дифференцируемых функций. Каждый класс состоит из 100 функций 
и определяется лишь пятью пользовательскими параметрами, а именно:

1. размерностью задачи;
2. числом локальных минимумов;
3. значением глобального минимума;
4. радиусом области притяжения точки глобального минимума;
5. расстоянием между точкой глобального минимума и вершиной 

параболоида.
Остальные необходимые параметры (например, расположение точек 

локальных минимумов, размеры их областей притяжения, значения функций в 
точках локальных минимумов) задаются случайным образом. 

Рассмотрим математическое описание недифферинцируемых тестовых 
функций.

Тестовая функция f (x)  задается на гиперинтервале D⊆ , где  является 
областью определения f (x)  из (5):
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D= {x∈Rn:a ( j )≤ x ( j)≤b ( j ) ,1≤ j ≤N } ,a ,b Rn . (8)

Она строится путем переопределения параболоида Z ,

Z=g ( x )=‖x−T‖
2
+t , x D , (9)

c минимумом t в вершине T таким образом, что результирующая функция f (x)  
имеет l ,l ≥2,  точек локальных минимумов: точка T из (7) (которую мы 
обозначим как M 1=T ) и точки : 

M i∫ ( D ) ,M i≠T , Mi≠ M j ,i , j=2 ,…, l , i≠ j . (10)

Переопределение параболоида Z  осуществляется в шарах S iD  вокруг 
каждой из точек  M i , i=2 ,…,l , где

S i= {x∈Rn:‖x−M i‖≤ρi , ρi>0} ,i=2 ,…, l , (11)

при помощи функций Pi(x)  на основе квадратичных полиномов. При этом 
результирующая функция получается непрерывна в области D , 
дифференцируема в каждой из точек M i , i=2 ,…l , но, в общем случае, не 
дифференцируема вдоль границ B i  шаров S i ,i=2 ,…, l . Выбор радиусов
ρi ,i=1 ,…, l , осуществляется таким образом, что множества S i  не 

пересекаются. При этом, в общем случае не требуется, чтобы каждая из зон 
притяжения S i  располагалась целиком в области D . Однако, для случаев, 
рассматриваемых в данной работе будем считать, что области притяжения 
полностью принадлежат D .

Функции Pi(x)  выглядят следующим образом:

Pi ( x )=(1− 2ρi

⟨ x−M i , T−M i ⟩

‖x−M i‖
+
1
ρi
2 A i)‖x−Mi‖

2
+ f i ,

(12)

где A i=‖T−M i‖
2
+t−f i , f i – значение функции в точках M i .

Таким образом с учетом введенных выше обозначений ND функция из класса 
GKLS имеет следующий вид:

¿
¿

‖x−T‖
2
+ t , x D(∪S i ,

¿

F(x )={(1− 2ρi

⟨x−M i ,T−M i ⟩

‖x−M i‖
+
1
ρi
2 Ai)‖x−M i‖

2
+ f i , x Si .¿

(13)
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Аналогичным образом определяются функции D и D2-типа, с той разницей, 
что при их построении используются, соответственно, полиномы третьей и пятой 
степени. С учетом введенных выше обозначений, полиномы переопределяющие 
значения параболы в выбранных шарах S i  для функции D-типа выглядят 
следующим образом:

Ci ( x )=( 2ρi
2

⟨ x−M i , T−M i ⟩

‖x−M i‖
−
2
ρi
3 Ai)‖x−M i‖

3
+¿

+(1− 4
ρi

⟨x−M i ,T−M i ⟩

‖x−M i‖
+
3
ρi
2 A i)‖x−M i‖

2
+ f i ,

(14)

а для функций D2-типа следующим образом:

Qi ( x )=[−6ρi
4

⟨x−M i , T−M i ⟩

‖x−Mi‖
+
6
ρi
5 A i+

1
ρi
3 (1− δ

2 )]‖x−M i‖
5
+¿

+[ 16ρi
3

⟨x−M i , T−Mi ⟩

‖x−Mi‖
−
15
ρi
4 A i−

3
ρi
2 (1− δ

2 )]‖x−Mi‖
4
+¿

+[−12ρi
2

⟨x−Mi , T−M i ⟩

‖x−Mi‖
+
10
ρi
3 A i+

3
ρi

(1− δ
2 )]‖x−M i‖

3
+¿

+1
2

δ‖x−Mi‖
2
+ f i ,

(15)

где δ  – произвольное положительное число.

1.4.  Постановка задачи построения субоптимального алгоритма

Идея построения субоптимального алгоритма на основе тестовых функций 
состоит в том, чтобы используя некоторую информацию о целевой функции 
разработать узкоспециализированный алгоритм для глобальной минимизации 
данных функций. В случае с GKLS есть множество параметров, которыми можно 
воспользоваться для построения такого алгоритма. Например, зная радиус 
притяжения глобального минимума можно оценить в среднем количество 
испытаний, необходимых для попадания в область глобального притяжения. Зная 
количество локальных минимумов, можно построить оценку на количество 
испытаний для нахождения каждого из локальных минимумов. И наконец, зная 
вид функций произведя несколько испытаний можно с некоторой точностью 
восстановить все неизвестные параметры. 

При таком подходе, имея теоретическую оценку на количество испытаний 
легко оценить на этом же наборе тестовых функций на сколько эффективна та или
иная конкретная реализация алгоритма, какие знания о целевой функции 
позволяют существенно снизить количество испытаний функции и, самое 
главное, какие эвристические методы оказываются эффективными. 
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Таким образом, необходимо построить субоптимальный алгоритм в плане 
количества испытаний на основе тестовых функций класса GKLS. Для 
достижения поставленной цели были сформулированы следующие задачи:

1. построить теоретическую оценку в среднем на количество испытаний 
необходимых для глобальной минимизации функций класса GKLS;

2. рассмотреть возможность использования некоторых знаний о целевой 
функции при построении оптимальных алгоритмов глобальной оптимизации;

3. разработать алгоритмы с использованием знаний о целевой функции и 
оценить на сколько эффективно знание того или иного параметра целевой 
функции;

4. предложить эвристические подходы для глобальной оптимизации, которые 
могли бы быть применимы к функциям других классов;

5. провести численные эксперименты и сравнить эффективность построенных 
алгоритмов на тестовых функциях GKLS и тестовых функциях других классов 
используя различные критерии оценки эффективности.

1.5.  Выводы по разделу

В данной главе была сформулирована общая постановка задачи глобальной 
оптимизации, показана разность между теоретической и практической 
постановкой задачи. Ключевым моментом при построении алгоритмов для 
решения задачи глобальной оптимизации является тестирование. Тестирование на
реальных задачах крайне затруднительно, поэтому для проверки эффективности 
того или иного алгоритма были разработаны специальные функции класса GKLS. 
Было рассмотрено математическое описание трех типов тестовых функций. 

Оценка алгоритмов глобальной оптимизации есть многокритериальная задача, 
и никакой из алгоритмов не может быть заведомо лучше других по всем 
критериям. Для корректной оценки разрабатываемых алгоритмов были приведены
пять критериев, которые будут активно использоваться в дальнейшем. 

Также в главе были сформулированы задачи для достижения поставленной 
цели, которая заключается в  разработке субоптимального по количеству 
испытаний целевой функции алгоритма для функций класса GKLS. 
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2.  СУБОПТИМАЛЬНЫЙ АЛГОРИТМ ДЛЯ ФУНКЦИЙ КЛАССА GKLS

2.1.  Оценка количества испытаний необходимых для попадания
в область притяжения глобального минимума

Первым этапом для построения оценки будет оценка количества испытаний 
для попадания в область притяжения глобального минимума. При этом для 
построения оценки будут использоваться следующие параметры: область 
определения целевой функции D , радиус глобального минимума ρ . Более 
конкретно задача состоит в следующем: найти математическое ожидание 
количества испытаний для попадания в некоторый шар радиуса ρ . Одно 
испытание – выбор случайной точки из области D . При этом случайная точка 
выбирается из равномерного распределения в гиперинтервале D. 

Для начала найдем вероятность попадания внутрь шара заданного радиуса. 
При равномерном распределении вероятность равна отношению объема шара к 
объему гиперинтервала на котором определена функция.

Напомним, что гиперинтервал задается следующим образом:

D= {x∈Rn:a ( j )≤ x ( j) ≤b ( j ) ,1≤ j ≤N } ,a ,b Rn . (16)

Тогда объем гиперинтервала задается формулой

V h=∏
i=1

N

(b (i )−a (i ) ) .
(17)

Объем N-мерного шара задается формулой

V s=
π

N
2 ρN

Г (N2 +1)
,

(18)

где Г (t )=∫
0

∞

xt−1 e−xdx  – гамма-функция.

Таким образом, искомая вероятность p=
V s

V h
 имеет следующий вид:
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p=
π

N
2 ρN

Г ( N2 +1)∏
i=1

N

(b ( i)−a ( i ) )

. (19)

Зная вероятность, найдем искомое математическое ожидание количества 
испытаний. Пусть k – количество испытаний до первого успешного (попадание 
внутрь сферы). Тогда искомое математическое ожидание

M [k ]=∑
i=1

∞

(1−p )
i−1

pi .
(20)

После подсчета суммы ряда формула (20) принимает следующий вид:

M [k ]=
1
p
=

Г ( N2 +1)∏
i=1

N

(b (i)−a (i ) )

π
N
2 ρN

.

(21)

На языке Matlab была составлена программа для подсчета математического 
ожидания и проведен эксперимент на функциях, параметры генерации которых 
указаны в таблице 2.1, где N – размерность задачи, m – количество локальных 
минимумов, f ¿  – значение глобального минимума, ρ – область притяжения 
глобального минимума, d – расстояние от центра параболоида до глобального 
минимума.

 

Таблица 2.1. Параметры генерации функций
Класс N m f ¿ ρ d

1 2 10 –1.0 0.20 0.90

2 2 10 –1.0 0.10 0.90

3 3 10 –1.0 0.20 0.66

4 3 10 –1.0 0.20 0.90

5 4 10 –1.0 0.20 0.66

6 4 10 –1.0 0.20 0.90

7 5 10 –1.0 0.30 0.66

8 5 10 –1.0 0.20 0.66

Для построения нашей оценки из указанных параметров используется только 
размерность задачи и радиус  области притяжения точки глобального минимума. 
По умолчанию для генерирования функций класса GKLS используется 
гиперинтервал [−1,1 ]

N . Для сравнения воспользуемся результатами, 
полученными Я.Д. Сергеевым [20,21,44,47], где наилучший результат был 
получено с использованием алгоритма НМ-БС – многомерный метод решения 
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задачи глобальной оптимизации с Недифференцируемой целевой функцией и 
Множественными оценками константы Липшица, использующий Безызбыточную
диагональную Стратегию разбиения гиперинтервалов. В качестве интересующего 
нас критерия на данный момент выбран критерий К4, характеризующий среднее 
число испытаний при минимизации набора функций GKLS конкретного класса

Сравниваемые характеристики для указанных входных данных представлены в
таблице 2.2.

Таблица 2.2. Сравнение количества испытаний
Кл

асс
N ρ Вероятность

попадания в 
область

притяжения

Полученная
оценка мат.
ожидания
количества
испытаний

Эксперимента
льно полученное 

значение

НМ-
БС, p¿

1 2
0

.20
0.0314159

3
32 31.8475 176.2

5

2 2
0

.10
0.0078539

8
128 127.615 675.7

4

3 3
0

.20
0.0041887

9
239 238.748 735.7

6

4 3
0

.20
0.0005236

0
239 238.748 2006.

82

5 4
0

.20
0.0004934

8
2027 2024.59 5014.

13

6 4
0

.20
0.0004934

8
2027 2024.59 1647

3.02

7 5
0

.30
0.0003997

2
2502 2501.14 5129.

85

8 5
0

.20
0.0000526

4
18998 19047.8 3047

1.83

Из приведенной выше таблицы видно, что в среднем до первого попадания в 
область притяжения глобального минимума требуется в несколько раз меньше 
испытаний, чем алгоритму НМ-БС для минимизации функции. Таким образом, 
остается достаточно большой "запас" испытаний для проведения дальнейшей 
оптимизации.

Естественно, выполнение испытаний в количестве равном мат. ожиданию 
совсем не гарантирует реального попадания. Для более точной оценки 
подсчитаем стандартное отклонение нашей случайной величины. Результаты 
подсчетов представлены в таблице 2.3.

Таблица 2.3. Стандартное отклонение
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Кла
сс

N ρ Вероятность 
попадания
 в область 

притяжения

Дисперсия Стандартное
отклонение

1 2
0.

20
0.03141593

981.38084780 31.32699870

2 2
0.

10
0.00785398

16084.06542830 126.8229688
5

3 3
0.

20
0.00418879

56754.43338418 238.2318899
4

4 3
0.

20
0.00052360 56754.43338418 238.2318899

4

5 4
0.

20
0.00049348 4104366.478200

89
2025.923611

15

6 4
0.

20
0.00049348 4104366.478200

89
2025.923611

15

7 5
0.

30
0.00039972 6256289.435602

39
2501.257570

82

8 5
0.

20
0.00005264 360894440.9193

1313
18997.22192

636

Предположим, что мы обладаем некоторой информацией о целевой функции. 
Например, знаем, что она образуется с помощью переопределения параболы (9) 
некоторыми неизвестными функциями, в каждой из которых достигается 
локальный минимум. Потратив некоторое количество испытаний мы можем 
узнать параметры параболы и в дальнейшем активно пользоваться этой 
информацией. К сожалению, построить теоретическую оценку количества 
испытаний которые необходимы для определения параметров параболы 
невозможно, так как нам заранее не известны радиусы шаров в которых парабола 
переопределена, а значит и не известно какой процент испытаний в среднем 
производится именно на параболе, а не в шарах, соответствующих областям 
притяжения локальных минимумов. Однако, мы можем с легкостью узнать 
количество испытаний в среднем, протестировав построение параболы на 
различных классах функций. Алгоритм определения параметров параболы можно 
описать следующим образом:

Шаг 1. Проинициализировать счетчик количества испытаний, неизвестные 
параметры параболы T  и t .

Шаг 2. Сгенерировать произвольную точку ( x ) из области определения 
функции, узнать значение функции в этой точке ( f ). Сохранить полученные 
результаты, увеличить счетчик количества испытаний.
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Шаг 3. Сгенерировать все возможные сочетания последней полученной точки 
и N точек полученных на предыдущих испытаниях (N – размерность задачи). Для 
каждого сгенерированного набора точек выполнить следующие шаги.

Шаг 3.1. Решить систему из N+1 уравнения 

f i−(‖x i−T‖
2
+t )=0. (22)

Шаг 3.2. Если удалось найти численное решение – запомнить пару 
найденных параметров ¿T , t>¿ .

Шаг 4. Найти наиболее часто встречающуюся пару параметров ¿T¿ ,t ¿
>¿ . 

Если такая пара встречается более чем два раза – парабола построена, алгоритм 
завершен. Иначе, перейти к Шагу 2. 

Данный алгоритм был протестирован на указанных выше классах тестовых 
функций GKLS. В таблице 2.4. представлены результаты экспериментальной 
оценки количества испытаний для построения параболы.

Таблица 2.4. Результаты оценки количества 
испытаний для построения параболы

Клас
с

N ρ d Среднее
количество испытаний

Максимальное 
количество испытаний

1 2
0.

20
0.90

6.4400
17

2 2
0.

10
0.90

6.1100
13

3 3
0.

20
0.66

6.3800
11

4 3
0.

20
0.90 6.3600 13

5 4
0.

20
0.66 6.8200 11

6 4
0.

20
0.90 6.7900 11

7 5
0.

30
0.66 7.6400 12

8 5
0.

20
0.66 7.6400 12

Из полученных результатов видно, что в среднем 6-7 испытаний достаточно 
для построения параболы для выбранных классов задач. В дальнейшем, эти 
результаты можно будет использовать, например, следующим образом. 
Предварительно узнав корректные параметры параболы после каждого испытания
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можно легко определить принадлежит эта точка некоторому шару, который 
соответствует области притяжения локального минимума, или же точка лежит на 
параболе и не интересна с точки зрения глобальной оптимизации.  

2.2.  Эвристические подходы к оценке радиусов притяжения точек
локальных минимумов

В приведенной выше оценке было показано какое количество испытаний в 
среднем необходимо выполнить для попадания в область притяжения точки 
глобального минимума. Таким образом, зная эту оценку можно построить 
мультистартовый алгоритм, который, при попадании в область притяжения 
глобального минимума сходился бы к правильному решению. Если рассматривать
такой алгоритм в контексте критерия К4 (напомним, критерием является среднее 
количество испытаний целевой функции для минимизации), то такой 
мультистартовый алгоритм, очевидно, будет далёк от оптимального по 
следующим причинам. Для каждого эксперимента вплоть до того момента когда 
мы попадем в точку притяжения глобального минимума нам необходимо 
запускать методы локальной оптимизации. В таком случае никаким образом не 
используется информация предыдущих запусков и алгоритм может раз за разом 
"скатываться" в одну и ту же область локального минимума, или вовсе 
минимизировать глобальную параболу. 

Каким же образом можно использовать информацию предыдущих испытаний 
при таком подходе? Приведенная выше оценка количества испытаний и 
разработанный и описанный выше алгоритм говорят о том, что спустя 
незначительное количество испытаний мы можем получить параметры параболы, 
что позволит нам не запускать алгоритм локальной минимизации из точек, 
которые заведомо не находятся в областях локальных минимумов. Таким 
образом, вместо мультистарта с сотнями или даже тысячами запусков мы сможем 
сделать 7 предварительных испытаний и далее минимизировать начиная только из
точек попадающих в области локальных минимумов. Построение параболы 
позволяет нам экономить огромное количество запусков алгоритма локальной 
оптимизации, но все же нет никакой гарантии что мы не будем пытаться найти 
минимум в одной области снова и снова, тратя драгоценные испытания. 

Рассмотрим случай, когда нам известен вид функций переопределяющих 
параболу на примере D-функций. Напомним, полиномы, соответствующие 
областям локальных минимумов функций класса GKLS D-типа выглядят 
следующим образом:

Ci ( x )=( 2ρi
2

⟨ x−M i , T−M i ⟩

‖x−M i‖
−
2
ρi
3 Ai)‖x−M i‖

3
+¿
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+(1− 4
ρi

⟨x−M i ,T−M i ⟩

‖x−M i‖
+
3
ρi
2 A i)‖x−M i‖

2
+ f i ,

(23)

где A i=‖T−M i‖
2
+t−f i .

 
Прежде чем переходить к подробному рассмотрению формулы, вспомним 

какие эксперименты мы уже проделывали до попадания в область притяжения 
локального минимума. Во-первых используя несколько испытаний функции мы 
определили параметры параболы. Во-вторых мы могли произвести некоторое 
количество испытаний в точках принадлежащих параболе до того момента, как в 
первый раз сгенерируем точку принадлежащую области притяжения локального 
минимума. Принадлежность точки параболе мы определяли производя лишь одно
испытание, так как параметры параболы нам известны. И наконец, в случае, когда
исходная точка попала в некоторый шар, соответствующий локальному 
минимуму мы запустили алгоритм локальной оптимизации и успешно спустились
в локальный минимум. Таким образом, возвращаясь к формуле, нам уже известны
параметры параболы ( T , t ¿ . Благодаря алгоритму локальной оптимизации 
известна точка локального минимума и значение в ней ( M i , f i¿ . Единственным 
неизвестным для нас параметром остался радиус притяжения локального 
минимума в котором мы находимся. Опытным путем было определено, что 
проделав в близкой окрестности к точке локального минимума три 
дополнительных испытания мы можем составить систему уравнений, и, подобно 
построению неизвестных параметров параболы устремив к минимуму разницу 
между экспериментальными результатами и значениями, полученными из 
восстановленной формулы, мы можем с хорошей точностью найти неизвестный 
нам радиус шара. 

Теперь нам известен один из локальных минимумов и его радиус притяжения. 
При попадании очередной случайно сгенерированной точки в эту область мы 
можем просто игнорировать эту точку,  так как мы полностью восстановили 
поведение функции внутри этой области притяжения и заведомо знаем какой 
локальный минимум может найти алгоритм. Таким образом, вместо мультистарта 
с сотнями запусков алгоритма локальной оптимизации нам необходимо запустить
алгоритм локальной оптимизации только по одному разу в каждом шаре, который
соответствует локальному минимуму, после чего, проделов дополнительные 
испытания восстановить поведение функции и радиус области. Из построения 
функций в описанных классах, нам известно, что количество локальных 
минимумов равно десяти, что позволяет сэкономить огромное количество 
испытаний целевой функции. 

Реализация и численные эксперименты данного подхода описаны в главе 
3.Теперь, имея такой алгоритм мы можем сравнивать на сколько близки к 
оптимальности другие алгоритмы минимизации функций класса GKLS.

 Имея информацию о том, как выглядят полиномы, определяющие поведение 
функции внутри областей притяжения локальных минимумов, произведя лишь 
три дополнительных испытания мы научились определять радиусы притяжения 
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чтобы не производить дополнительных ненужных запусков локальной 
оптимизации. Но как оценить радиус притяжения не имея информации о том как 
выглядит функция? Для этого случая были предложены эвристические методы 
оценки радиусов: наивный метод и метод с использованием бинарного поиска. 
Рассмотрим их более подробно.

2.2.1.  Наивный метод оценки радиусов притяжения локальных минимумов

Данный эвристический метод основан на запоминании и релаксации радиусов 
притяжения для областей в которые мы могли попасть. Под релаксацией (relax, 
ослабление) в данном контексте подразумевается попытка улучшить последнее 
запомненное значение. Если из некоторой стартовой точки x j  нам удалось 
спуститься к локальному минимуму в точку M i , мы, из допущения о том, что 
области притяжения имеют сферический вид, можем построить следующую 
оценку радиуса притяжения: ρi

¿≥‖x j−Mi‖ . Аналогично действиям описанным 
выше, мы можем игнорировать точки, попадающие в области, для которых 
построена некоторая оценка. Кроме того, в случае, когда мы не попали ни в одну 
существующую область и запустили алгоритм локальной оптимизации, если в 
ходе работы алгоритма производится испытание в точке, которая попадает в 
какую-либо область с построенной оценкой, мы можем прервать выполнение 
этого алгоритма и улучшить оценку для радиуса соответствующей области. Таким
образом, релаксируя радиусы притяжения мы уменьшаем вероятность генерации 
очередной точки в области притяжения уже известного для нас минимума и 
уменьшаем количество испытаний за счет того, что в некоторых случаях вообще 
не используем локальную оптимизацию, а в некоторых прерываем ее, как только 
алгоритм заходит в известную область. 

По сути, такая эвристика является простым отсечением с запоминанием 
выполненных испытаний и главными ее достоинствами является простота 
реализации и универсальность, ведь такой подход можно использовать и на 
функциях других классов, допуская что области притяжения можно 
аппроксимировать сферой с центром в точке локального минимума. 

2.2.2.  Метод оценки радиусов притяжения локальных минимумов с
использованием бинарного поиска

Следующий эвристический метод позволяет затрачивая дополнительные 
испытания сразу построить достаточно точную оценку радиуса притяжения при 
попадании в шар, соответствующий локальному минимуму. Отличие от 
предыдущего метода заключается в том, что мы специально будем производить 
дополнительные испытания и запускать алгоритм локальной оптимизации из 
некоторых особых точек для того, чтобы сразу приблизить оценку текущего 
радиуса к реальному значению. 

Для этого метода нам понадобится процедура, на вход которой подается точка 
локального минимума M i  и некоторая оценка радиуса ρi

¿ , результат этой 
процедуры есть ответ на вопрос, является ли приведенная оценка радиуса 

23



правильной. Строго говоря, процедура вернет значение истина, если ρi
¿≤ ρi , где

ρi  – реальный радиус притяжения точки M i . 
Один из самых простых способов реализации данной процедуры выглядит 

следующим образом. Выбирается случайная точка testPoint, попадающая в 
область определения исходной целевой функции и находящаяся на расстоянии
ρi

¿  от точки M i (если такой точки не существует, оценка неверная). Из этой 
точки запускается алгоритм локальной оптимизации. При этом, критерием 
остановки такого алгоритма должно быть превышение некоторого количества 
испытаний целевой функции или попадание в одну из известных областей 
притяжения. Если направление локальной оптимизации совпадает с направлением
к точке M i , значит точка testPoint находится в радиусе притяжения и оценка 
радиуса является правильной. Если же алгоритм локальной оптимизации начал 
сходиться к другой точке, или попал в известную нам область притяжения 
другого локального минимума, значит реальное значение радиуса притяжения 
исследуемой области меньше, чем тестируемое значение ρi

¿ . 
Заметим, что при фиксированной точке локального минимума M i , 

описанная выше процедура является монотонной в зависимости от радиуса, что 
дает нам возможность использовать бинарный поиск [1,16,19] по радиусу для 
определения максимального значения оценки, при котором процедура возвращает
значение истина. Таким образом, зная диапазон, в котором может находиться 
реальное значение радиуса (всегда можно выбрать достаточно большой диапазон 
и гарантировать что реальное значение радиуса попадает в него) используя 
бинарный поиск мы можем с требуемой точностью определить радиус 
притяжения.

Данный эвристический метод оценивания радиусов локального минимума 
имеет следующие преимущества, в отличие от наивного метода. Во-первых, 
благодаря использованию бинарного поиска, мы заранее знаем, что количество 
запусков локальной оптимизации для одной области локального минимума будет 
пропорциональна O(log (qr−ql )) , где [ql , qr]  – диапазон возможных значений 
для радиуса. Наивный метод не может гарантировать нам никакую оценку 
количества запусков алгоритма локальной оптимизации. Во-вторых, мы можем 
варьировать точность построения оценки изменяя критерий остановки бинарного 
поиска. В-третьих, данный метод строит только максимально приближенные к 
реальному радиусу оценки, в то время как наивный метод на некотором этапе 
работы алгоритма может иметь лишь очень грубые оценки радиусов.

2.3.  Выводы по разделу

В данной главе была приведена оценка количества испытаний необходимых 
для попадания в область притяжения точки глобального минимума. Полученная 
оценка была протестирована методом Монте-Карло на восьми различных наборах
тестовых функций. 
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С использованием знания вида целевой функции класса GKLS был разработан 
алгоритм для определения параметров параболы. Использование найденных 
параметров позволяет в случае попадания в область, соответствующую параболе 
не запускать алгоритм локальной оптимизации при использовании 
мультистартового алгоритма. Кроме того, для случая, когда известен вид целевой 
функции в областях притяжения локальных минимумов был разработан алгоритм,
позволяющий определить радиус данной области и опять же использовать эту 
информацию для экономии проводимых испытаний.

На основе разработанных алгоритмов со знанием вида целевых функций были 
предложены два эвристических подхода к определению радиусов областей 
притяжения. Такие эвристики могут быть применимы к функциям других классов 
и позволяют экономить испытания в отличие от стандартного мультистартового 
алгоритма исходя из предположения, что области притяжения локальных 
минимумов имеют сферический вид.
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3.  ОЦЕНКА ЭФФЕКТИВНОСТИ ЭВРИСТИЧЕСКИХ ПОДХОДОВ

Разработанные в данной работе алгоритмы были реализованы в среде Matlab с 
использованием подключения динамических библиотек (dll) [17,24] для 
возможности использования генератора тестовых функций класса GKLS[21]. Код 
генератора тестовых функций распространяется свободно и доступен по 
интернет-адресу http://wwwinfo.deis.unical.it/yaro/GKLS.html

Критерии сравнения подходящие для наших целей были описаны в первой 
главе. Осталось выбрать существующие алгоритмы, на фоне которых были бы 
видны преимущества и недостатки разработанных нами алгоритмов и 
эвристических подходов. Такие алгоритмы должны обладать следующими 
свойствами. Во-первых, они должны быть многомерными и принадлежать такому
же классу алгоритмов, а именно, работать с целевой функцией как с черным 
ящиком, не использовать производные целевой функции, иметь возможность 
подсчитывать количество испытаний функции и быть в состоянии находить 
минимумы многоэкстремальных функций. Во-вторых, реализация алгоритма 
должна быть в открытом доступе, либо алгоритм уже должен быть протестирован 
на интересующих нас классах тестовых функций. В-третьих, алгоритмы должны 
быть актуальными.

Под описанные свойства хорошо подходят алгоритмы, описанные в [10], а 
именно НМ-Ц (алгоритм DIRECT), его локально ориентированная версия НМ-ЦЛ 
и модифицированная версия, использующая безызбыточную диагональную 
стратегию разбиения НМ-БС. В данной работе будут использоваться результаты 
численных экспериментов, полученные в [10,21], а так же программная 
реализация метода НМ-Ц, которая находится в открытом доступе по интернет-
адресу http://www4.ncsu.edu/~ctk/SOFTWARE/DIRECTv204.tar.gz

Для тестирования разработанных алгоритмов были выбраны те же классы 
функции, которые описаны в таблице 2.1, однако, если раньше нас интересовали 
только параметры генерации, теперь нам важен и вид функций. Наиболее 
подходящими оказались функции D-типа, так именно их использовали для 
тестирования предложенных выше алгоритмов для сравнения.

В контексте рассматриваемых критериев скорость работы алгоритмов в 
смысле времени не имеет особого интереса, однако стоит упомянуть, что 
тестирование проводилось на процессоре Intel(R) Core(TM) i5-3570K CPU @ 
3.40GHz с 8,00 ГБ памяти на 64-разрядной операционной системе Windows.

Перед тем как приступить к описанию результатов тестирования хотелось бы 
сделать еще одно важное замечание. Все алгоритмы, разработанные в данной 
работе являются стохастическими, и приводимые результаты тестирования 
получены при единоразовой минимизации набора из ста тестовых функций. Для 
получение более точных результатов, следовало бы усреднять полученные 
значения по нескольким запускам алгоритма для каждой функции из набора, но 
из-за внушительного количества функций в наборе такое тестирование для 
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функций больших размерностей крайне трудоемко.  Благодаря тому, что 
генерируемый набор из 100 функций принадлежит одному классу и имеет 
достаточно однородную структуру неточности результатов из-за единоразового 
запуска тестирования нивелируются. 

В первой серии экспериментов был рассмотрен алгоритм без эвристического 
подхода, основанный на нахождении неизвестных параметров целевой функции 
при условии, что ее вид известен. Этот алгоритм был описан в пункте 2.2, как 
основа для предложения эвристических подходов. Для удобства в контексте 
данной работы обозначим этот алгоритм А0.

На «Рис.  3 .2.» представлен результат работы алгоритма А0 для функции D-
типа под номером 6 из класса №2. Точками обозначены испытания проведенные в
ходе выполнения алгоритма, окружностями – области притяжения точек 
локальных минимумов, звездочкой – точка глобального минимума.

Рис. 3.2. Пример результата работы алгоритма А0

Область притяжения глобального минимума не изображена на рисунке, так 
как при нахождении глобального минимума алгоритм прекращает свою работу, и,
соответственно, не совершает дополнительные испытания для определения 
радиуса области притяжения.

Наиболее интересным критерием при построении алгоритмов оптимальных в 
плане количества испытаний функций является среднее количество испытаний 
произведенных при минимизации всего набора тестовых функций (критерий К4). 
Результаты сравнения упомянутых алгоритмов представлены в таблице 3.1.

27



Таблица 3.5. Оценка алгоритма А0 по критерию К4
Класс N НМ НМ-БС А0 Ускорение

НМ/А0 НМ-
БС/А0

1 2
198.89 176.2

5
202.3
4

0.98 0.87

2 2
1063.7
8

675.7
4

402.1
8

2.65 1.68

3 3
1117.7
0

735.7
6

742.7
3

1.50 0.99

4 3
>42322
.65

2006.
82

743.9
9

56.89 2.70

5 4
>47282
.89

5014.
13

3344.
64

14.13 1.50

6 4
>95708
.25

1647
3.02

4770.
55

20.06 3.45

7 5
>16057
.46

5129.
85

4519.
26

3.55 1.14

8 5
>21721
5.58

3047
1.83

2365
5.11

9.18 1.29

Как видно из приведенных результатов, почти по всем классам алгоритм А0 
превосходит алгоритмы НМ и НМ-БС. Ускорение более существенно заметно в 
случаях, "сложных" функций, так как приведенный стохастический алгоритм 
инвариантен относительно таких параметров, как, например, расстояние от 
параболы до точки глобального минимума, так как вероятность попадания в 
область притяжения глобального минимума остается неизменной, в то время как 
для других алгоритмов такой параметр имеет существенное значение (что так же 
можно увидеть из результатов приведенных в таблице yна примере классов 5 и 6).

Аналогичным образом рассмотрим критерий К2, характеризующий 
максимальное число испытаний необходимых для минимизации функции из 
набора, соответствующего некоторому классу. Результаты сравнения по критерию
К2 представлены в таблице 3.2.

Таблица 3.6. Оценка алгоритма А0 по критерию К2
Класс N НМ НМ-БС А0 Ускорение

НМ/А0 НМ-
БС/А0

1 2 1087 685 644 1.69 1.06

2 2 2973 3227 1167 2.55 2.77

3 3 6292 5337 2443 2.58 2.18
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4 3 14807 12949 2478 5.98 5.23

5 4 37036 73049 24672 1.50 2.96

6 4
25180
1

18163
1

10524
8

2.39 1.73

7 5
10286
9

10635
9

17301 5.95 6.15

8 5
45492
5

68517
3

14175
9

3.21 4.83

 
По критерию К2 приведенный алгоритм А0 для всех рассмотренных классов 

тестовых функций показал лучшие результаты чем алгоритмы НМ и НМ-БС, что 
говорит об оптимальности приведенного алгоритма в среднем. Для приведенного 
алгоритма менее характерны пиковые значения, так как, опять же, на сложность 
функции для данного алгоритма наибольшим образом влияют лишь размеры 
областей локальных минимумов.

Для демонстрации критерия К1 приведем пример графика зависимости 
количества решенных задач от количества использованных испытаний. На «Рис.  
3 .3.» представлен график операционных характеристик алгоритма А0 для класса 
самых сложных функций. Размерность N=5, класс №8.

Рис. 3.3. Операционные характеристики алгоритма А0
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С помощью данного графика легко оценить процент решенных задач в 
зависимости от количества потраченных операций. Мы будем использовать такую
форму представления критерия К1 в дальнейшем для сравнения алгоритма А0 с 
алгоритмами использующими эвристики. К сожалению, получить такое 
графическое представление критерия К1 невозможно для алгоритмов, реализации 
которых отсутствуют в открытом доступе (например НМ-БС).

Имея, в некотором смысле, эталонный алгоритм А0, который по 
интересующим нас параметрам превосходит алгоритмы НМ и НМ-БС и имея его 
реализацию, мы можем приступить к тестированию предложенных нами 
эвристических алгоритмов. 

3.1.  Эвристический алгоритм с наивным методом оценки радиусов
притяжения точек локальных минимумов

Напомним, что данный алгоритм не использует знание вида функций в 
областях притяжения локальных минимумов и эвристика заключается в том, что 
области локального минимума аппроксимируются сферами (что является истиной
в случае с GKLS). Кроме того, для предотвращения повторных операций 
основываясь на стартовой точке алгоритма локальной оптимизации для 
найденного локального минимума строится оценка радиуса притяжения этой 
точки. Далее в данной работе будем называть этот алгоритм А1. На «Рис.  3 .4» 
изображен пример результата работы алгоритма А1 на той же функции №6 D-
типа класса №2, что и рассматривалась как пример работы алгоритма А0 на «Рис. 
3 .2». 
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Рис. 3.4. Пример результата работы алгоритма А1

Из рисунка видно, что алгоритм построил некоторые, достаточно грубые, но в 
то же время корректные оценки радиусов областей глобального притяжения. 
Кроме того, можно заметить, что один из локальных минимумов не удалось найти
из-за ограничения на количество испытаний для алгоритма локальной 
оптимизации. 

Как и в предыдущем эксперименте начнем рассмотрение результатов с 
критерия К4. На этот раз сравнение будем проводить так же и с алгоритмом А0, 
описанным ранее. Результаты представлены в таблице 3.3.

Таблица 3.7. Оценка алгоритма А1 по критерию К4
К

ласс
N НМ НМ-

БС
А0 А1 Ускорение

НМ/А
1

НМ-
БС/А1

А0/A1

1 2
198.89 176.

25
202.

34
298.1
9 0.67 0.59 0.68

2 2
1063.7
8

675.
74

402.
18

827.6
6 1.29 0.82 0.49

3 3
1117.7
0

735.
76

742.
73

1609.
66 0.69 0.46 0.46

4 3
>4232

2.65
200

6.82
743.

99
2100.
68 20.15 0.96 0.35

5 4
>4728

2.89
501

4.13
334

4.64
>1022

5.63 4.62 0.49 0.33
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6 4
>9570

8.25
164

73.02
477

0.55
9281.
74 10.31 1.77 0.51

7 5
>1605

7.46
512

9.85
451

9.26
>7164
.92 2.24 0.72 0.63

8 5
>2172

15.58
304

71.83
236

55.11
>8443

0.78 2.57 0.36 0.28

Знак ">" в таблице, означает, что алгоритму не удалось найти глобальные 
минимумы всех функций и алгоритм был остановлен из-за превышения 
допустимого количества испытаний целевой функции. 

Из приведенных результатов видно, что среднее количество испытаний 
затрачиваемое алгоритмом А1 для минимизации всего набора тестовых функции в
большинстве случаев уступает другим рассматриваемым алгоритмам. 
Существенный прирост, сравнивая с алгоритмами не использующими вид 
целевой функции в областях локальных минимумов алгоритму А1 удалось 
показать только на наборе функций класса номер 6. Такое поведение можно 
объяснить следующим образом. Во-первых, с точки зрения приведенного 
алгоритма А1 наборы функций из классов 5 и 6 имеют одинаковую сложность, 
так как алгоритм является стохастическим и основан на вероятности попадания в 
область притяжения глобального минимума, а для алгоритмов НМ и НМ-БС 
усложнение в виде увеличения расстояния точки глобального минимума от 
центра параболоида оказывается существенным. Во-вторых, в случае набора 
функций класса №6 алгоритму А1 удалось найти все минимумы функций, что 
говорит о том, что не было остановок алгоритма из-за превышения количества 
испытаний целевой функции.

Проведем аналогичное сравнение алгоритмов с использованием критерия К2. 
Результаты представлены в таблице 3.4.

Таблица 3.8. Оценка алгоритма А1 по критерию К2
К

ласс
N НМ НМ-

БС
А0 А1 Ускорение

НМ/А
1

НМ-
БС/А1

А0/A1

1 2 1087 685 644 1203 0.90 0.57 0.54

2 2
2973 322

7
116
7

3811
0.78 0.85 0.31

3 3
6292 533

7
244
3

6239
1.01 0.86 0.39

4 3
14807 129

49
247
8

8903
1.66 1.45 0.28

5 4
37036 730

49
246

72
3993
1 0.93 1.83 0.62

6 4
25180
1

181
631

105
248

4938
4 5.10 3.68 2.13
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7 5
10286
9

106
359

173
01

3662
7 2.81 2.90 0.47

8 5
45492
5

685
173

141
759

2934
45 1.55 2.33 0.48

По критерию К2 разработанный алгоритм А1 с наивной эвристикой оценки 
радиусов притяжения показал более впечатляющие результаты. За исключением 
одного класса тестовых функций, для размерностей свыше трех максимальное 
число испытаний, затраченных на нахождение глобального минимума оказалось 
существенно меньше чем в случае с алгоритмами НМ и НМ-БС, а в случае класса 
функций под номером 6 еще и лучше алгоритма А0. 

Последним критерием, который мы будем рассматривать является критерий 
К1, показывающий эффективность алгоритмов на основе операционных 
характеристик. Критерий К1 наилучшим образом можно продемонстрировать 
графически, отобразив зависимость количества решенных задач от количества 
произведенных алгоритмом испытаний. Для демонстрации был выбран класс 
тестовых функций №2. Первым делом сравним разработанный эвристический 
алгоритм с эталонным алгоритмом А0. На «Рис.  3 .5.» представлены результаты 
сравнения алгоритмов А0 и А1 по критерию К1. 

Рис. 3.5. Сравнение операционных характеристик алгоритмов А0 и А1
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Как и ожидалось, эвристический алгоритм почти для любого количества 
посчитанных функций уступает эталонному алгоритму. 

Теперь используя критерий К1 мы сравним разработанный алгоритм А1 с 
известным алгоритмом НМ (DIRECT), реализация которого находится в открытом
доступе, что дает нам возможность построить график операционных 
характеристик. Результат этого сравнения представлен на «Рис.  3 .6.».

Рис. 3.6. Сравнение операционных характеристик алгоритмов НМ и А1

Как видно на рисунке, алгоритм А1 обходит алгоритм НМ по значению 
операционных характеристик за исключением последних функций, что может 
объясняться затруднением с оптимизацией некоторых функций из-за построения 
неточных оценок радиуса притяжения. В целом, точно такое же доминирование 
на данном классе функций было заметно при сравнении алгоритмов по критерию 
К4.

3.2.  Эвристический алгоритм с использованием бинарного поиска

Алгоритм с использованием бинарного поиска позволяет используя некоторое 
количество дополнительных испытаний при попадании в локальный минимум 
построить оценку радиуса области локального притяжения приближенной к 
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реальному значению, благодаря процедуре описанной в пункте 2.2. Далее будем 
обозначать этот алгоритм как А2.

Пример результата работы алгоритма представлен на «Рис.  3 .7.». 
Эксперимент был проведен на уже хорошо известной нам функции под номером 6
из класса функций №2, который определяется следующими параметрами: 
размерность задачи N=2,  количество локальных минимумов m=10, радиус 
притяжения глобального минимума ρ=0.1, значение глобального минимума f=-1.0
и, расстояние от центра параболоида до точки глобального минимума d=0.90.

Рис. 3.7. Пример результата работы алгоритма А2

На представленном рисунке отчетливо видно какие испытания алгоритм 
производил на границах областей притяжения до момента сходимости бинарного 
поиска к подходящему значению оценки радиуса. При этом, стоит учесть, что в 
отличие от алгоритма А0, который, фактически, находил радиус области в 
которой исходный параболоид переопределен полиномом, алгоритмы А1 и А2 
строят области притяжения в более практическом смысле, так как в них входят 
именно те точки, из которых алгоритм локальной оптимизации сходится в 
соответствующую область. 

Традиционно, рассмотрим результаты работы алгоритма А2 для выбранных 
классов функций GKLS и сравним с другими алгоритмами по критерию К4. 
Исключим из дальнейшего рассмотрения алгоритм НМ, так как он заведомо хуже 
алгоритма НМ-БС, и больший интерес для нас имеет сравнение с алгоритмами А0
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и А1. Результаты сравнения алгоритмов по критерию К4 представлены в таблице 
3.5.

Таблица 3.9. Оценка алгоритма А2 по критерию К4
К

ласс
N НМ-

БС
А0 А1 А2 Ускорение

НМ
-БС/А2

А0/А
2

А1/A
2

1 2
176.

25
202.

34
298.1
9

381.
29 0.46 0.53 0.78

2 2
675.

74
402.

18
827.6
6

741.
74 0.91 0.54 1.12

3 3
735.

76
742.

73
1609.
66

1600
.00 0.46 0.46 1.01

4 3
2006

.82
743.

99
2100.
68

2273
.71 0.88 0.33 0.92

5 4
5014

.13
3344

.64
>1022

5.63
9915

.56 0.51 0.34 1.03

6 4
1647

3.02
4770

.55
9281.
74

1571
3.08 1.05 0.30 0.59

7 5
5129

.85
4519

.26
>7164
.92

1047
6.20 0.49 0.43 0.68

8 5
3047

1.83
2365

5.11
>8443

0.78
8650

7.29 0.35 0.27 0.98

Из приведенной таблицы видно, что алгоритм А2 во многом уступает даже 
приведенному выше алгоритму А1, который использует наивную эвристику для 
оценки радиусов, однако важным моментом является то, что, благодаря точности 
построения оценок радиусов алгоритму А2 удалось найти глобальный минимум 
на всех наборах функций без исключений. При этом, среднее значение 
использованных испытаний близко к алгоритму А1. 

Сравнивая алгоритмы по критерию К4, конечно, нужно уделять внимание не 
только среднему значению, которое было получено по самому критерию, а еще и 
количество правильно оптимизированных функций. Таким образом, например, 
рассматривающийся выше алгоритм НМ существенно проигрывает по критерию 
К4 не столько из-за большого среднего значения испытаний, сколько из-за того, 
что ему на пяти из восьми выбранных классов функций не удалось успешно 
минимизировать полный набор функций. 

Рассмотрим аналогичное сравнение алгоритма А2 с остальными алгоритмами 
по критерию К4. Результаты представлены в таблице 3.6.
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Таблица 3.10. Оценка алгоритма А1 по критерию К2
К

ласс
N НМ-

БС
А0 А1 А2 Ускорение

НМ-
БС/А2

А0/А
2

А1/A
2

1 2
685

644
120
3

1234
0.56 0.52 0.97

2 2
3227 116

7
381
1

3147
1.03 0.37 1.21

3 3
5337 244

3
623
9

5782
0.92 0.42 1.08

4 3
12949 247

8
890
3

8296
1.56 0.30 1.07

5 4
73049 246

72
399

31
6747
3 1.08 0.37 0.59

6 4
18163
1

105
248

493
84

7946
7 2.29 1.32 0.62

7 5
10635
9

173
01

366
27

7154
5 1.49 0.24 0.51

8 5
68517
3

141
759

293
445

4973
09 1.38 0.29 0.59

Из результатов, представленных в таблице выше видно, что алгоритма А2 на 
задачах классов 1-4 проявил себя не хуже алгоритма А1, а на класса 2,4-8 лучше 
алгоритма НМ-БС. 

Рассмотрим графическое представление эффективности алгоритма А2 по 
критерию К1. Результаты сравнения с эталонным алгоритмом А0 представлены на
«Рис.  3 .8.».
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Рис. 3.8. Сравнение операционных характеристик алгоритмов А0 и А2

Построим аналогичный график для сравнения алгоритма А2 с известным 
алгоритмом глобальной оптимизации НМ (DIRECT).  Это сравнение имеет 
большой интерес, так как по критерию К4 (среднее количество испытаний) 
алгоритм А2 оказался хуже алгоритма НМ, в то время как сравнение по критерию 
К2 (максимальное количество испытаний для оптимизации всего набора тестовых
функций) алгоритм А2 уступал алгоритму НМ. 

При использовании графического представления критерия К1 можно более 
наглядно увидеть каковы причины того, что в случае сравнения по другим 
критериям тот или иной алгоритм оказывается лучше или хуже.

Результаты сравнения представлены на «Рис.  3 .9.».
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Рис. 3.9. Сравнение операционных характеристик алгоритмов НМ и А2

На этом рисунке наглядно видно, что хоть алгоритм А2 оказывается лучше в 
плане максимального значения, при подсчете среднего количества испытаний он 
уступает алгоритму НМ. 

Последнее рассматриваемое сравнение на функциях класса GKLS по критерию
К1 произведено между разработанными в данной работе эвристическими 
алгоритмами. Результаты представлены на «Рис.  3 .10.».

На этом рисунке можно увидеть, что ни одна из придуманных эвристик не 
имеет существенного преимущества над другой при рассмотрении критерия К1. 
Однако, можно заметить, что алгоритм А2 имеет существенно меньшее 
максимальное количество испытаний для оптимизации функций, а значит имеет 
меньше трудных случаев и является более стабильным. Такой результат, как уж 
неоднократно говорилось, объясняется тем, что используя дополнительные 
испытания алгоритм А2 сразу строит максимально приближенную оценку 
радиуса области притяжения и мы имеем теоретическую оценку на количество 
произведенных испытаний для построения оценки радиуса, в то время как 
алгоритм А1 лишь обновляет текущее минимальное значение радиуса и нет 
никакой гарантии на счет того, как часто алгоритм будет релаксировать текущее 
значение оценки радиуса для одной и той же области локального притяжения. 
Можно сделать заключение, что именно из-за того что оценки радиуса локального
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притяжения часто обновлялись алгоритм А1 использовал существенно больше 
испытаний для оптимизации некоторых функций из данного набора.

Рис. 3.10. Сравнение операционных характеристик алгоритмов А1 и А2

3.3.  Тестирование на функциях других классов

При разработке алгоритмов было упомянуто, что эвристические подходы так 
же применимы и на других тестовых функциях. Было решено рассмотреть 
работоспособность описанных эвристик на функциях, который так же 
разработаны для тестирования алгоритмов оптимизации и описаны Гришагиным в
[5,6,7]. 

Эти функции имеют следующий вид:

Ci ( x )={(∑i=1
7

∑
j=1

7

[A ijaij ( x )+Bij bij ( x ) ])
2

+¿+(∑
i=1

7

∑
j=1

7

[C ij aij ( x )+Dijbij ( x ) ])
2

}
1
2

,

(24)
где x=(x1 , x2 )∈D=[0,1]2 , 
aij (x )=sin (iπ x1 )sin (iπ x2 ) ,

 bij (x )=cos (iπ x1 )cos (iπ x2 ) .
Каждая конкретная функция данного класса определяется коэффициентами

A ij , B ij , Cij , Dij , которые выбираются случайным образом из интервала [-
1,1]. Все функции (24) имеют несколько точек локальных минимумов и один 
глобальный минимум. 

Пример работы алгоритма А2 на функциях (24) представлен на
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Рис. 3.11 Пример результата работы алгоритма А2 на функциях (24)

Алгоритму удается оценивать радиусы областей притяжения, однако, из-за 
допущения, что области притяжения имеют форму окружности на 
представленном рисунке можно наблюдать, что найденные окружности имеют 
непустые пересечения, что говорит о плохой точности покрытия областей 
притяжения. Такие неточности могут привести к тому, что точка, 
соответствующая глобальному минимуму по ошибке войдет в область 
соответствующую одному из локальных минимумов. В этом случае алгоритм 
будет не в состоянии отыскать глобальный минимум, так как очередные 
испытания будут генерироваться только в еще не покрытых областях. 

Рассмотреть на сколько сильно такие неточности влияют на нахождение 
глобального минимума удобнее всего построив график операционных 
характеристик (критерий К1). Для сравнения был выбран алгоритм НМ. 
Результаты сравнения по критерию К1 представлены на 
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Рис. 3.12 Сравнение операционных характеристик алгоритмов 
НМ и А2 на функциях (24)

На представленном графике видно, что примерно с 20% функций возникла 
описанная выше ситуация и алгоритм был не в состоянии найти глобальный 
минимум за 10000 испытаний функции. На тех функциях, которые алгоритму А2 
удалось успешно оптимизировать было использовано существенно больше 
испытаний нем алгоритмом НМ. Такое поведение объясняется большим 
количеством локальных минимумов, в том числе маленьких радиусов, для 
нахождения каждого из которых алгоритму А2 приходилось использовать 
бинарный поиск и дополнительные испытания.

3.4.  Выводы по разделу

В данной главе была проведена экспериментальная проверка разработанных 
алгоритмов А0, А1 и А2. В ходе проверки алгоритмы сравнивались с известными 
существующими алгоритмами НМ и НМ-БС. Сравнение проводилось по трем 
критериям: К1, К2 и К4. Тестирование проводилось на 8 классах тестовых 
функций GKLS и было выявлено, что на некоторых классах разработанные 
алгоритмы показали меньшее количество необходимых испытаний как в среднем 
так и при сравнении максимального количества испытаний необходимых для 
минимизации всего набора из 100 функций класса.
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Кроме того, алгоритм А2 был протестирован на функциях (24), подробно 
описанных в [5,6,7]. Из-за большого количества локальных минимумов данных 
функций алгоритм А2 затрачивал больше испытаний чем алгоритм НМ. Кроме 
того, из-за того, что области притяжения локальных минимумов для функций (24)
не имеют форму окружностей, такая аппроксимация приводила к неточностям в 
определении областей притяжения и алгоритм А2 не нашел минимумы для 20% 
тестовых функций.
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4.  ЗАКЛЮЧЕНИЕ

В данной работе рассматривалась задача глобальной оптимизации 
многомерных многоэкстремальных функций с точки зрения тестовых функций 
класса GKLS. Для функций данного класса была построена оценка на 
необходимое в среднем количество испытаний функции для попадания в область 
притяжения глобального минимума. На основе этой оценки был построен 
оптимальный в плане количества испытаний функции алгоритм А0. Этот 
алгоритм использовал вид функции внутри шаров которые соответствуют 
областям притяжения локальных минимумов для того, чтобы минимизировать 
количество используемых испытаний при оценке радиуса области притяжения. 
Разработанный алгоритм А0 можно использовать как эталон для оценки 
эффективности и работоспособности других разработанных алгоритмов на 
функциях класса GKLS. Проведенные эксперименты показали что его 
эффективность существенно выше по сравнению с известными алгоритмами НМ 
и НМ-БС. Однако, этот алгоритм применим только для сравнения эффективности 
других алгоритмов на функциях класса GKLS и не применим на к функциям 
других классов. 

На основе алгоритма А0 было предложено два эвристических подхода для 
определения радиусов областей притяжения, которые бы не использовали вид 
функции. 

Первый подход использует наивную методику запоминания и релаксации 
наилучшей оценки радиуса притяжения локального минимума. Плюсы такого 
подхода заключаются в следующем: данный подход легко реализуется и может 
использоваться на функциях других классов, если предположить, что области 
притяжения локальных минимумов целевой функции имеют близкую к сфере 
структуру. Данный алгоритм был протестирован на функциях класса GKLS по 
трем критериям: критерий К1 (графическое представление операционных 
характеристик), критерий К2 (максимальное количество испытаний при 
минимизации всего набора тестовых функций конкретного класса) и критерий 
К4(среднее значение количества испытаний для набора тестовых функций). 
Алгоритм А1 оказался существенно эффективнее по критерию К2, среди 
функций, для которых минимум был успешно найден. Однако, при рассмотрении 
критерия К4 алгоритм А1 оказался менее эффективен, что можно объяснить 
построением недостаточно точных оценок радиусов притяжения. Кроме того, из-
за стохастической составляющей алгоритма есть вероятность того, что в 
некоторых случаях алгоритм будет снова и снова проводить дополнительные 
испытания для несущественного улучшения оценки радиуса одной и той же 
области притяжения, что проявляется при оптимизации больших наборов 
функций.

Учитывая недостатки первого эвристического подхода был разработан 
алгоритм А2, который сразу затрачивая некоторое число дополнительных 
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испытаний целевой функции строит более точную оценку радиуса областей 
притяжения локальных минимумов с использованием бинарного поиска. Главным
плюсом такого подхода является то, что оценка для каждой области притяжения 
локального минимума строиться единожды и, кроме того, известно, что 
количество испытаний, затрачиваемых на построение оценки пропорционально
O(log (qr−ql )) , где [ql , qr]  – диапазон возможных значений для радиуса. Таким 

образом, мы имеем детерминированную оценку на количество затрачиваемых 
испытаний при нахождении радиуса области притяжения для конкретной точки 
локального минимума.

Разработанные эвристические алгоритмы по рассмотренному критерию К2 в 
среднем использовали в полтора раза меньше испытаний целевой функции в 
сравнении с алгоритмами НМ и НМ-БС на функциях класса GKLS размерностей 3
и выше, однако при сравнении на функциях других классах разработанные 
эвристики оказались менее эффективными, что можно объяснить следующим 
образом. Во-первых, рассмотренные функции имели большое количество 
областей притяжения. Во-вторых, реальная форма областей притяжения 
локальных минимумов на рассмотренных функциях отличается от сферической и 
из-за такой аппроксимации реальный глобальный минимум может быть покрыт 
радиусом точки локального минимума, что приведет к невозможности 
нахождения глобального минимума и остановке алгоритма только при 
превышении максимально разрешенного количества испытаний.

Одним из приоритетных направлений дальнейшего исследования этой области
является адаптация алгоритмов для произведения параллельных вычислений. 
Такой подход может незначительно ухудшить показатели количества 
проведенных испытаний целевой функции, однако, позволит использовать то, что 
зависимость между проведениями испытаний в исходных случайно-
сгенерированных точках минимальна.
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ПРИЛОЖЕНИЕ 1. КОД ПРОГРАММЫ

титульник

50



Продолжение приложения 1

П1.1. FindGlobalMinimumA0.m

Реализация алгоритма А0.

function [x, bestval] = FindGlobalMinimumA0(funcNum)
global TotalNumberOfExperiments;
global dim;
global minNum;
global globalDst;
global globalRadius;
global globalValue;
 
 
bestval = 1e9;
%find gkls global minimum of function number funcNum
%gkls parameters set outside of func when initializing gkls
global fileID;
fprintf(fileID,'Starting optimizing func number %d\n',funcNum);
calllib('Project1', 'GKLS_begin', dim, minNum, globalDst, ...
    globalRadius, globalValue, funcNum);
numOfExp = CalcNumberOfExperiments(dim, globalRadius);
fprintf(fileID, 'Expected number of experiments: %d\n',numOfExp);
global localNumFound;
global localMin;
global localRad;
localNumFound = 0;  %number of found local minimums
localMin = zeros(50, dim); %points of found local minimums
localRad = zeros(50,1); %corresponding radiuses
 
%parabola parameters
global ForTesting;
global pbFound;
global pbT;
global pbt;
pbFound = false;
pbT = zeros(1, dim);
pbt = -100;
allPoints = zeros(numOfExp, dim);
allValues = zeros(numOfExp,1);
for exp=1:50*numOfExp
    if abs(bestval - -1) < 1e-4
        return %comment if don't know global min
        2
    end
   if pbFound == true
        ptr = GetMinPtr(pbT);
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        if ptr ~= -100
            localRad(ptr,:) = 1e-5;
        end
   end
   point = GetGoodRand(localNumFound,localMin,localRad);
   fprintf(fileID, 'Experiment %d at point\n',exp);
   fprintf(fileID, '%.5f ', point);
   fprintf(fileID, '\n');
   if(point(1) == -100) %bad point signal
       fprintf(fileID,'NO POINT FOUND\n');
       break;
   end;
   allPoints(exp,:) = point;
   allValues(exp) = CallND(point);
   if pbFound == false && exp < 20
       [pbFound, pbT, pbt] = BuildParabola1(allPoints, allValues, exp);  
       continue;
   end
   if IsOnParabola(allPoints(exp,:), allValues(exp)) == true
       ForTesting = ForTesting + 1;
       continue
   else
       options = optimoptions('fminunc', 'OutputFcn', @myoutput,...
           'MaxFunctionEvaluations', 200, 'StepTolerance', 1e-4, ...
           'HessUpdate', 'bfgs', 'OptimalityTolerance', 1e-4);
       TotalNumberOfExperiments;
       [xmin,fval,exitflag,output] = fminunc('CallND', point, options); %go optimize
       %TotalNumberOfExperiments
       if(bestval > fval) %relaxation of best answer
          bestval = fval;
          x = xmin;
       end
       if abs(bestval - -1) < 1e-4
            return %comment if don't know global min
       end
       if(exitflag <= 0)
           continue
       end
       if IsOnParabola(xmin, fval) == true
           ForTesting = ForTesting + 1;
           continue
       end
       ptr = GetMinPtr(xmin);
       if(ptr ~= -100)
           fprintf(fileID, 'location already exists\n');
           fprintf(fileID, '%d ', xmin);
           fprintf(fileID, '\n');
       else
           fprintf(fileID, 'New location\n');
           fprintf(fileID, '%.5f ', xmin);
           curRad = FindBasinRadius1(xmin, fval);
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           fprintf(fileID, '\n With radius = %.5f\n', curRad);
           localNumFound = localNumFound + 1;
           localMin(localNumFound,:) = xmin;
           localRad(localNumFound,:) = curRad;       
       end 
   end
   
end %for
 
 
end %func
 
function point = GetGoodRand(localNumFound, localMin, localRad)
global dim;
global fileID;
cnt = 0;
while true
    cnt = cnt+1;
    point = rand(1,dim)*2 - 1;
    minNum = GetMinPtr(point);
    if minNum == -100
        break;
    end
    if(cnt == 400)
        fprintf(fileID, 'ERROR: cant find goot rand point\n');
        point(1)= -100;
        break;
    end
end
end
 
 
function ptr = GetMinPtr(curPoint)
global localNumFound;
global localMin;
global localRad;
ptr = -100;
for i=1:localNumFound
    tmp = norm(curPoint - localMin(i,:));
   if(tmp < localRad(i,:)) %TODO minimize localRad
       ptr = i;
   end
end
end
 
function stop = myoutput(x, optimValues, state)
stop = false;
% Check if objective function is less than 5.
tmp = GetMinPtr(x);
if tmp ~=-100
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    stop = true;
end
if abs(optimValues.fval - -1) < 1e-4
    stop = true;
end
end
 
function fl = IsOnParabola(X, Y)
global pbFound;
global pbT;
global pbt;
    if pbFound == false
       fl = false;
       return
    end
    tmp = norm(X(1,:)-pbT)^2+pbt-Y(1,:);
    if abs(tmp) < 1e-7
        fl = true;
    else
        fl = false;
    end
end

П1.2. BuildParabola.m

Реализация алгоритма нахождения параметров параболы.

function [fl, T, t] = BuildParabola(xval, y, cnt)
 
global dim;
%calcVect(xval,y,cnt);
%return true in fl if can build parabola ||X-T|| + t = Y;
%xval experiments
%y - resulst of experiments
%cnt - number of experiments;
if(cnt + 1 < dim)
    fl = false;
    T = zeros(1, dim);
    t = -100;
    return
end
%checking the last one with every possible previous (dim) experiments
 
global bpXval;
global bpY;
global bpCnt;
global bpChoosen;
global bpChoosenVal;
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global bpSetsAns; %resulting parabola parameters for particular set
%if there are more than one -> actual parameters found!
global bpSetsNum;
bpSetsNum = 0;
 
bpChoosen = zeros(dim+1, dim); %choosen points for check experiment
bpChoosenVal = zeros(dim+1, 1); %values
bpChoosen(dim+1,:) = xval(cnt,:); %the last one by default
bpChoosenVal(dim+1,:) = y(cnt,:);
bpXval = xval;
bpY = y;
bpCnt = cnt - 1;
 
generateSoch(1, 0);
 
 
for i=1:bpSetsNum
    curcnt = 0;
    for j=i+1:bpSetsNum 
        if sum(abs(bpSetsAns(i)-bpSetsAns(j))) < 1e-7
           curcnt = curcnt + 1; 
        end
    end
    if curcnt >= 2 %TODO: prob improve condition
        fl = true;
        T = bpSetsAns(i,1:dim);
        t = bpSetsAns(i,dim+1);
        return
    end
end
    T = zeros(1, dim);
    t = -100;
    fl = false;
end
 
function generateSoch(i, taken)
global bpXval;
global bpY;
global bpCnt;
global bpChoosen;
global bpChoosenVal;
global dim;
 
global bpSetsAns;
global bpSetsNum;
 
options = optimset('Display','off', 'Diagnostics', 'off');
if taken == dim
    tmp = zeros(1,dim+1);
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    tmp(1,1:dim) = bpChoosen(dim+1,:);
    tmp(1,dim+1) = bpChoosenVal(dim+1,:);
    [xmin, val] = fsolve(@calcVect, zeros(1, dim+1),options, bpChoosen,bpChoosenVal);
    if sum(abs(val)) < 1e-7
       bpSetsNum = bpSetsNum + 1;
       bpSetsAns(bpSetsNum, :) = xmin;
    end
    return
end
if i > bpCnt
    return
end
generateSoch(i+1, taken);
bpChoosen(taken+1,:) = bpXval(i,:);
bpChoosenVal(taken+1,:) = bpY(i,:);
generateSoch(i+1,taken+1);
 
end
 
function vectRes = calcVect(inp, X, y) %for solving system
    global dim;
    T = inp(1:dim);
    t = inp(dim+1);
    vectRes = zeros(dim+1,1);
    for i = 1:dim+1
        vectRes(i,:) = norm(X(i,:)-T)^2+t-y(i,:);
    end
end
 

П1.3. FindBasinRadiusA0.m

Реализация алгоритма нахождения радиуса области притяжения с 
использованием знания поведения функции внутри области притяжения.

function radi = FindBasinRadiusA0(curMin, curVal)
global dim;
radi = 0;
for i = 1:dim+2
   X(i,:) = getNearPoint(curMin);
   y(i) = CallND(X(i,:));
end
options = optimset('Display','off', 'Diagnostics', 'off');
[xmin, val] = fsolve(@calcD, 0.2, options, X,y,curMin,curVal);
radi = xmin; 
end
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function F = calcD(inp, X, y, Mi, fi) %for solving system
global pbT;
global pbt;
global dim;
 
T = pbT;
t = pbt;
    q = inp;
    A = norm(T-Mi)^2 + t - fi;
    for i =1:dim+2
        dt = dot(X(i,:) - Mi, T - Mi);
        nrm = norm(X(i,:) - Mi);
        F(i) =y(i) - ((2/q^2*dt/nrm - 2/q^3*A)*nrm^3+ ...
            (1 - 4/q*dt/nrm + 3/q^2*A)*nrm^2 + fi);
    end
end
 
 
function point = getNearPoint(curPoint)
global dim;
eps = 1e-3;
point = rand(1, dim).*eps;
point = point + curPoint;
end
 

П1.4. FindGlobalMinimumNaive.m

Реализация алгоритма А1 с наивным методом оценки радиусов.

function [x, bestval] = FindGlobalMinimumNaive(funcNum)
global TotalNumberOfExperiments;
global dim;
global minNum;
global globalDst;
global globalRadius;
global globalValue;
global globalRange;
global globalAccuracy;
global funcNumber;
global globalBestVal;
global globalx;
funcNumber = funcNum;
[x_min, y_min, f_min] = gr_min(funcNum); 
globalValue = f_min;
 

57



Продолжение приложения 1

 
bestval = 1e9;
%find gkls global minimum of function number funcNum
%gkls parameters set outside of func when initializing gkls
global fileID;
fprintf(fileID,'Starting optimizing func number %d\n',funcNum);
calllib('Project1', 'GKLS_begin', dim, minNum, globalDst, ...
    globalRadius, globalValue, funcNum);
numOfExp = CalcNumberOfExperiments(dim, globalRadius);
fprintf(fileID, 'Expected number of experiments: %d\n',numOfExp);
global localNumFound;
global localMin;
global localRad;
localNumFound = 0;  %number of found local minimums
localMin = zeros(50, dim); %points of found local minimums
localRad = zeros(50,1); %corresponding radiuses
 
%parabola parameters
global ForTesting;
global pbFound;
global pbT;
global pbt;
pbFound = false;
pbT = zeros(1, dim);
pbt = -100;
allPoints = zeros(numOfExp, dim);
allValues = zeros(numOfExp,1);
startExpCNT = TotalNumberOfExperiments;
for exp=1:5000
    if abs(globalBestVal - globalValue) < globalAccuracy
        x = globalx;
        bestval = globalBestVal;
        return %comment if don't know global min
        2
    end
    if(TotalNumberOfExperiments - startExpCNT > 10000)
        x = globalx;
        bestval = globalBestVal;
        return
    end
   if pbFound == true
        ptr = GetMinPtr(pbT);
        if ptr ~= -100
            localRad(ptr,:) = 1e-5;
        end
   end
   point = GetGoodRand(localNumFound,localMin,localRad);
   fprintf(fileID, 'Experiment %d at point\n',exp);
   fprintf(fileID, '%.5f ', point);
   fprintf(fileID, '\n');
   if(point(1) == -100) %bad point signal
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       fprintf(fileID,'NO POINT FOUND\n');
       break;
   end;
   allPoints(exp,:) = point;
   allValues(exp) = CallND(point);
%    if pbFound == false && exp < 20
%        [pbFound, pbT, pbt] = BuildParabola(allPoints, allValues, exp);  
%        continue;
%    end
   if IsOnParabola(allPoints(exp,:), allValues(exp)) == true
       ForTesting = ForTesting + 1;
       continue
   else
       options = optimoptions('fminunc', 'OutputFcn', @myoutput,...
           'MaxFunctionEvaluations', 150, 'StepTolerance', 1e-4, ...
           'HessUpdate', 'bfgs', 'OptimalityTolerance', 1e-4);
       %TotalNumberOfExperiments
       [xmin,fval,exitflag,output] = fminunc('CallND', point, options); %go optimize
       %TotalNumberOfExperiments
       if(bestval > fval) %relaxation of best answer
          bestval = fval;
          x = xmin;
       end
       if(exitflag <= 0)
           continue
       end
       if IsOnParabola(xmin, fval) == true
           %ForTesting = ForTesting + 1;
           continue
       end
       ptr = GetMinPtr(xmin);
       if(ptr ~= -100)
           if norm(point - localMin(ptr,:)) > localRad(ptr,:)
               localRad(ptr,:) = norm(point - localMin(ptr,:));                 
           end
           fprintf(fileID, 'location already exists\n');
           fprintf(fileID, '%d ', xmin);
           fprintf(fileID, '\n');
       else
           fprintf(fileID, 'New location\n');
           fprintf(fileID, '%.5f ', xmin);
           curRad = norm(xmin - point);
           fprintf(fileID, '\n With radius = %.5f\n', curRad);
           localNumFound = localNumFound + 1;
           localMin(localNumFound,:) = xmin;
           localRad(localNumFound,:) = curRad;       
       end 
   end
   
end %for
 

59



Продолжение приложения 1

 
end %func
 
function point = GetGoodRand(localNumFound, localMin, localRad)
global dim;
global fileID;
cnt = 0;
while true
    cnt = cnt+1;
    point = rand(1,dim);
    minNum = GetMinPtr(point);
    if minNum == -100
        break;
    end
    if(cnt == 400)
        fprintf(fileID, 'ERROR: cant find good rand point\n');
        point(1)= -100;
        break;
    end
end
end
 
 
function ptr = GetMinPtr(curPoint)
global localNumFound;
global localMin;
global localRad;
ptr = -100;
for i=1:localNumFound
    tmp = norm(curPoint - localMin(i,:));
   if(tmp < localRad(i,:)) %TODO minimize localRad
       ptr = i;
   end
end
end
 
function stop = myoutput(x, optimValues, state)
stop = false;
% Check if objective function is less than 5.
tmp = GetMinPtr(x);
if tmp ~=-100
    stop = true;
end
if abs(optimValues.fval - -1) < 1e-3
    stop = true;
end
end
 
function fl = IsOnParabola(X, Y)
global pbFound;
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global pbT;
global pbt;
    if pbFound == false
       fl = false;
       return
    end
    tmp = norm(X(1,:)-pbT)^2+pbt-Y(1,:);
    if abs(tmp) < 1e-6
        fl = true;
    else
        fl = false;
    end
end

П1.5. FindGlobalMinimumBinarySearch.m

Реализация алгоритма А2 с использованием бинарного поиска при оценке 
радиусов притяжения локальных минимумов. 

function [x, bestval] = FindGlobalMinimumBinarySearch(funcNum)
global TotalNumberOfExperiments;
global dim;
global minNum;
global globalDst;
global globalRadius;
global globalValue;
global globalRange;
global globalAccuracy;
global funcNumber;
global globalBestVal;
global globalx;
funcNumber = funcNum;
[x_min, y_min, f_min] = gr_min(funcNum); 
globalValue = f_min;
 
 
globalBestVal = 1e9;
%find gkls global minimum of function number funcNum
%gkls parameters set outside of func when initializing gkls
global fileID;
fprintf(fileID,'Starting optimizing func number %d\n',funcNum);
calllib('Project1', 'GKLS_begin', dim, minNum, globalDst, ...
    globalRadius, globalValue, funcNum);
numOfExp = CalcNumberOfExperiments(dim, globalRadius);
fprintf(fileID, 'Expected number of experiments: %d\n',numOfExp);
global localNumFound;
global localMin;
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global localRad;
localNumFound = 0;  %number of found local minimums
localMin = zeros(50, dim); %points of found local minimums
localRad = zeros(50,1); %corresponding radiuses
plotCircle = @(xc, yc, R) plot(xc + R * cos(0:0.001:2*pi), yc + R * sin(0:0.001:2*pi));
%parabola parameters
global ForTesting;
global pbFound;
global pbT;
global pbt;
pbFound = false;
pbT = zeros(1, dim);
pbt = -100;
allPoints = zeros(numOfExp, dim);
allValues = zeros(numOfExp,1);
startExpCNT = TotalNumberOfExperiments;
for exp=1:2000
    if abs(globalBestVal - globalValue) < globalAccuracy
        x = globalx;
        bestval = globalBestVal;
        return %comment if don't know global min
        2
    end
    if(TotalNumberOfExperiments - startExpCNT > 2000)
        x = globalx;
        bestval = globalBestVal;
        return
    end
   if pbFound == true
        ptr = GetMinPtr(pbT);
        if ptr ~= -100
            localRad(ptr,:) = 1e-5;
        end
   end
   point = GetGoodRand(localNumFound,localMin,localRad);
   fprintf(fileID, 'Experiment %d at point\n',exp);
   fprintf(fileID, '%.5f ', point);
   fprintf(fileID, '\n');
   if(point(1) == -100) %bad point signal
       fprintf(fileID,'NO POINT FOUND\n');
       break;
   end;
   allPoints(exp,:) = point;
   allValues(exp) = CallND(point);
%    if pbFound == false && exp < 20
%        [pbFound, pbT, pbt] = BuildParabola(allPoints, allValues, exp);  
%        continue;
%    end
   if IsOnParabola(allPoints(exp,:), allValues(exp)) == true
       ForTesting = ForTesting + 1;
       continue
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   else
       options = optimoptions('fminunc', 'OutputFcn', @myoutput,...
           'MaxFunctionEvaluations', 100, 'StepTolerance', 1e-3, ...
           'HessUpdate', 'bfgs', 'OptimalityTolerance', 1e-3);
       TotalNumberOfExperiments;
       [xmin,fval,exitflag,output] = fminunc('CallND', point, options); %go optimize
       %TotalNumberOfExperiments
       if(globalBestVal > fval) %relaxation of best answer
          globalBestVal = fval;
          globalx = xmin;
       end
       if abs(globalBestVal - globalValue) < globalAccuracy
            %return %comment if don't know global min
            2
       end
        if(exitflag <= 0)
            continue;
        end
       if IsOnParabola(xmin, fval) == true
           ForTesting = ForTesting + 1;
           continue
       end
       ptr = GetMinPtr(xmin);
       if(ptr ~= -100)
           fprintf(fileID, 'location already exists\n');
           fprintf(fileID, '%d ', xmin);
           fprintf(fileID, '\n');
       else
           fprintf(fileID, 'New location\n');
           fprintf(fileID, '%.5f ', xmin);
           curRad = FindBasinRadius(xmin);
           fprintf(fileID, '\n With radius = %.5f\n', curRad);
           localNumFound = localNumFound + 1;
           localMin(localNumFound,:) = xmin;
           localRad(localNumFound,:) = curRad;   
           plotCircle(localMin(localNumFound,1), ...
               localMin(localNumFound,2), localRad(localNumFound,:));
       end 
   end
   
end %for
 
x = globalx;
bestval = globalBestVal;
end %func
 
function point = GetGoodRand(localNumFound, localMin, localRad)
global dim;
global fileID;
cnt = 0;
while true
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    cnt = cnt+1;
    point = rand(1,dim); %from 0 to 1
    minNum = GetMinPtr(point);
    if minNum == -100
        break;
    end
    if(cnt == 400)
        fprintf(fileID, 'ERROR: cant find goot rand point\n');
        point(1)= -100;
        break;
    end
end
end
 
 
function ptr = GetMinPtr(curPoint)
global localNumFound;
global localMin;
global localRad;
ptr = -100;
for i=1:localNumFound
    tmp = norm(curPoint - localMin(i,:));
   if(tmp < localRad(i,:)) %TODO minimize localRad
       ptr = i;
   end
end
end
 
function stop = myoutput(x, optimValues, state)
global globalValue;
global globalAccuracy;
stop = false;
% Check if objective function is less than 5.
tmp = GetMinPtr(x);
if tmp ~=-100
    %stop = true;
end
if abs(optimValues.fval - globalValue) < globalAccuracy
    stop = true;
end
end
 
function fl = IsOnParabola(X, Y)
global pbFound;
global pbT;
global pbt;
    if pbFound == false
       fl = false;
       return
    end
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    tmp = norm(X(1,:)-pbT)^2+pbt-Y(1,:);
    if abs(tmp) < 1e-7
        fl = true;
    else
        fl = false;
    end
end

П1.6. FindBasinRadiusBinarySearch.m

Алгоритм нахождения радиуса притяжения текущего локального минимума с 
использованием бинарного поиска.

function radi = FindBasinRadiusBinarySearch(curMin)
 
radiLeft = 0;
radiRight = 0.4;
precision = 0.001;
while radiRight - radiLeft > precision
   mid = (radiRight + radiLeft)/2;
   if(CheckRadius(curMin, mid) == true)
       radiLeft = mid;
   else
       radiRight = mid;
   end 
end
    radi = radiLeft;
end
 
function y = CheckRadius(curMin, radius)
global checkRadi;
global checkCurMin;
checkRadi = radius;
checkCurMin = curMin;
%return true (1) if possibly curMin has basin 
%(radius of attachment) at least "radius"
global globalRadius;
global dim;
%creating point on line from curMin to [0,0] with dist eq radius
vect = [0.5 0.5] - curMin;
vect = vect/norm(vect);
vect = vect.*radius;
vect = curMin + vect;
testPoint = vect;
IsPointOut = false;
for i=1:dim
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    if(abs(testPoint(i)) > 1)
       IsPointOut = true;
       break;
    end
end
if GetMinPtr(testPoint) ~= -100
    y = false;
    return;
end
if(IsPointOut == true)
    y = false;
    return;
else if(radius < globalRadius/10) 
    y = true; %let just say it as minimum possible radius
    return;
else    
Y = CallND(testPoint);
if IsOnParabola(testPoint, Y) 
    y = false;
    return
end
 
options = optimset('OutputFcn', @myoutput,'MaxIter',10,...
    'MaxFunEvals',8);
% options = optimoptions('fminunc', 'OutputFcn', @myoutput,'MaxIterations',dim+1,...
%            'MaxFunctionEvaluations', 10, ...
%            'HessUpdate', 'steepdesc', 'OptimalityTolerance', 1e-4);
[xmin,fval,exitflag,output] = fminsearch('CallND', testPoint, options);
xmin;
fval;
output;
tmp = norm(xmin - curMin);
if(norm(xmin - curMin) < 2*radius/3)
    y = true;
else
    y = false;
end
 
end
end
end
 
function stop = myoutput(x, optimValues, state)
global checkRadi;
global checkCurMin;
stop = false;
 
if GetMinPtr(x) ~= -100
    return
end
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tmp = norm(x - checkCurMin);
if(tmp < 2*checkRadi/3)
    stop = true;
end
end
 
function fl = IsOnParabola(X, Y)
global pbFound;
global pbT;
global pbt;
    if pbFound == false
       fl = false;
       return
    end
    tmp = norm(X(1,:)-pbT)^2+pbt-Y(1,:);
    if abs(tmp) < 1e-7
        fl = true;
    else
        fl = false;
    end
end
 
function ptr = GetMinPtr(curPoint)
global localNumFound;
global localMin;
global localRad;
ptr = -100;
for i=1:localNumFound
    tmp = norm(curPoint - localMin(i,:));
   if(tmp < localRad(i,:)) %TODO minimize localRad
       ptr = i;
   end
end
end

П1.7. CalcNumberOfExperiments.m

Функция подсчета количества экспериментов в среднем для попадания в 
область притяжения глобального минимума для функций класса GKLS.

function y = CalcNumberOfExperiments(dim, radius)
Vh = 1;
for i=1:dim 
   Vh = Vh*2; 
end
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Vs = (pi^(dim/2)*radius^dim)/gamma(dim/2+1);
 
prob = Vs/Vh;
y = ceil(1/prob);
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