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АННОТАЦИЯ 

 

Выпускная квалификационная работа 

на тему: «Исследование эффективности 

алгоритмов классификации для задач 

ранжирования данных» содержит 89 с., 

5 табл, 36 ил., 1 прил.; использованных 

источников – 98наим. 

 

Предмет исследования – эффективность алгоритмов классификации для за-

дач ранжирования большого объема данных. 

Цель работы – решение задачи ранжирования большого объема данных (Big 

Data) методами k-средних и k-ближайших соседей. 

Эффективность алгоритмов классификации представлена на примере реше-

ния задачи ранжирования большого объема данных (Big Data), произведены 

предварительные обработка и анализ входных данных, их кластеризация. 

Представлены выводы по эффективности применения методов k-средних и k-

ближайших соседей. Методы программно реализованы в среде Matlab.    
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ВВЕДЕНИЕ 

Актуальность темы. 

На сегодняшний день в мире информация измеряется в тетабайтах, что вле-

чет за собой использование огромных ресурсов для хранения и обработки этой 

информации. Понятие Big Data до сих пор не получило четкого определения, 

но по сути своей является технологией для хранения, обработки и анализа 

больших объемов информации. Big Data применяется, если не во всех, то в по-

давляющем большинстве направлений науки, техники, бизнес – аналитики и 

т.д. Технологиями Big Dataактивно пользуются такие компании, как Google, 

IBM, VISA. MaterCard, CocaCola. Эффективность использования Big Data 

можно наблюдать на примере правительства Германии, которое применило 

данные технологии в анализе поступающих заявок на выдачу пособий по без-

работице. Результаты обработки данных показали, что 20% пособий выплачи-

валось незаконно.   

Целью данной работы является исследование и сравнение качеств работы 

методов кластеризации данных. 

Решение задачи кластеризации, то есть разбиения исходной совокупности 

объектов на группы со схожими в смысле какого-либо критерия свойствами, 

является актуальным для многих приложений, где возникает проблема анализа 

большого объёма информации. Кластеризация позволяет среди всей совокуп-

ности объектов и их свойств уловить определённые закономерности и тенден-

ции. 

Объектом исследования является эффективность методов кластеризации 

больших объемов данных, обработки информации, критерий оценки качества 

решения задач, а также их программная реализация. 

Методами исследования в данной работе являются методы:k-средних (k-

means) и метод ближайших соседей (k-nearest neighbor, KNN).  
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1 ОБЗОР МЕТОДОВ ОБРАБОТКИ ДАННЫХ 

В последнее время ведутся активные разработки новых алгоритмов кластери-

зации, способных обрабатывать сверхбольшие базы данных. В них основное вни-

мание уделяется масштабируемости. К таким алгоритмам относятся обобщенное 

представление кластеров (summarized clusterre presentation), а также выборка и ис-

пользование структур данных, поддерживаемых нижележащими СУБД. Разрабо-

таны алгоритмы кластерного анализа, в которых методы иерархической кластери-

зации интегрированы с другими методами [5, с. 68-73]. 

На первом этапе работы, записи предварительно кластеризуются в большое 

количество суб-кластеров. На втором этапе полученные суб-кластеры группиру-

ются в необходимое количество кластеров. Если это количество неизвестно, про-

цедура сама автоматически определяет его [5, с. 75-77]. 

В общем случае все этапы кластерного анализа взаимосвязаны, и решения, 

принятые на одном из них, определяют действия на последующих этапах. 

Аналитику следует решить, использовать ли все наблюдения либо же исклю-

чить некоторые данные или выборки из набора данных. 

По мнению многих специалистов, выбор метода кластеризации является ре-

шающим при определении формы и специфики кластеров [82, c. 3]. 

Анализ результатов кластеризации. Этот этап подразумевает решение таких 

вопросов: не является ли полученное разбиение на кластеры случайным; является 

ли разбиение надежным и стабильным на подвыборках данных; существует ли 

взаимосвязь между результатами кластеризации и переменными, которые не 

участвовали в процессе кластеризации; можно ли интерпретировать полученные 

результаты кластеризации. 

Проверка результатов кластеризации. Результаты кластеризации также долж-

ны быть проверены формальными и неформальными методами. Формальные ме-

тоды зависят от того метода, который использовался для кластеризации. 

Неформальные методы включают следующие процедуры проверки качества 

кластеризации: 
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1. анализ результатов кластеризации, полученных на определенных выборках 

набора данных; 

2. кросс-проверка; 

3. проведение кластеризации при изменении порядка наблюдений в наборе 

данных; 

4. проведение кластеризации при удалении некоторых наблюдений; 

5. проведение кластеризации на небольших выборках.  

Один из вариантов проверки качества кластеризации - использование не-

скольких методов и сравнение полученных результатов. Отсутствие подобия не 

будет означать некорректность результатов, но присутствие похожих групп счи-

тается признаком качественной кластеризации. [2, с. 2-3]. 

 

Сложности, возникающие при кластерном анализе 

Как и любые другие методы, методы кластерного анализа имеют определен-

ные слабые стороны, т.е. некоторые сложности, проблемы и ограничения. 

При проведении кластерного анализа следует учитывать, что результаты кла-

стеризации зависят от критериев разбиения совокупности исходных данных. При 

понижении размерности данных могут возникнуть определенные искажения, за 

счет обобщений могут потеряться некоторые индивидуальные характеристики 

объектов. 

Существует ряд сложностей, которые следует продумать перед проведением 

кластеризации: 

1. Сложность выбора характеристик, на основе которых проводится кластери-

зация. Необдуманный выбор приводит к неадекватному разбиению на кластеры и, 

как следствие, - к неверному решению задачи. 

2. Сложность выбора метода кластеризации. Этот выбор требует неплохого 

знания методов и предпосылок их использования. Чтобы проверить эффектив-

ность конкретного метода в определенной предметной области, целесообразно 

применить следующую процедуру: рассматривают несколько априори различных 
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между собой групп и перемешивают их представителей между собой случайным 

образом. Далее проводится кластеризация для восстановления исходного разбие-

ния на кластеры. Доля совпадений объектов в выявленных и исходных группах 

является показателем эффективности работы метода. 

3. Проблема выбора числа кластеров. Если нет никаких сведений относитель-

но возможного числа кластеров, необходимо провести ряд экспериментов и, в ре-

зультате перебора различного числа кластеров, выбрать оптимальное их число. 

4. Проблема интерпретации результатов кластеризации. Форма кластеров в 

большинстве случаев определяется выбором метода объединения. Однако следует 

учитывать, что конкретные методы стремятся создавать кластеры определенных 

форм, даже если в исследуемом наборе данных кластеров на самом деле нет. [5, с-

68-73] 

Сравнительный анализ иерархических и неиерархических методов кластери-

зации 

Неиерархические методы выявляют более высокую устойчивость по отноше-

нию к шумам и выбросам, некорректному выбору метрики, включению незначи-

мых переменных в набор, участвующий в кластеризации. Ценой, которую прихо-

дится платить за эти достоинства метода, является слово "априори". Аналитик 

должен заранее определить количество кластеров, количество итераций или пра-

вило остановки, а также некоторые другие параметры кластеризации. Это сложно 

начинающим специалистам. 

Если нет предположений относительно числа кластеров, рекомендуют исполь-

зовать иерархические алгоритмы кластерного анализа. Однако если объем выбор-

ки не позволяет это сделать, возможный путь - проведение ряда экспериментов с 

различным количеством кластеров, например, начать разбиение совокупности 

данных с двух групп и, постепенно увеличивая их количество, сравнивать резуль-

таты. За счет такого "варьирования" результатов достигается достаточно большая 

гибкость кластеризации. 
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Иерархические методы, в отличие от неиерархических, отказываются от опре-

деления числа кластеров, а строят полное дерево вложенных кластеров. Сложно-

сти иерархических методов кластеризации: ограничение объема набора данных; 

выбор меры близости; негибкость полученных классификаций. Преимущество 

этой группы методов в сравнении с неиерархическими методами - их наглядность 

и возможность получить детальное представление о структуре данных. 

Термин кластерный анализ, впервые введенный Трионом (Tryon) в 1939 году, 

включает в себя более 100 различных алгоритмов. 

В отличие от задач классификации, кластерный анализ не требует априорных 

предположений о наборе данных, не накладывает ограничения на представление 

исследуемых объектов, позволяет анализировать показатели различных типов 

данных (интервальным данным, частотам, бинарным данным). При этом необхо-

димо помнить, что переменные должны измеряться в сравнимых шкалах. [1, с-4] 

Работа кластерного анализа опирается на два предположения. Первое предпо-

ложение - рассматриваемые признаки объекта в принципе допускают желательное 

разбиение пула (совокупности) объектов на кластеры. Второе предположение - 

правильность выбора масштаба или единиц измерения признаков. 

Методы кластерного анализа можно разделить на две группы: 

1. иерархические; 

2. неиерархические. 

Каждая из групп включает множество подходов и алгоритмов. 

Используя различные методы кластерного анализа, аналитик может получить раз-

личные решения для одних и тех же данных. Это считается нормальным явлени-

ем. 
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1.1 Метод ближайшего соседа 

Идея метода заключается в том, что предполагается, уже имеющиеся некое 

количество объектов с точной классификацией (т.е. для каждого них точно из-

вестно, какому классу он принадлежит). Необходимо выработать правило, позво-

ляющее отнести новый объект к одному из возможных классов (т.е. сами классы 

известны заранее). В основе метода ближайшего соседа лежит следующее прави-

ло: объект считается принадлежащим тому классу, к которому относится боль-

шинство его ближайших соседей. Под «соседями» здесь понимаются объекты, 

близкие к исследуемому в том или ином смысле. Здесь необходимо корректно 

определять, насколько объекты близки друг к другу, т.е. правильно измерять 

«расстояние» между объектами. Это не обязательно евклидово расстояние. Им 

может быть мера близости объектов, например, по цвету, форме, вкусу, запаху, 

интересам (если речь идёт о формировании групп людей), особенностям поведе-

ния и т.д. Следовательно, для применения метода ближайшего соседа в простран-

стве признаков объектов должна быть введена некоторая метрика (т.е. функция 

расстояния) [2]. 

Рассмотрим задачу классификации. 

Имеется m наблюдений, каждому из которых соответствует запись в таблице. 

Все записи принадлежат какому-либо классу. Необходимо определить класс для 

новой записи. 

На первом шаге метода следует задать число k – количество ближайших сосе-

дей. Если принять k = 1, то метод потеряет обобщающую способность, так как но-

вой записи будет присвоен класс самой близкой к ней. Если использовать слиш-

ком большое значение, то многие локальные особенности не будут выявлены. 

На втором шаге вычисляются k записи с минимальным расстоянием до векто-

ра признаков нового объекта. Функция для расчета расстояния должна отвечать 

следующим правилам: 

1. d(x,y) ≥ 0, d(x,y) = 0 тогда и только тогда, когда x = y; 

2. d(x,y) = d(y,x); 
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3. d(x,z) ≤ d(x,y) + d(y,z), при условии, что x, y, z не лежат на одной 

прямой, 

где x, y, z - векторы признаков сравниваемых объектов. 

Для упорядоченных значений атрибутов находится Евклидово расстояние: 

𝐷𝐸 =  √∑(𝑥𝑖)2 + (𝑦𝑖)2

𝑛

𝑖

, 

где xi = |xi – xi+1|, yi = |yi – yi+1|, n – количество атрибутов. 

Перед расчетом расстояния иногда необходима нормализация данных.  

Например, минимаксная нормализация: 

 

𝑥ni =
xi – min (X)

max(X) − min(X)
 

 

или нормализация с помощью стандартного отклонения: 

 

𝑥ni =
xi – Xср

σ𝑥
, 

 

где σ𝑥 – стандартное отклонение, Xср – среднее значение. 

При нахождении расстояния зачастую учитывают значимость атрибутов. Она 

определяется экспертом или аналитиком субъективно. В этом случае при нахож-

дении расстояния каждый i-й квадрат разности в сумме умножается на коэффици-

ент Zi.  

Например, если атрибут B в пять раз важнее атрибута A (ZA = 1, ZB = 5), то 

расстояние будет находиться следующим образом: 
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𝐷𝐸 =  √(𝑋𝐴 – 𝑋𝐵)2 + 5(𝑌𝐴 – 𝑌𝐵)2 

Данный прием называется растяжением осей, что позволяет снизить ошибку 

классификации. 

Отметим, что если для записи B ближайшем соседом является запись А, то это 

не означает, что В – ближайший сосед А. Данное высказывание изображено на ри-

сунке 1. При k = 1 ближайшей для точки B будет точка A, а для точки A – X. При 

увеличении коэффициента до k = 7, точка B также не будет входить в число сосе-

дей. 

 

 

Рисунок 1 – Ближайшие соседи А и B 

 

На третьем шаге, когда найдены записи, наиболее похожие на новую, необхо-

димо решить, как они влияют на класс новой записи. Для этого использует-

ся функция сочетания. Одним из основных вариантов такой функции являет-

ся простое невзвешенное голосование: сначала, задав число k, определяется, ко-

личество записей, имеющих право голоса при определении класса, затем выявля-

ются записи, расстояние от которых до новой оказалось минимальным, после чего 

можно приступить непосредственно к простому невзвешенному голосованию. 

В этом случае расстояние от каждой записи при голосовании больше не играет 

роли. Все записи имеют равные права в определении класса. Каждая имеющаяся 

запись голосует за класс, к которому принадлежит. Новой записи присваивается 

класс, набравший наибольшее количество голосов [3]. 
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В случае, если несколько классов набрали равное количество голосов исполь-

зуется взвешенное голосование: при такой ситуации также учитывается и рассто-

яние до новой записи, чем меньше расстояние, тем более значимый вклад вносит 

голос. Голоса за класс находятся по следующей формуле: 

𝑣𝑜𝑡𝑒𝑠(𝑐𝑙𝑎𝑠𝑠) =  ∑
1

𝑑2(𝑋, 𝑌𝑖)

𝑛

𝑖=1

 , 

где d2(X, Yi) – квадрат расстояния от известной записи Yi до новой X, n – коли-

чество известных записей класса, для которого рассчитываются голоса, class – 

наименование класса. 

Новая запись соотносится с классом, набравшим наибольшее количество го-

лосов. При этом вероятность того, что несколько классов наберут равное количе-

ство голосов, гораздо ниже. Очевидно, что при k =1 новой записи присваивается 

класс самого ближайшего соседа. 

 

1.2 Метод k-средних 

 

Наиболее распространен среди неиерархических методов алгоритм k-средних, 

также называемый быстрым кластерным анализом. Полное описание алгоритма 

можно найти в работе Хартигана и Вонга (Hartiganand Wong, 1978). В отличие от 

иерархических методов, которые не требуют предварительных предположений 

относительно числа кластеров, для возможности использования этого метода 

необходимо иметь гипотезу о наиболее вероятном количестве кластеров. 

Алгоритм k-средних строит k кластеров, расположенных на возможно боль-

ших расстояниях друг от друга. Основной тип задач, которые решает алгоритм k-

средних, - наличие предположений (гипотез) относительно числа кластеров, при 

этом они должны быть различны настолько, насколько это возможно. Выбор чис-

ла k может базироваться на результатах предшествующих исследований, теорети-

ческих соображениях или интуиции. 
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Общая идея алгоритма: заданное фиксированное число k кластеров наблюде-

ния сопоставляются кластерам так, что средние в кластере (для всех переменных) 

максимально возможно отличаются друг от друга. [5, с. 68-73] 

 

Первоначальное распределение объектов по кластерам. 

Выбирается число, именуемое k, и эти точки считаются "центрами" кластеров. 

Каждому кластеру соответствует один центр. 

Выбор начальных центров осуществляется следующим образом: 

1. выбор k-наблюдений для максимизации начального расстояния; 

2.  случайный выбор k-наблюдений; 

3.  выбор первых k-наблюдений. 

4.  Итеративный процесс 

Вычисляются центры кластеров, которыми затем считаются покоординатные 

средние кластеров. Объекты перераспределяются. 

Процесс вычисления центров и перераспределения объектов продолжается до 

тех пор, пока не выполнено одно из условий: 

1. кластерные центры стабилизировались, т.е. все наблюдения принадлежат 

кластеру, которому принадлежали до текущей итерации; 

2. число итераций равно максимальному числу итераций рис. 2 приведен при-

мер работы алгоритма k-средних для k, равного двум. 

Проверка качества кластеризации 

После получений результатов кластерного анализа методом k-средних следует 

проверить правильность кластеризации (т.е. оценить, насколько кластеры отли-

чаются друг от друга). Для этого рассчитываются средние значения для каждого 

кластера. При хорошей кластеризации должны быть получены сильно отличаю-

щиеся средние для всех измерений или хотя бы большей их части. 
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Рис. 2.  Пример работы алгоритма k-средних (k=2) 

Достоинства алгоритма k-средних: 

1. простота использования; 

2. быстрота использования; 
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3. понятность и прозрачность алгоритма. 

Недостатки алгоритма k-средних: 

1. алгоритм слишком чувствителен к выбросам, которые могут искажать сред-

нее. Возможным решением этой проблемы является использование модификации 

алгоритма - алгоритм k-медианы; 

2. алгоритм может медленно работать на больших базах данных. 

Возможным решением данной проблемы является использование выборки 

данных. [8, с. 6] 

Принципом действия метода является разделение m наблюдений из простран-

ства Rn на k кластеров, при этом каждое наблюдение относится к тому кластеру, к 

центру которого оно ближе всего.  

В качестве меры близости используется Евклидово расстояние: 

 

p(x, y)n = ||x − y|| = √∑ (xp − yp)
2n

p=1
, где x, y ∊ Rn 

 

Рассмотрим ряд наблюдений(x(1), x(2), … , x(m)), x(j) ∊ Rn . 

Метод k-средних разделяет m наблюдений на k групп  (k ≤ m)S={S1, S2,…, 

Sk}, чтобы минимизировать суммарное квадратичное отклонение точек кластеров 

от центроидов этих кластеров: 

 

min [∑ ∑ ||x(j)2
− µi||

 

xj

2k

i=1
],  

 

где x(j) ∊ Rn, µi ∊ Rn, µi , - центроид для кластера Si. 
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Итак, если мера близости до центроида определена, то разбиение объектов на 

кластеры сводится к определению центроидов этих кластеров. Число кластеров k 

задается исследователем заранее. 

Рассмотрим первоначальный набор k средних  в кластерах S1, S2,…, Sk. 

На первом этапе центроиды кластеров выбираются случайно или по определен-

ному правилу. 

Относим наблюдения к тем кластерам, чье среднее к ним ближе всего. Каждое 

наблюдение принадлежит только к одному кластеру, даже если его можно отне-

сти к двум и более кластерам.  

Затем производится перевычисление центроида каждого i-го кластера по сле-

дующему правилу: 

µi =  
1

Sj
∑ x(j)

x(j) ∊ Si

 

 

Таким образом, алгоритм k-средних заключается в перевычислении на каждом 

шаге центроида для каждого кластера, полученного на предыдущем шаге. 

Алгоритм останавливается, когда значения µi не меняются:µ𝑖  
шаг t =  µ𝑖  

шаг t+1. 
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Выводы по первой главе 

В данной главе произведен обзор методов обработки данных, таких как k – 

средних (k–means), который относится к методам кластеризации, а также метода 

ближайших соседей, который относится к методам классификации. Показан 

принцип работы данных методов.  
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2 BIG DATA 

Поскольку не существует точного определения, что такое Big Data, то можно 

попытаться описать этот феномен с помощью четырех характеристик, являющих-

ся общими для всех разновидностей явлений такого рода, то есть: объема, быст-

роты реакции на него, разнообразия форм и достоверности (аутентичности). Объ-

ем, вероятно, самый важный и самый заметный параметр аналитических процес-

сов на базе Big Data. Например, в сфере здравоохранения оценка эффективности 

лечения, когда она проводится путем наблюдения за многочисленной популяцией, 

дает значительно более скромные результаты, чем когда эта же оценка проводит-

ся на группе из 100 пациентов, хотя в последнем случае требуется меньше време-

ни. Несмотря на то, что прилагательное «big» не является количественным, оно 

качественно отражает тот факт, что 90% данных, накопленных сегодня во всем 

мире, были получены в течение двух последних лет, поскольку и машины, и люди 

совместно способствовали росту их объемов. Быстрота принятия решений – это 

время между моментом принятия неких данных к сведению (или в расчет) и мо-

ментом принятия решения, которое из полученной информации вытекает. Это 

первостепенный фактор, определяющий эффективность структуры Big Data. Но-

вые технологии способны обработать огромные объемы данных в реальном или 

близком к реальному времени. Благодаря этому, организации могут гибко реаги-

ровать на изменения, которые внезапно происходят на рынках из-за эволюции 

вкусов и предпочтений потребителей, а также из-за разного рода мошенничеств. 

Оперативность и последовательный характер реакции на информацию, так высо-

ко ценимые на финансовом рынке, нередко весьма ощутимо способствуют выхо-

ду бизнеса на передовые позиции в конкурентной борьбе во многих секторах 

промышленности. Структуры Big Data, содержащие разнородные и неупорядо-

ченные данные, отличаются большим разнообразием. Они могут быть представ-

лены в виде текста, данных, поступающих от датчиков или полученных путем за-

просов, данных карт памяти, аудио- и видеоданных, изображений, навигационных 

маршрутов, картотек. В структурах Big Data могут присутствовать также данные, 
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которые требуют затрат времени и соответствующего умения для преобразования 

в форму, доступную для обработки и анализа. Способность некоторой системы 

анализировать данные, поступающие от различных источников, является исклю-

чительно важным свойством для получения информации, которую невозможно 

приобрести с помощью данных от одного, изолированного от других, источника. 

Наконец, анализ данных является инструментом оценки их достоверности – 

важнейшей характеристики, которая может служить обоснованием для принятия 

важных решений. Однако большие массивы данных могут оказаться недостовер-

ными из-за отсутствия связи между информационными элементами, их неполно-

ценности или скрытого состояния. В процессах принятия решений важно учиты-

вать, что уровень достоверности различных данных может быть неодинаковым. 

Современные информационные системы должны быть способны различать, оце-

нивать и классифицировать различные массивы данных с целью поддержания 

определенного уровня достоверности искомого информационного продукта или 

приобретенных знаний. 

Структуры Big Data позволяют отслеживать перемещение, поведение и пред-

почтения отдельных индивидуумов, предвидеть их поведение с высокой точно-

стью и без их согласия. Эти возможности находятся в явном противоречии с дву-

мя фундаментальными принципами защиты данных, которыми являются скрытие 

данных и ограничение доступа к ним. Так, например, внедрение электронных ме-

дицинских досье и методов самообследования (с помощью датчиков на теле па-

циента) представляет собой большой шаг вперед в деле рационализации медицин-

ских предписаний, режимов лечения и программ восстановления здоровья, по-

скольку такого рода информация для многих пациентов является весьма чувстви-

тельной. Анализ больших объемов регистрационных данных о вызовах по сетям 

мобильной связи, даже когда они осуществляются анонимно и лишены всех дан-

ных персонального характера, может позволить выделить собственные параметры 

пользователя. За счет косвенной связи сетевых параметров пользователя с други-

ми (доступными для анализа) данными, такими как географически обусловлен-
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ный характер вызывного сигнала или указатели места, которое пользователь под-

ключил к линии связи, с определенной вероятностью может быть установлена и 

его идентичность. Пропорционально тому, как растет в мировом масштабе объем 

персональных данных и цифровой информации вообще, происходит рост количе-

ства случаев доступа к ним и их использования. Возникла необходимость предо-

ставления специальных гарантий, которые должны обеспечивать использование 

данных личного характера в соответствии с национальным и международным за-

конодательством по защите персональных данных. Другим вопросом, тесно свя-

занным с предыдущей проблемой, является безопасность в сфере компьютерных 

технологий (cybersecurity). Угрозы и риски информационных атак должны быть 

переоценены с учетом феномена Big Data и технических решений, адаптирован-

ных к возможным последствиям преступлений в информационной сфере.  

Big Data – это с одной стороны набор технологий, инструментов, методов и 

подходов, предназначенных для решения проблемы обработки больших объемов 

данных, а с другой стороны под Big Data понимают объем данных, который не-

возможно обработать общепринятыми, т.е., традиционными способами. Результа-

ты обработки больших массивов информации используются для выявления тен-

денций и закономерностей. Для больших компаний статистика и анализ данных 

всегда лежали в основе для ведения бизнеса на крупных рынках, но аналитиче-

ский подход стал намного более востребованным с развитием телекоммуникаций 

и намного более эффективным благодаря наличию мощных вычислительных ма-

шин и современным методам обработки данных при помощи технологий искус-

ственного интеллекта. В связи с вышесказанным, опираясь на теоретические и 

практические разработки таких авторов как: Герасименко Н.А. [1], Измалкова 

С.А. [2], Ситникова Н.В. [3], Цыпин А.П. [4, 5], Шилина М.Г. [6], Яковлев В.С. [7] 

и др. рассмотрим особенности формирования и методы анализа Big Data. Один из 

крупнейший экспертов Big Data Фрэнк Акито, считает, что сильнейшим фактором 

расширения cпектра применения Big Data является Интернет. Чем больше 

устройств подключено к Интернету, тем больше в сети появляется информации, 
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которую можно успешно использовать для ведения бизнеса. Это происходит за 

счет того, что анализируя полученные данные, компании изучают, какими прин-

ципами руководствуется потребитель при выборе товара или услуги. В результате 

этого маркетологи моделируют модель поведения потенциального потребителя и 

запускают соответствующую рекламную кампанию. В сентябре 2014 года 

«Accenture» опубликовала результаты крупного исследования под названием «Big 

Success from Big Data» (Большой успех от использования Big Data). Корреспон-

денты опросили 1000 директоров компаний из 7 различных сфер. 92% респонден-

тов выразили удовлетворенность конечными результатами внедрения Big Data и 

их влиянием на свой бизнес, 89% назвали аналитику деятельности очень важной 

составляющей в налаживании бизнес-процессов. 

Следующая работа, на которой хотелось бы остановить внимание –

исследование GE (General Electric) под названием «Industrial Internet Insights 

Report», проведенное компанией в 2015 году. 90% респондентов из разных отрас-

лей заверили: Большие Данные входит в топ-3 лидирующих направлений для их 

предприятий. 84% респондентов считают, что использование аналитики способно 

вытеснить предприятия конкурентов с рынка уже в течение от одного до трех лет. 

Следующей информацией поделился ведущий консультант по Big Data EMC Пед-

ро Десоуза. Применяя один из главных аналитических алгоритмов, предприятие 

смогло спрогнозировать и сократить число случаев закрытия потребительских 

счетов до 30%, а также уменьшить стоимость хранения больших данных с 

10миллионов долларов до ста тысяч за один год. Данные сведения подтверждают 

большие перспективы развития данного направления в жизни современного об-

щества. Универсального инструментария работы с Big Data еще не придумано, но, 

несмотря на все трудности, большие данные дают бесценные знания для различ-

ных отраслей. К самым наиболее часто используемым методам сбора данных от-

носят следующие: 
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Таблица 1 Методы сбора Больших Данных 

Метод  Характеристика 

SQL  
Язык программирования, позволяющий работать с базами 

данных 

NoSQL 
Содержит в себе серию подходов, предназначенных для 

реализации баз данных 

MapReduce 

Основной принцип функционирования заключается в по-

следовательной обработке данных двумя способами Reduce и 

Map. Map отбирает предварительные данные, Reduce агреги-

рует их. 

Hadoop 

Применяется для выполнения поисковых и контекстных 

механизмов высоконагруженных сайтов –Facebook, eBay, 

Amazon и др. 

SAP HANA  

Предоставляет высокую скорость обработки запросов. Еще 

одной отличительной особенностью является то, что Sap Hana 

облегчает системный ландшафт, сокращая издержки на под-

держку аналитических систем 

 

Источниками возникновения Big Data являются данные с измерительных 

устройств, потоки сообщений из социальных сообществ, метеоданные, данные 

зондирования Земли, GPS сигналы сотовых операторов о местоположении своих 

абонентов, устройств аудио- и видео-регистрации. Ожидается, что толчок в разви-

тии и начало широкого использования этих источников усилит проникновение 

технологий Big Data как в научно-исследовательскую деятельность, так и в фи-

нансовый сектор и сектор государственного управления. На сегодняшний день 

Big Data активно внедряются в зарубежных компаниях. Такие компании, как, 

Google, IBM, VISA, MasterCard, HSBC, AT&T и CocaCola, уже используют ресур-

сы Big Data. Далее представлены примеры использования методов Big Data на 

практике. Procter&Gamble при помощи технологий Big Data проектируют совре-
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менные продукты и проектируют глобальные маркетинговые кампании. 

Procter&Gamble открыл специализированные офисы Business Spheres, предназна-

ченные для просмотра информации в реальном времени. Таким образом, у управ-

ления фирмы появилась возможность мгновенно проверять гипотезы и проводить 

эксперименты. Procter&Gamble считают, что Big Data помогают в прогнозирова-

нии деятельности компании. На сегодняшний момент уже есть возможность про-

верять состояние ключевых узлов, их степени износа, управлять издержками на 

топливо и амортизацию. Правительство Германии использует Big Data в работе, 

связанной с анализом поступающих заявок на выдачу пособий по безработице. 

Результаты обработки данных, что 20% пособий выплачивалось незаконно. При 

помощи Big Data министерство труда уменьшило издержки на 10 млрд евро. Ис-

ходя из всего вышесказанного, можно сделать следующие выводы: Технологии 

Big Data подразумевают работу с огромными массивами информации. Универ-

сального метода обработки Больших Данных не существует, но присутствует 

возможность использования различных методов для частичного решения данной 

задачи. Успешное применение концепции Больших Данных на каком-либо пред-

приятии может серьезно увеличить эффективность работы, стимулировать к со-

зданию нового продукта. Разработка технологий обработки Big Data является 

очень перспективным направлением деятельности. 

Реализация ожиданий предприятий и индивидуальных пользователей в отно-

шении структур Big Data потребует взаимодействия многих систем и технологий. 

Организации, ответственные за внедрение технических нормативов, дали зеленый 

свет многим инициативам и рабочим группам, возникающим с целью более глу-

бокого исследования феномена Big Data. В 2012 г. Альянс безопасных облачных 

систем (Cloud Security Alliance) создал рабочую группу по вопросу Big Data, мис-

сия которой состоит в поиске технологий (модульной структуры), способных ре-

шить проблемы информационной безопасности и неприкосновенности частной 

жизни в сообществах, ориентированных на широкое использование данных. Ис-

следования такого рода должны определить наиболее эффективные практики 
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обеспечения безопасности и защиты частной жизни при использовании структур 

Big Data, а также помочь промышленному сектору и государственным органам 

адаптировать эти практики к своей повседневной деятельности. Национальный 

институт стандартов и технологий (NIST) США предпринял активные действия 

по изучению проблемы Big Data. В июне 2012 г. он организовал специальную ла-

бораторию, а в 2013 г. – рабочую группу, задачей которых является обеспечение 

надежной и эффективной адаптации феномена Big Data к современной информа-

ционной практике путем достижения консенсуса между участниками исследова-

ний по таким аспектам проблемы, как определения, таксономия и методы обеспе-

чения информационной безопасности. Кроме того, они должны подготовить «до-

рожную карту» разработок в области методов анализа структур Big Data и связан-

ных с анализом технологических инфраструктур. Комитет по нормализации си-

стем управления и обмена данными ISO уже начал проводить исследования с по-

мощью нового поколения аналитических процессов, использующих структуры 

Big Data. Консорциум W3C (World Wide Web Consortium), со своей стороны, со-

здал несколько групп специалистов, которые также исследуют различные аспекты 

феномена Big Data. Сектор нормализации телекоммуникаций МСЭ-Т в настоящее 

время работает над спецификациями индивидуальных сетевых инфраструктур под 

феномен Big Data. В процессе исследований МСЭ-Т по данной проблеме учиты-

ваются также работы, ведущиеся в различных странах и организациях в области 

сетей доступа, оптической транспортной инфраструктуры, сетевой функциональ-

ности, мультимедиа и информационной безопасности. 

2.1 Сложности обработки BIG DATA 

Проблема «больших данных» (Big Data) начала обсуждаться с 2008 г [81, 82]. 

Эту проблему чаще всего связывают с необходимостью анализа неструктуриро-

ванных данных больших объёмов. Для характеристики «больших данных» ввели 

упрощенные критерии, которые назвали «четырьмя V»: объемом (Volume), разно-

образием (Variety), изменчивостью (Variability) и скоростью (Velocity). Это озна-

чает, что большие данные появляются при наличии большого объема (volume), 
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который является проблемным для средств обработки. Это означает, что большие 

данные появляются при требовании быстрой обработки или высокой скорости 

обработки (velocity), которую не могут обеспечить средства обработки. Это озна-

чает, что большие данные появляются при высокой сложности [83] или упрощен-

но разнообразие (variety), которое не могут исследовать методы анализа и обрабо-

тать средства обработки. Появление термина «большие данные» связывают с 2008 

годом [84]. Введение термина «большие данные» связывают с Клиффордом Лин-

чем – редактором журнала Nature, подготовившего серию работ на данную тему. 

Это обозначает признание проблемы в не компьютерных сферах. Проблему 

больших данных выявили специалисты в области дистанционного зондирования 

Земли более 60 лет назад [85], спустя некоторое время ее отметили программи-

сты. Затем ее зафиксировали аналитики 20-30 лет назад. И только в последние де-

сять лет она открылась для бизнес-аналитиков и журналистов, что и привело к их 

повышенному вниманию к такому явлению и появлению термина «большие дан-

ные». В процессе развития человеческого общества происходит наблюдение че-

ловека за объектами, явлениями и процессами окружающего мира. Как результат 

наблюдения происходит получение информации в информационном поле [86, 87], 

накопление опыта и формирование описаний объектов, явлений и процессов. 

Первичное описание объектов окружающего мира состояло в формировании ко-

личественных и качественных свойств, характеристик, признаков и отношений 

между ними. Это описание представляет собой информационные коллекции. Вто-

ричное описание состояло в формировании моделей и систем, формируемых на 

основе анализа первичных коллекций данных. Чем сложнее объект исследования, 

тем большего количества информации требует его описание и тем объемнее и 

сложнее информационные коллекции, составляющие такое описание. Рост объе-

мов собираемой информации и требование ее обработки и хранения делают акту-

альным исследования в области методов и алгоритмов анализа больших и сверх-

больших коллекций данных [88]. Если в прежнее время появление новых фактов 

легко фиксировалось и становилось предметом исследования, то в настоящее 
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время проблемой становиться нахождение таких новых фактов и их формализа-

ция в больших массивах данных. Один из признаков больших данных большой 

объем информационных коллекций характеризует как IT-компании, так и науч-

ную сферу, а также широкий спектр организаций в самых различных областях. 

Поэтому в современной науке возникло новое научное направление, связанное с 

анализом больших и сверхбольших наборов данных - Big Data [5]. 

 

2.2 Ошибки в данных 

При анализе данных, как правило, нет возможности рассмотреть всю интере-

сующую нас совокупность объектов. Изучение очень больших объемов данных 

является дорогостоящим процессом, требующим больших временных затрат, а 

также неизбежно приводит к ошибкам, связанным с человеческим фактором. 

Вполне достаточно рассмотреть некоторую часть всей совокупности, то есть вы-

борку, и получить интересующую нас информацию на ее основании. Однако раз-

мер выборки должен зависеть от разнообразия объектов, представленных в гене-

ральной совокупности. В выборке должны быть представлены различные комби-

нации и элементы генеральной совокупности. 

Целостность данных предполагает: отсутствие неточно введенных данных, 

защиту от ошибок при обновлении баз данных; невозможность удаления (или 

каскадное удаление) связанных данных разных таблиц; сохранность данных при 

сбоях техники (возможность восстановление данных) и др.  

Оценка точности классификации может проводиться при помощи кросс-

проверки. Кросспроверка (Cross-validation) - это процедура оценки точности клас-

сификации на данных из тестового множества, которое также называют кросс-

проверочным множеством [3]. Точность классификации тестового множества 

сравнивается с точностью классификации обучающего множества. Если класси-

фикация тестового множества дает приблизительно такие же результаты по точ-

ности, как и классификация обучающего множества, считается, что данная модель 

прошла кросс-проверку. Разделение на обучающее и тестовое множества осу-
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ществляется путем деления выборки в определенной пропорции, например, обу-

чающее множество - две трети данных и тестовое - одна треть данных. Этот спо-

соб следует использовать для выборок с большим количеством примеров. Если же 

выборка имеет малые объемы, рекомендуется применять специальные методы, 

при использовании которых обучающая и тестовая выборки могут частично пере-

секаться. 

Точность прогноза, требуемая для решения конкретной задачи, оказывает 

большое влияние на прогнозирующую систему. Ошибка прогноза зависит от ис-

пользуемой системы прогноза. Чем больше ресурсов имеет такая система, тем 

больше шансов получить более точный прогноз. Однако прогнозирование не мо-

жет полностью уничтожить риски при принятии решений. Поэтому всегда учиты-

вается возможная ошибка прогнозирования. 

Точность прогноза характеризуется ошибкой прогноза. Наиболее распростра-

ненные виды ошибок [31]: 

 • Средняя ошибка (СО). Она вычисляется простым усреднением ошибок на 

каждом шаге. Недостаток этого вида ошибки - положительные и отрицательные 

ошибки аннулируют друг друга.  

• Средняя абсолютная ошибка (САО). Она рассчитывается как среднее абсо-

лютных ошибок. Если она равна нулю, то мы имеем совершенный прогноз. В 

сравнении со среднеквадратической ошибкой, эта мера "не придает слишком 

большого значения" выбросам.  

• Сумма квадратов ошибок (SSE), среднеквадратическая ошибка. Она вычис-

ляется как сумма (или среднее) квадратов ошибок. Это наиболее часто использу-

емая оценка точности прогноза.  

• Относительная ошибка (ОО). Предыдущие меры использовали действитель-

ные значения ошибок. Относительная ошибка выражает качество подгонки в тер-

минах относительных ошибок. 

Следует помнить, что при применении классических методов статистического 

анализа, которые, как правило, не являются робастными (устойчивыми), наличие 
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выбросов в наборе данных приводит к некорректным результатам. Если набор 

данных относительно мал, исключение данных, которые считаются выбросами, 

может заметно повлиять на результаты анализа. Наличие выбросов в наборе дан-

ных может быть связано с появлением так называемых "сдвинутых" значений, 

связанных с систематической ошибкой, ошибок ввода, ошибок сбора данных и 

т.д. Иногда к выбросам могут относиться наименьшие и наибольшие значения 

набора данных. 

В процессе проведения исследования, так же были выявлены ошибки (см. раз-

дел IV) 

2.3 Разнородность данных 

Большинство публикаций, посвященных анализу Больших Данных, сфокуси-

рованы непосредственно на анализе и не учитывают обработку полученных ре-

зультатов, предполагая, что будут применяться уже существующие методы в виде 

генерации отчетов, а также построения различного рода диаграмм или графиков. 

Однако для просмотра результатов анализа существующие методы могут быть 

неприменимы сразу по нескольким причинам. Во-первых, большое количество 

данных на входе порождает большое число результатов анализа на выходе  —  ес-

ли ранее многие закономерности оказывались за пределами статистической по-

грешности, то теперь они отчетливо преодолевают этот барьер. Ошибочно пола-

гать, что этим можно пренебречь и для принятия решений ограничиться только 

ключевыми закономерностями. В случае Больших Данных для достижения мак-

симальной эффективности принимаемых решений требуется учитывать даже едва 

различимые закономерности, иначе обработка больших потоков разнородных 

данных становится иррациональной. 

Во-вторых, значительно усложняется концептуальная модель выходной ин-

формации. Если в информационных хранилищах типичный отчет содержал не бо-

лее десятка входных параметров (например, временной срез, регион и т.д.), а в 

более точной параметризации не было нужды, поскольку отчет банально стано-

вился вырожденным и состоящим из пустых строк и нулевых значений, то для Big 
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Data такая вырожденность исчезает. Задачи анализа данных можно представить в 

виде равнобедренного треугольника, в основании которого объем исходных дан-

ных, а любая горизонтальная прямая, проведенная на некотором уровне, показы-

вает, как много результатов будут давать соответствующие методы анализа. По 

мере роста объема исходных данных вершина треугольника сначала проходит 

уровень простого поиска и просмотра данных, затем многомерного и статистиче-

ского анализа, и лишь затем выходит на уровень Data Mining. Однако по мере ро-

ста объемов исходных данных и на уровне Data Mining становится слишком мно-

го выходной информации. Получается, что если раньше для принятия решений 

необходимо было просмотреть всего несколько листов отчета, то в случае Боль-

ших Данных это не так. На аналитика, отвечающего за принятие решений, взва-

ливается огромный объем информации, из которой необходимо выделить наибо-

лее важную. Эту проблему можно решить двумя способами. Первый заключается 

в использовании автоматизированных средств, позволяющих выбрать наиболее 

важные отчеты, — например, в случае мониторинга динамики продаж отбирать 

отчеты, в которых наблюдается наиболее резкое изменение показателей по срав-

нению с предыдущим периодом. Такой метод применим не всегда, поскольку из-

менение показателей может просто объясняться внешними факторами, неизвест-

ными системе: например, резкий рост спроса на газированную воду может объяс-

няться жарой и совсем не говорит о том, что на следующий период необходимо 

планировать такие же объемы продаж. 

Второй способ борьбы с большим количеством отчетов заключается в реорга-

низации работы — выделяются отдельные люди, в обязанности которых входит 

просмотр отчетов и формирование резюме, направляемых лицам, принимающим 

решения. Формирование таких резюме в значительной мере отличается от суще-

ствующих средств генерации отчетов по следующим причинам. Во-первых, в ре-

зюме может входить самая разнородная информация. То есть один и тот же доку-

мент может включать в себя, как показатели продаж, динамику роста цен, изме-

нения в штатном расписании, так и любую иную информацию, вплоть до фото-
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графий торговых залов. Во-вторых, все резюме уникальны и даже могут не иметь 

общего формата. В-третьих, резюме всегда готовятся для конкретного человека по 

конкретному случаю, а следовательно, учитывают и специфику случая, и особен-

ности этого человека. В каких-то случаях может быть удобен распечатанный тек-

стовый документ, в других — презентация в формате для выступления перед 

аудиторией, в третьих —аудиозапись или видео. Из перечисленных требований 

формируется концепция автоматизированных метааналитических систем, позво-

ляющих: визуализировать результаты анализа и на их основе создавать докумен-

ты и презентации, предназначенные для просмотра вручную; монтировать аудио-

потоки и видеоролики; создавать Flash-анимацию. Однако данные средства и ме-

тоды не являются тривиальными, и сфокусированы на отбор и максимально 

наглядное представление разнородной информации. Решение этой задачи вруч-

ную создает высокую нагрузку на персонал, а хотя бы частичная автоматизация 

работы требует междисциплинарных научных исследований, касающихся нахож-

дения наиболее эффективных способов представления сведений в резюме. 

На данный момент подобные системы кажутся излишествами, но по мере ро-

ста числа практических задач, связанных с анализом Big Data, быстрая и удобная 

подготовка отчетов станет жизненно необходима.  

Для работы с Big Dataв ряде случаев применимы методы, разработанные в 

информационных хранилищах и на практике доказавшие свою эффективность,— 

некоторые из существующих алгоритмов могут быть адаптированы для обработки 

больших распределенных информационных массивов. Вместе с тем серьезные за-

труднения могут возникнуть при наглядном представлении полученных результа-

тов— из-за огромных объемов информации, поступающей на вход, резко возрас-

тает количество разнородных отчетов на выходе. Для их удобного представления 

необходимы новые программные средства, принципиально отличающиеся от ге-

нераторов отчетов, используемых для традиционных хранилищ. 

В текущем исследовании, данная проблема заключалась в разнородности из-

мерительных метрик, так как входные данные содержали помимо числовых зна-
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чений, таких как, сумма покупок, количество покупок еще и временные значения, 

такие, как дата регистрации и дата последней покупки. 

2.4 Нехватка мощностей 

С увеличением количества данных, а заодно и операций с ними растут и тре-

бования к скорости их обработки. Инструменты обработки Big Data требуют 

больших вычислительных мощностей, а, следовательно, дороги в закупке, уста-

новке и использовании, что является минусом данной технологии. Скорость чте-

ния данных с носителей, их передачи по интернет и другим каналам связи, уро-

вень вычислительных мощностей не должны отставать от роста объема обрабаты-

ваемой информации, а следовательно отсутствие актуальных и современных 

средств для обработки Big Dataвлечет за собой не эффективное использование 

данных технологий за счет высоких трудозатрат на обработку и анализ входных 

данных.  

К примеру, при использовании маломощных технических средств, процесс 

обработки данных для решения поставленных задач данного исследования, а 

именно кластеризация входных данных методом к – средних занимала порядка 7 

– 10 часов на одну прогонку данных, объем которых составлял порядка двух мил-

лионов строк в двух файлах формата *.xlsx. 

2.5 Законодательство о персональных данных 

Специальные положения, посвященные проблематике автоматизированной 

обработки персональных данных, сначала появились в Европе и впоследствии 

распространились по всему миру. По состоянию на начало 2012 г. законы о пер-

сональных данных были приняты в 89 странах мира [91]. Основополагающим ак-

том в данной сфере стала Конвенция о защите физических лиц при автоматизиро-

ванной обработке персональных данных, принятая Советом Европы 28 января 

1981 г., впоследствии дополненная протоколом по вопросам полномочий наблю-

дательных органов и трансграничной передачи данных. На основе положении 

данной Конвенции на национальном уровне страны Европы приняли отдельные 
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законы, посвященные регулированию персональных данных. Впоследствии наци-

ональное законодательство было гармонизировано рядом директив ЕС, в числе 

которых следует упомянуть Директиву 95/46/ЕС от 24 октября 1995 г. о защите 

прав частных лиц применительно к обработке персональных данных и о свобод-

ном движении таких данных и Директиву 2002/58/ЕС от 31 июля 2002 г.36, каса-

ющуюся использования персональных данных и защиты неприкосновенности 

частной жизни в сфере телекоммуникаций [93]. Указанные директивы были им-

плементированы в национальное законодательство государств — членов ЕС. В 

2005 г. Россия ратифицировала Конвенцию Совета Европы о защите физических 

лиц при автоматизированной обработке персональных данных 1981 г.37, в ре-

зультате чего был принят ФЗ от 27 июля 2006 г. N 152-ФЗ «О персональных дан-

ных», вступивший в силу 26 января 2007 г. (далее — Закон о персональных дан-

ных). Указанный закон в значительной степени отражает принципы защиты и об-

работки персональных данных, которые приняты в Европе и считаются основопо-

лагающими. Среди них ст. 5 Закона о персональных данных предусматривает 

[94]:  

1) законное основание обработки персональных данных, в качестве которого 

выступает информированное, конкретное и сознательное согласие субъекта пер-

сональных данных, за исключением случаев, прямо указанных в законе;  

2) ограничение обработки персональных данных только заранее установлен-

ными, законными целями; не допускается обработка персональных данных, 

несовместимая с целями их сбора, а равно избыточность персональных данных по 

отношению к целям их обработки;  

3) недопустимость объединения баз данных, содержащих персональные дан-

ные, обработка которых осуществляется в целях, несовместимых между собой;  

4) при обработке персональных данных должна быть обеспечена их точность 

и актуальность по отношению к целям обработки персональных данных. Опера-

тор должен принимать необходимые меры либо обеспечивать их принятие по 

удалению или уточнению неполных или неточных данных.  
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5) хранение персональных данных должно осуществляться в форме, позволя-

ющей определить субъекта персональных данных не дольше, чем этого требуют 

цели обработки персональных данных. Как будет показано далее, возможности, 

создаваемые технологиями «Больших данных», находятся в прямом противоре-

чии с указанными принципами и в целом ставят под сомнение адекватность и эф-

фективность законодательства о персональных данных в его нынешнем виде при-

менительно к новейшим технологическим реалиям. Некоторые исследователи уже 

делают категорические выводы о том, что право на частную жизнь и «Большие 

данные» несовместимы между собой. 

Принцип определенности целей сбора и обработки данных является одним из 

основополагающих, будучи предопределенным правом индивида на сообщение 

ограниченного перечня сведений о себе в строгом соответствии с конкретной 

необходимостью [40]. В эпоху «Больших данных» главный акцент делается на 

повторном использовании данных, поскольку все без исключения данные приоб-

ретают потенциальную ценность. Это в равной степени относится как к техниче-

ским данным (показателям датчиков темпера туры на заводе), так и к данным, по-

тенциально связанным с конкретными пользователями (данные GPS навигаторов, 

данные о посещении определенных сайтов, оставленных комментариях, сделан-

ных поисковых запросах или покупках), то есть той информации, которая может 

быть потенциально квалифицирована как персональные данные, дефиниция кото-

рых является предельно широкой («любая информация, относящаяся к прямо или 

косвенно определенному или определяемому физическому лицу» — ст. 3 Закона о 

персональных данных). Такого рода повторное использование данных имеет не-

малую ценность. Данные о сделанных клиентами покупках позволяют не только 

делать адресную рекламу, но и проводить исследования рынка, а также строить 

прогнозы относительно статуса клиента (пример с компанией Target, определив-

шей беременность покупательницы по характеру ее покупок). Чем больше данных 

у компании, тем больше у нее простора для применения технологий «Больших 
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данных» в целях выявления различного рода закономерностей, которые могут 

иметь значение для принятия бизнес-решений. 
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Выводы по второй главе 

В данной главе произведен обзор технологий Big Data, освещены основные те-

зисы данных технологий, приведены примеры использования Big Dataв совре-

менных реалиях, а также показаны проблемы обработки Big Data, такие как 

ошибки в данных, разнородность данных, необходимость в мощностях техниче-

ских средств.   
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III ПРЕДВАРИТЕЛЬНОЕ ОПРЕДЕЛЕНИЕ ЧИСЛА КЛАСТЕРОВ 

Инструменты, такие как RFM-анализ и методы кластеризации помогают про-

анализировать поведение клиента. Они применяются для анализа данных по кли-

ентам, которые совершили хотя бы одну покупку в течение определенного перио-

да.  

3.1 RFM – Анализ 

В сегодняшних реалиях для успешной деятельности предприятия на рынке не-

достаточно иметь просто хороший и качественный продукт. Стабильность разви-

тия предприятия во многом зависит от лояльности аудитории, которая влияет на 

объемы продажи уровень прибыли. Поэтому компаниям важно знать своих кли-

ентов, выстраивать с ними долгосрочные отношения, учитывать их потребности, 

выгоды и приоритеты. Об этом говорят следующие статистические данные: низ-

кий уровень лояльности снижает прибыль предприятия на 25–50%, а иногда и бо-

лее, а прирост постоянных потребителей на 5% приводит к росту прибыли на 25–

100%. В большинстве отраслей прибыль от каждого клиента растет по мере уве-

личения степени его сотрудничества с компанией [4]. Для того чтобы создавать 

длительные и эффективные рабочие отношения с клиентами, компании рекомен-

дуется обращать внимание на повышение лояльности клиентов. Важно, чтобы при 

разработке программы лояльности были проанализированы типы покупательско-

го поведения клиентов. Стремление компаний к повышению лояльности потреби-

телей связано с тем, что издержки на удержание постоянного клиента гораздо 

ниже, чем на привлечение нового [8]. Существует ряд подходов к определению 

лояльности. Согласно определению Д.А. Шевченко [5], лояльность – это привер-

женность покупателей к данной торговой марке, мотивированная прочно укоре-

нившейся привычкой покупать одно и то же изделие, товар или пользоваться од-

ной и той же услугой. В свою очередь, покупательскую лояльность можно опре-

делить как положительное отношение покупателя к тому или иному продукту, 

марке, магазину, услуге и т.д. [6] В целях построения долгосрочных отношений 

компания может влиять на поведение потребителей, но для этого ей необходимо 
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знать, как эффективно строить работу с каждым из них. Именно для этого необ-

ходимо правильно сегментировать клиентов компании. Под сегментацией потре-

бителей понимается разделение рынка на отдельные сегменты – группы потреби-

телей со сходными потребностями в определенных товарах или услугах [1]. 

Важно понимать, что универсального метода сегментирования не существует, 

поскольку сегментация, разработанная для определенного рынка, может не по-

дойти для другого. Поэтому она может осуществляться при помощи различных 

подходов. Для прогнозирования поведения клиентов желательно анализировать 

историю их покупок. На данный момент имеется множество инструментов, помо-

гающих спрогнозировать поведение клиентов, таких как RFM-анализ. 

При проведении RFM-анализа учитываются следующие показатели: 

Recency (давность) – время, прошедшее с момента последней покупки клиента. 

Для сегментации важно эмпирическое свойство этого показателя – чем меньше 

времени прошло с момента последней активности клиента, тем более вероятно, 

что он повторит свое действие. Для классификации по этому признаку необходи-

мо отсортировать список клиентов по дате последней покупки, разделить их к 

примеру на пять частей, присвоить коды («5», «4», «3», «2» или «1») и оценить 

отклик каждой группы после проведения очередного маркетингового мероприя-

тия. Frequency (частота покупок) – общее число действий, совершенных клиентом 

за исследуемый период времени. Как правило, тот клиент, который проделал 

больше всего действий в прошлом и настоящем, с большей вероятностью повто-

рит эти действия в будущем. В качестве такого показателя могут использоваться 

общее число покупок, число звонков/обращений клиента, количество специаль-

ных предложений, на которые откликнулся клиент за определенный период вре-

мени и т.д. Monetary(потраченные деньги) – сумма денег, которую истратил кли-

ент за определенный временной период. Согласно теории RFM-анализа, чем 

большую сумму потратил клиент, тем выше вероятность того, что он сделает по-

вторный заказ. 
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Анализируя данные о трех совокупностях R, F, M, маркетолог может сделать 

вывод о том, насколько компания является значимой для клиента. Стандартный 

подход RFM-анализа состоит в том, что необходимо разделить клиентов на пять 

равных групп по каждому из трех показателей. При построении оценки R необхо-

димо отсортировать клиентов в порядке возрастания по дате последней покупки, а 

затем разбить на пять равных групп. Код «1» будет присвоен тем, кто совершил 

последнюю покупку давно, а «5» – тем, кто покупал недавно. При построении 

оценок показателей F и M необходимо отсортировать клиентов в порядке убыва-

ния, затем аналогично разделить на пять равных групп и присвоить «5» тем, кто 

совершает покупки с наибольшей частотой/набольшие суммы, «1» – тем, кто со-

вершает покупки крайне редко или же на минимальные суммы. В результате по-

строения такой трехмерной классификации каждый клиент получает трехзначный 

номер от «111» до «555», при этом для продавца наиболее привлекательными за-

частую являются клиенты с кодом «555», а противоположные к ним(с кодом 

«111») считаются одноразовыми или утерянными клиентами. Такая категория по-

требителей может быть названа как «бездействующие», в них заключен опреде-

ленный потенциал, требующий дополнительного исследования. Если компания 

располагает достаточными ресурсами и временем, то эту категорию тоже следует 

изучать, но абсолютно другими методам по сравнению с остальными категория-

ми. Основным недостатком стандартного подхода является вероятность «случай-

ного» отнесения клиента к определенной группе. Это связано с тем, что при раз-

биении на пять групп равных по количеству элементов, клиентам с одинаковыми 

показателями могут быть присвоены разные значения R, F или M. Соответствен-

но, разрабатываемые маркетинговые мероприятия для этих групп могут оказаться 

не эффективными. Заметим, что для корректного применения подхода, основан-

ного на использовании кумулятивных кривых, значения показателя R, характери-

зующие давность последней покупки, необходимо преобразовать в обратные ве-

личины для того, чтобы меньшей давности соответствовало наилучшее значение 

показателя. В случае с разбиением на классы по F и M необходимости в таком 
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преобразовании нет, поскольку наилучшие клиенты будут обладать наивысшими 

значениями этих показателей. 

3.2 Разбивка данных по критерию «R» 

Для классификации по данному признаку была произведена сортировка списка 

клиентов интернет магазина по дате последней покупки. Разделение списка кли-

ентов на пять равных интервалов по дате последней покупки. Присвоены коды 

(«5», «4», «3», «2» или «1»). Интервалы дат покупок представлены на рисунке 3. 

Так же на рисунке 4 представлен график по количеству клиентов в каждой из 

присвоенных групп по критерию R. 

 

Рисунок 3 – График интервалов дат покупок 

 

Рисунок 4 – График количества клиентов в каждой из присвоенных групп 
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3.3 Разбивка данных по критерию «F» 

Для каждого клиента была посчитана частота покупок по ниже приведенной 

формуле.  

Частота =
Дпп−Др

КП
,  

где Дпп – дата последней покупки, Др – дата регистрации, КП – количество по-

купок. 

Далее по посчитанной частоте произведена сортировка и  разбиение на интер-

валы частот покупок. График интервалов частот покупок представлен на рисунке 

5. 

 

Рисунок 5 – Интервалы частот покупок по критерию F 

Было посчитано количество человек для каждого класса интервалов. Инфор-

мация представлена на рисунке 6. 

 

Рисунок 6 – Количество клиентов по кодам 
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3.4 Разбивка данных по критерию «M» 

Для классификации по данному признаку была произведена сортировка списка 

клиентов интернет магазина по сумме покупок. Разделение списка клиентов на 

пять равных интервалов по сумме покупок. Присвоены коды («5», «4», «3», «2» 

или «1»). Интервалы дат покупок представлены на рисунке 7. Так же на рисунке 8 

представлен график по количеству клиентов в каждой из присвоенных групп по 

критерию М. 

 

Рисунок 7 – Интервалы дат покупок критерию М 

 

Рисунок 8– Количество клиентов по кодам 

 

Количество клиентов по итоговым группам от 111 до 555 
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Таблица 2 – Количество клиентов по группам RFM 

№ Группы Кол-во № Группы Кол-во № Группы Кол-во № Группы Кол-во № Группы Кол-во 

111 464 211 784 311 1425 411 175 511 2733 

112 3595 212 6995 312 9232 412 11722 512 16793 

113 2294 213 4894 313 7892 413 9003 513 15673 

114 218 214 727 314 1427 414 1024 514 1983 

115 302 215 999 315 1272 415 558 515 943 

121 85 221 68 321 55 421 133 521 247 

122 681 222 916 322 847 422 1862 522 5020 

123 614 223 1324 323 1554 423 3447 523 9293 

124 91 224 329 324 469 424 928 524 2327 

125 97 225 367 325 410 425 561 525 1309 

131 49 231 37 331 102 431 194 531 503 

132 515 232 760 332 2133 432 5411 532 14694 

133 469 233 1391 333 3706 433 9771 533 27973 

134 128 234 411 334 1008 434 2442 534 7755 

135 92 235 404 335 1027 435 1796 535 4884 

141 16 241 38 341 97 441 264 541 546 

142 229 242 1190 342 3454 442 7111 542 18295 

143 318 243 2087 343 6451 443 14179 543 37455 

144 62 244 519 344 1813 444 4335 544 12938 

145 46 245 516 345 1577 445 2953 545 7257 

151 4371 251 9217 351 20096 451 37300 551 65146 

152 36318 252 76953 352 104585 452 164918 552 287958 

153 32878 253 65554 353 88477 453 128824 553 239176 

154 4245 254 10455 354 14034 454 18085 554 33790 

155 4847 255 11925 355 12819 455 9567 555 11902 
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3.5 Анализ структуры выделенных сегментов потребителей 

Дальнейшее исследование было направлено на изучение структуры выделен-

ных сегментов. Одна из базовых проблем кластерного анализа – определение оп-

тимального числа кластеров – решалась путем определения возможности анализа 

данных о клиентах, образующих каждый выделенный сегмент. В результате кла-

стерного анализа, таким образом было получено пять сегментов. В таблице 1 

отображены средние значения каждого показателя после объединения клиентов в 

сегменты. 

Дальнейший анализ состоял в более детальном рассмотрении данных по кли-

ентам, которые попали в тот или иной сегмент. 

Сегмент 1: В него входит 60% от всей клиентской базы. Его образуют данные 

о пользовании услугами магазина менее года. Обращение к услугам магазина раз 

в квартал за анализируемый период. Сумма оказанных услуг составила от 

40248061 руб. Клиенты данного кластера оказались наиболее привлекательная и 

прибыльная группа клиентов. Производилось обращение к услугам магазина до-

статочно часто, приносят большую часть прибыли. Поэтому необходимо прикла-

дывать усилия как для удержания клиентов этой группы, так и для привлечения в 

нее еще большего числа компаний из всей клиентской базы. 

Сегмент 2: В него входит 20% от всей клиентской базы. Его образуют данные 

о пользовании услугами магазина от 1,5 лет до года. Производилось обращение к 

услугам магазина раз в пол года. Сумма оказанных услуг составила от 30186046 

до 40248061 руб. Возможно, в эту группу входят также и новые клиенты магази-

на, поэтому нужно уделять дополнительное внимание данному сегменту и сделать 

так, чтобы росла частота их обращений, чтобы эти клиенты не стали «упущенны-

ми». 

Сегмент 3: В него входит 8% от всей клиентской базы. Его образуют данные, о 

начале сотрудничества от 2 до 1,5 лет назад. Производилось обращение к услугам 

магазина раз в  год. Сумма оказанных услуг составила от 20124031 до 30186046 

руб. Клиенты данного кластера оказались достаточно важными клиентами для ма-
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газина, которых необходимо удерживать, возможно, напоминать о себе, увеличи-

вать частоту их обращений. 

Сегмент 4: В него входит 5% от всей клиентской базы. Его образуют данные, о 

начале сотрудничества от 3 до 2 лет назад. Производилось обращение к услугам 

магазина чаще, чем раз в 1,5 года. Сумма оказанных услуг составила от 10062016 

до 20124031 руб. Данный сегмент обращается к услугам магазина не часто, но на 

большие суммы. Для стимулирования клиентов данной группы необходима ад-

ресная программа лояльности. 

Сегмент 5: В него входит 7% от всей клиентской базы. Его образуют данные, о 

начале сотрудничества более 3 лет назад. Производилось обращение к услугам 

магазина реже, чем раз в 1,5 года. Сумма оказанных услуг составила до 10062016 

руб. Это менее приоритетные клиенты для магазина. 

Данная сегментация по критериям R, F и М была проведена на основе трех 

сводных диаграмм представленных на рисунках 9, 10, 11 

 

Рисунок 9 – Отношение количества покупателей к сроку сотрудничества(R) и 

общей суммы затрат (М) 
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Рисунок 10 – Отношение количества покупателей к сроку сотрудничества (R) 

и частоте покупок (F) 

 

 

Рисунок 11 – Отношение количества покупателей к частоте покупок (F) и об-

щей сумме затрат (M) 
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Выводы по третьей главе 

В главе произведено описание предварительного определения числа кластеров 

по средствам применения RFM-анализа. Данный анализ произведен с целью по-

лучения предварительной картины рационального количества кластеров.  
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IV КЛАСТЕРИЗАЦИЯ BIG DATA 

В процессе проведения предварительного анализа данных, количество кото-

рых составляло порядка двух миллионов записей в таблицах в формате xlsx, таб-

лицы имели следующую структуру: «дата регистрации», «дата последней покуп-

ки», «количество покупок» и «общая сумма покупок»; были выявлены ошибоч-

ные записи. Ошибочные записи представляли собой, как логическое не соответ-

ствие, например дата регистрации, была позже даты последней покупки, так и 

программные ошибки при формировании самой базы данных, например, дата ре-

гистрации, была датирована 01.01.1753. Подобные ошибки было принято решение 

устранить, например, ошибка даты регистрации была устранена путем замены 

данной даты на дату первой регистрации, а именно 01.11.2011. Процентное соот-

ношение ошибочных данных для каждой выборки приведены в таблице 3. 

Таблица 3 – процентное соотношение ошибочных данных 

Таблица на 1849140 

Всего данных 

Файл: Data_1 1 000 000 

Файл: Data_2 849 140 

Итого:  1 849 140 

Ошибка: дата регистрации позже даты по-

следней покупки 

Ошибка: дата регистрации датирована 

XVIII веком 

Файл: Data_1 29 Файл: Data_1 17 508 

Файл: Data_2 0 Файл: Data_2 9 722 

Итого: 29 Итого: 27 230 

% ошибок от общего количества 

данных: 
0,002% 

% ошибок от общего 

количества данных: 
1,473% 

% всех ошибочных данных 1,475% 

Таблица на 30000 

Всего данных 

Файл: Data_30k 30 000 

Итого:  30 000 

Ошибка: дата регистрации позже даты по-

следней покупки 

Ошибка: дата регистрации датирована 

XVIII веком 

Файл: Data_30k 0 Файл: Data_30k 363 

Итого: 0 Итого: 363 

% ошибок от общего количества 

данных: 
0,000% 

% ошибок от общего 

количества данных: 
1,210% 

% всех ошибочных данных 1,210% 
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Дальнейшее исследование было направлено на изучение структуры выделен-

ных сегментов. Одна из базовых проблем кластерного анализа – определение оп-

тимального числа кластеров – решалась путем определения возможности анализа 

данных о клиентах, образующих каждый выделенный сегмент. 

Следующий этап решения поставленной задачи состоял в более детальном 

рассмотрении данных по клиентам, которые попали в тот или иной сегмент. Экс-

пертами со стороны заказчика были предложены следующие пять сегментов. 

Сегмент 1: В него входит 60% от всей клиентской базы. Его образуют данные 

о пользовании услугами магазина менее года. Обращение к услугам магазина раз 

в квартал за анализируемый период. Сумма оказанных услуг составила от 

40248061 руб. Клиенты данного кластера оказались наиболее привлекательная и 

прибыльная группа клиентов. Производилось обращение к услугам магазина до-

статочно часто, приносят большую часть прибыли. Поэтому необходимо прикла-

дывать усилия как для удержания клиентов этой группы, так и для привлечения в 

нее еще большего числа компаний из всей клиентской базы.  

Сегмент 2: В него входит 20% от всей клиентской базы. Его образуют данные 

о пользовании услугами магазина от 1,5 лет до года. Производилось обращение  к 

услугам магазина раз в пол года. Сумма оказанных услуг составила от 30186046 

до 40248061 руб. Возможно, в эту группу входят также и новые клиенты магази-

на, поэтому нужно уделять дополнительное внимание данному сегменту и сделать 

так, чтобы росла частота их обращений, чтобы эти клиенты не стали «упущенны-

ми».    

Сегмент 3: В него входит 8% от всей клиентской базы. Его образуют данные, о 

начале сотрудничества от 2 до 1,5 лет назад. Производилось обращение к услугам 

магазина раз в год. Сумма оказанных услуг составила от 20124031 до 30186046 

руб. Клиенты данного кластера оказались достаточно важными клиентами для ма-

газина, которых необходимо удерживать, возможно, напоминать о себе, увеличи-

вать частоту их обращений.  
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Сегмент 4: В него входит 5% от всей клиентской базы. Его образуют данные, о 

начале сотрудничества от 3 до 2 лет назад. Производилось обращение к услугам 

магазина чаще чем раз в  1,5 года. Сумма оказанных услуг составила от 10062016 

до 20124031 руб. Данный сегмент обращается к услугам магазина не часто, но на 

большие суммы. Для стимулирования клиентов данной группы необходима ад-

ресная программа лояльности.   

Сегмент 5: В него входит 7% от всей клиентской базы. Его образуют данные, о 

начале сотрудничества более 3 лет назад. Производилось обращение к услугам 

магазина реже чем раз в 1,5 года. Сумма оказанных услуг составила до 10062016 

руб. Это менее приоритетные клиенты для магазина. 

 

После исправления ошибок была произведена нормализация данных по пара-

метрам: дата регистрации, дата последней покупки, количество покупок, сумма 

покупок. Затем была проведена классификация по предложенным сегментам с 

помощью метода k-ближайших соседей, в ходе работы возник вопрос: «На сколь-

ко, предложенное число сегментов является оптимальным?» 

Для решения поставленных задач нами был модифицирован метод k-средних, 

модификация которого заключается в пересчете центроид после каждой итерации 

и изначальный выбор центроид производится не случайно, а на основе парамет-

ров заданных заказчиком. 

В результате применения кластерного анализа модифицированным методом k-

средних были получены структурированные данные по клиентской базе. Для вы-

явления наиболее оптимального количества кластеров были произведены экспе-

рименты с изменением количества кластеров от 2 до 6, использовался не только 

метод k-средних, но и метод ближайшего соседа. Результаты экспериментов пока-

зали, что при задании в методе разбивки на шесть кластеров – шестой кластер 

оказывается пустым, из расчета того, что производился поиск наибольшего коли-

чества кластеров для составления более адресных программ лояльности, был сде-

лан вывод, что оптимальное количество кластеров равняется пяти. 
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Для более наглядного представления кластеров были предоставлены графики 

в трехмерном и двумерном пространствах. Из данных графиков не представляется 

возможным определить оптимальное число кластеров, так как все данные распре-

делены равномерно, в связи с этим оптимальной разбивкой можно считать раз-

бивку, полученную в методе. 

Разбивка данных на трехмерное и двумерное пространство представлено на  

рисунках 12-21. 

 

Рис.12. Кластеры по дате последней покупки и количеству покупок. 

Рисунок 12 отображает образование двух кластеров с четкими и явными гра-

ницами. 
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Рис.13. Кластеры по дате регистрации покупки и количеству покупок. 

Рисунок 13 отображает образование трех кластеров с четкими и явными гра-

ницами между ними, следовательно, из этого можно сделать вывод, что дата ре-

гистрации, и сумма покупок образует только три кластера. 

 

 

Рис.14. Кластеры по дате последней покупки и количеству покупок. 



52 

Рисунок 14 отображает образование трех кластеров, следовательно, из, этого 

можно сделать вывод, что дата последней покупки и дата регистрации образуют 

только три кластера. 

 

 

 

 

. 

Рис.15. Кластеры по дате последней покупки и сумме покупок. 

Рисунок 15 отображает образование трех кластеров с нечеткими границами 

между ними, следовательно, из этого можно сделать вывод, что дата последней 

покупки и сумма покупок образует только три кластера. 
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Рис.16. Кластеры по количеству покупок и сумме покупок. 

 

Рис.17. Кластеры по дате регистрации и сумме покупок. 

 

Из рисунков 16-17 следует, что один из первоначальных кластеров пропал, 

вместо него появился новый, следовательно необходимо построить трехмерные 

проекции данных, для болеет точного определения числа кластеров. 



54 

 

Рис.18. Кластеры по количеству покупок, дате регистрации и сумме покупок. 

 

Рис.19. Кластеры по дате последней покупки и количеству покупок и сумме 

покупок. 

При совокупности всех четырех координат: дата последней покупки, дата ре-

гистрации, сумма количества покупок, явно выделяются четыре кластера. 
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Рис.20. Кластеры по дате последней покупки, дате регистрации и количеству 

покупок. 

 

Рис.21. Кластеры по дате последней покупки, дате регистрации и сумме поку-

пок. 

Разница в кластеризации между методом k-средних и методом k ближайших 

соседей составила примерно 0,5%. 

Результаты кластеризации методами k-средних и k-ближайших соседей (k-NN) 

приведены в таблице 4. 
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Таблица 4 – результаты работы методов k-средних и k-NN для 3 кластеров 

3 кластера 

Метод К-средних 
К ближайших 

соседей 

Количество записей 

в 1 кластере 
25980 25969 

Координаты Дата рег. 
Дата посл. 

покуп. 
Кол. 

Сумма 

покуп. 

 
Макс. значение 09.01.2018 09.01.2018 56 6779657 

Мин. значение 01.11.2011 01.01.2018 1 2 

Координаты 

центра 
03.10.2017 04.01.2018 2 44678 

Количество записей 

во 2 кластере 
2637 2645 

Координаты Дата рег. 
Дата посл. 

покуп. 
Кол. 

Сумма 

покуп. 

 
Макс. значение 10.07.2017 09.01.2018 22 2259463 

Мин. значение 01.11.2011 01.01.2018 1 50 

Координаты 

центра 
10.06.2015 04.01.2018 3 59938 

Количество записей 

в 3 кластере 
1383 1386 

Координаты Дата рег. 
Дата посл. 

покуп. 
Кол. 

Сумма 

покуп. 

 Макс. значение 01.08.2017 09.01.2018 5 1021499 

Мин. значение 01.11.2011 01.01.2018 1 18 

Координаты центра 02.02.2013 04.01.2018 2 22550 
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Таблица 5 – результаты работы методов k-средних и k-NN для 4 кластеров 

4 кластера 

Метод К-средних К ближайших 

соседей 

Количество записей 

в 1 кластере 
12423 12425 

Координаты Дата рег. 
Дата посл. 

покуп. 
Кол. 

Сумма 

покуп. 

 
Макс. значение 09.01.2018 09.01.2018 15 10000 

Мин. значение 27.12.2014 01.01.2018 1 2 

Координаты 

центра 
08.12.2017 04.01.2018 1 4333 

Количество записей 

во 2 кластере 
13557 13419 

Координаты Дата рег. 
Дата посл. 

покуп. 
Кол. 

Сумма 

покуп. 

 
Макс. значение 09.01.2018 09.01.2018 56 6779657 

Мин. значение 01.11.2011 01.01.2018 1 10007 

Координаты 

центра 
29.07.2017 04.01.2018 3 46042 

Количество записей 

в 3 кластере 
2449 2569 

Координаты Дата рег. 
Дата посл. 

покуп. 
Кол. 

Сумма 

покуп. 

 Макс. значение 10.07.2017 09.01.2018 12 2259463 

Мин. значение 01.11.2011 01.01.2018 1 199 

Координаты центра 10.06.2015 04.01.2018 3 59936 

Количество записей 

в 4 кластере 
1571 1631 

Координаты Дата рег. 
Дата посл. 

покуп. 
Кол. 

Сумма 

покуп. 

 Макс. значение 01.08.2017 09.01.2018 6 1022299 

Мин. значение 01.11.2011 01.01.2018 1 18 

Координаты центра 02.02.2013 04.01.2018 2 22568 
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Кластеризация проводилась в три этапа: 

1 этап – данные до 2018 года кластеризовались алгоритмом k-средних; 

2 этап – данные за 2018 год классифицировались алгоритмом k-ближащих со-

седей, в качестве обучающей выборки, были взяты результаты полученные на 

первом этапе; 

3 этап – проверка результатов полученных на 2 этапе, путем кластеризации 

всех данных, алгоритмом k-средних. 

Алгоритмы k-средних и k ближайших соседей были реализованы программно 

в среде Matlab см. Приложение 

В результате проведенного анализа выделились пять групп людей. Первая 

группа – случайные клиенты, вторая – упущенные, третья – регулярные покупа-

тели, четвертая – перспективные, пятая – VIP-клиенты.  

Разница в кластеризации между методом k-средних и методом k ближайших 

соседей составила примерно 0,5%. 

Так как количество кластеров (сегментов) было основано на данных получен-

ных при RFM-анализе, в качестве экспертной оценки, то была с формулирована 

подзадача определения оптимального числа сегментов с точки зрения кластерного 

анализа. 

Постановка данной подзадачи формулируется следующим образом: 

1. Среднее внутрикластерное расстояние должно стремиться k min 

𝐹1 =
∑ [𝑦𝑖 = 𝑦𝑗]]𝑝(𝑥𝑖 , 𝑥𝑗𝑖<𝑗 )

∑ (𝑦𝑖 = 𝑦𝑗)𝑖<𝑗

 → 𝑚𝑖𝑛 

2. Среднее межкластерное расстояние должно стремиться k max 

𝐹2 =
∑ [𝑦𝑖 ≠ 𝑦𝑗]]𝑝(𝑥𝑖 , 𝑥𝑗𝑖<𝑗 )

∑ (𝑦𝑖 ≠ 𝑦𝑗)𝑖<𝑗

 → 𝑚𝑎𝑥 

где p(xi, xj) - расстояние между двумя объектами  - кластера т.е. фактиче-

ски целевая функция может быть выражена как: 

𝜑 =
𝐹1

𝐹2
→ 𝑚𝑖𝑛 
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Так же для более репрезентативного представления данных множеств было 

принято решение перехода от 4-мернного пространства к 3-мерному, путем ап-

проксимация данных линейными многообразиями, т.е. дано конечное множество 

векторов x1,x2,…,xm∈Rn, для каждого k=0,1,…,n−1 среди всех k-мерных линейных 

многообразий в Rn найти такое Lk⊂Rn, что сумма квадратов уклонений xi от Lk 

минимальна:  

∑ dist2(x𝑖 , L𝑘)𝑚
𝑖=1 →min, 

где dist2(x𝑖 , L𝑘) — евклидово расстояние от точки до линейного многообра-

зия. Всякое k-мерное линейное многообразие в Rn может быть задано как множе-

ство линейных комбинаций Lk={a0+β1a1+⋯+βkak|βi∈R}, где параметры βi пробега-

ют вещественную прямую R, a0∈Rn а {a1,…,ak}⊂Rn — ортонормированный набор 

векторов  

dist2(x𝑖 , L𝑘)=||𝑥𝑖 − 𝑎0 − ∑ 𝑎𝑗(𝑎𝑗, 𝑥𝑖 − 𝑎0)||𝑘
𝑗=1

2
, 

где ∥⋅∥ евклидова норма, (aj,xi) — евклидово скалярное произведение, или в 

координатной форме:  

dist2(x𝑖 , L𝑘) = ∑ (𝑥𝑖𝑙 − 𝑎0𝑙 − ∑ 𝑎𝑗𝑙

𝑘

𝑗=1
∑ 𝑎𝑗𝑞(𝑥𝑖𝑞 − 𝑎0𝑞)

𝑛

𝑞=1
)

2𝑛

𝑙=1
 

Решение задачи аппроксимации для k=0,1,…,n−1 даётся набором вложенных 

линейных многообразий L0⊂L1⊂…Ln−1, Lk={a0+β1a1+⋯+βkak|βi∈R}. Эти линейные 

многообразия определяются ортонормированным набором векторов {a1,...,an−1} 

(векторами главных компонент) и вектором a0. Вектор a0 ищется как решение за-

дачи минимизации для L0: 

𝑎0 = argmin
𝑎0∈𝑅𝑛

(∑ dist2(x𝑖 , L𝑘)
𝑚

𝑖=1
), 

то есть 

𝑎0 = argmin
𝑎0∈𝑅𝑛

(∑ ||𝑥𝑖 − 𝑎0||2
𝑚

𝑖=1
). 

Это — выборочное среднее:  
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𝑎0 =
1

𝑚
∑ 𝑥𝑖 − 𝑋

𝑚

𝑖=1
 

Фреше в 1948 году обратил внимание, что вариационное определение средне-

го (как точки, минимизирующей сумму квадратов расстояний до точек данных) 

очень удобно для построения статистики в произвольном метрическом простран-

стве, и построил обобщение классической статистики для общих пространств 

(обобщённый метод наименьших квадратов). Векторы главных компонент могут 

быть найдены как решения однотипных задач оптимизации: 

Централизуются данные (вычитанием среднего): 

𝑥𝑖 = 𝑥𝑖 − 𝑋 

Теперь∑ 𝑥𝑖
𝑚
𝑖=1 = 0;   

Отыскивается первая главная компонента как решение задачи: 

𝑎1 = argmin
||𝑎1||=1

(∑ ||𝑥𝑖 − 𝑎1(𝑎1, 𝑥𝑖)||2
𝑚

𝑖=1
). 

если решение не единственно, то осуществляется выбор одного из них. 

Из данных вычитается проекция на первую главную компоненту:  

𝑥𝑖 = 𝑥𝑖 − 𝑎1(𝑎1, 𝑥𝑖) 

Отыскивается вторая главная компонента как решение задачи:  

𝑎2 = argmin
||𝑎2||=1

(∑ ||𝑥𝑖 − 𝑎2(𝑎2, 𝑥𝑖)||2
𝑚

𝑖=1
). 

Если решение не единственно, то выбирается одно из них. 

Далее процесс продолжается, то есть на шаге 2k−1 вычитается проекция на 

(k−1)-ю главную компоненту (к этому моменту проекции на предшествующие 

(k−2) главные компоненты уже вычтены): 

𝑥𝑖 = 𝑥𝑖 − 𝑎k−1(𝑎k−1, 𝑥𝑖); 

 

и на шаге 2k определяется k-я главная компонента как решение задачи: 
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𝑎𝑘 = argmin
||𝑎𝑘||=1

(∑ ||𝑥𝑖 − 𝑎k(𝑎2, 𝑥𝑖)||
2𝑚

𝑖=1
) 

 (если решение не единственно, то выбирается одно из них). На каждом подго-

товительном шаге (2k−1) вычитается проекция на предшествующую главную ком-

поненту. Найденные векторы {a1,...,an−1} ортонормированы просто в результате 

решения описанной задачи оптимизации, однако чтобы не дать ошибкам вычис-

ления нарушить взаимную ортогональность векторов главных компонент, можно 

включать ak⊥{a1,...,ak−1} в условия задачи оптимизации. Неединственность в опре-

делении ak помимо тривиального произвола в выборе знака (ak и −ak решают ту же 

задачу) может быть более существенной и происходить, например, из условий 

симметрии данных. Последняя главная компонента an — единичный вектор, орто-

гональный всем предыдущим ak. 

Возвращаясь к подзадаче, по нахождению оптимального количества класте-

ров, изучить разбивку на кластеры в динамике не скольких проходов предложен-

ного алгоритма. На рисунках 22-24 представлены динамики разделения на 2 кла-

стера проходов по продолжительности сотрудничества, по сумме покупки и по 

количеству покупок. 
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Рисунок 22. Динамики разделения на 2 кластера проходов по продолжитель-

ности сотрудничества 

 

Рисунок 23. Динамики разделения на 2 кластера проходов по сумме покупок 

 

Рисунок 24. Динамики разделения на 2 кластера проходов по количеству по-

купок 
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На рисунках 25-27 представлены динамики разделения на 3 кластера проходов 

по продолжительности сотрудничества, по сумме покупки и по количеству поку-

пок. 

 

Рисунок 25. Динамики разделения на 3 кластера проходов по продолжитель-

ности сотрудничества 

 

Рисунок 26. Динамики разделения на 3 кластера проходов по сумме покупок 
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Рисунок 27. Динамики разделения на 3 кластера проходов по количеству по-

купок 

На рисунках 28-30 представлены динамики разделения на 4 кластера проходов 

по продолжительности сотрудничества, по сумме покупки и по количеству поку-

пок. 

 

Рисунок 28. Динамики разделения на 4 кластера проходов по продолжитель-

ности сотрудничества 
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Рисунок 29. Динамики разделения на 4 кластера проходов по сумме покупок 

 

Рисунок 30. Динамики разделения на 4 кластера проходов по количеству по-

купок 
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Рисунок 31. Динамики разделения на 5 кластера проходов по продолжитель-

ности сотрудничества 

 

Рисунок 32. Динамики разделения на 5 кластера проходов по сумме покупок 
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Рисунок 33. Динамики разделения на 5 кластера проходов по количеству по-

купок 

На рисунках 34-36 представлены динамики разделения на 6 кластера проходов 

по продолжительности сотрудничества, по сумме покупки и по количеству поку-

пок. 
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Рисунок 34. Динамики разделения на 6 кластера проходов по продолжитель-

ности сотрудничества 

 

Рисунок 35. Динамики разделения на 6 кластера проходов по сумме покупок 

 

Рисунок 36. Динамики разделения на 6 кластера проходов по количеству по-

купок 
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Из рисунков 34-36 следует что «6 кластер» является «малозначимым» так как 

почти все его характеристики совпадают с «соседним» кластером, следовательно 

оптимальным числом кластеров является 5. 

Результаты кластеризации методом k-средних приведены в таблице 5. 

 

Таблица 5 – результаты кластеризации 

Число наблюдений в каждом кластере 

1 кластер 449313 

2 кластер 696979 

3 кластер 338366 

4 кластер 31313 

5 кластер 333169 
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Из исходных данных после проведения кластерного анализа было получено 

пять четко выраженных кластера для, которых могут быть разработаны пять но-

вых стратегий лояльности. Так же была предпринята попытка представить данные 

кластерного анализа в виде точечной диаграммы плотности, но из-за большого 

объема данных аппаратное обеспечение не смогло решить данную задачу.  

Следует отметить, что два совершенно разных подхода (метод k-средних и ме-

тод ближайшего соседа) дали хорошо интерпретируемый в терминах задачи ре-

зультат, что позволяет четко и вполне однозначно сегментировать клиентов и 

предлагать им адресные программы лояльности. 
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Выводы по четвертой главе 

В данной главе представлены результаты применения метода классификации к 

– ближайших соседей , а также метода кластеризации к – средних, показаны ди-

намики изменения координат центроидов, а так же данные по количеству записей 

в каждом кластере. 
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ЗАКЛЮЧЕНИЕ 

Проведенные исследования показывают, что использование методов класси-

фикации и кластеризации для решения задач Big Data требуют современных и ак-

туальных технологических возможностей. В процессе проведения исследования 

были достигнуты поставленные задачи, а именно выявлено, что эффективность 

исследуемых методов k – средних и k – ближайших соседей достаточна для реше-

ний задач ранжирования больших объемов данных, однако, как было сказано вы-

ше – требует актуальной и современной технической оснастки. В ходе проведения 

исследования была произведена предварительная разбивка входных данных на 

кластеры посредствам RFM-анализа, что дало достаточно четкое начальное пони-

мание рационального количества кластеров. Было выявлено, что предварительная 

нормализация данных, благотворно влияет на их обработку техническими сред-

ствами, а именно повышает скорость обработки входных данных, однако резуль-

таты обработки нормализованных данных тяжело воспринимаются аналитиком, в 

связи с чем возникает необходимость обратной нормализации (денормализации) 

данных.Так же выявлена достаточно весомая слабость метода к – средних, а 

именно необходимость корректного выбора количества начальных точек (центро-

идов) и их координат, но неоднократная прогонка данным методом большого 

объема данных показала, что метод достаточно корректно определяет координаты 

центроидов. Использование в ходе исследования метода k – ближайших соседей 

так же выявило достаточно весомый недостаток метода, который заключается в 

необходимости заранее владением критериев разбивки на классы, также исследо-

вание показало, что 75% данных достаточно, для формирования обучающей вы-

борки, а оставшиеся 25% достаточно для объявления их тестовыми данными, что 

в условиях решения задач ранжирования больших объемов данных является ир-

рациональным. При проведении исследования вышеуказанные метода были про-

граммно реализованы в среде Matlab. 
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ПРИЛОЖЕНИЕ 

Метод k-средних 

clearall; 

TOL = 0.0004; 

ITER = 30; 

kappa = 5; 

fileName = '500RFM.txt'; 

    f = textread(fileName,'%u'); 

    j=0; 

fori=1:3:1538226 

        j=j+1; 

X(j,1)=f(i); 

X(j,2)=f(i+1); 

X(j,3)=f(i+2); 

end 

tic; 

    [C, I, iter] = myKmeans(X, kappa, ITER, TOL); 

fileID = fopen('clusters.txt','wt');  

fprintf(fileID,'%d\n',I); 

fclose(fileID); 

 

function [C, I, iter] = myKmeans(X, K, maxIter, TOL) 

[vectors_num, dim] = size(X); 

R = randperm(vectors_num); 

I = zeros(vectors_num, 1); 

C = zeros(K, dim); 

for k=1:K 

C(k,:) = X(R(k),:); 

end 
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iter = 0; 

while 1 

for n=1:vectors_num 

minIdx = 1; 

minVal = norm(X(n,:) - C(minIdx,:), 1); 

for j=1:K 

dist = norm(C(j,:) - X(n,:), 1); 

ifdist<minVal 

minIdx = j; 

minVal = dist; 

end 

end 

I(n) = minIdx; 

end 

for k=1:K 

C(k, :) = sum(X(find(I == k), :)); 

C(k, :) = C(k, :) / length(find(I == k)); 

end 

RSS_error = 0; 

foridx=1:vectors_num 

RSS_error = RSS_error + norm(X(idx, :) - C(I(idx),:), 2); 

end 

RSS_error = RSS_error / vectors_num; 

iter = iter + 1; 

if 1/RSS_error< TOL 

break; 

end 

ifiter>maxIter 

iter = iter - 1; 
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break; 

end 

end 

 

Метод k ближайших соседей 

clear all; 

fileName3 = 'RFM.txt'; 

RFM = textread(fileName3,'%f'); 

cont= zeros(125,5); 

j=0; 

fori=1:3:375 

    j=j+1; 

cont(j,1)=RFM(i); 

cont(j,2)=RFM(i+1); 

cont(j,3)=RFM(i+2); 

end 

n = length(cont(:,1)); 

L_min = 2; 

L = zeros(n,n); 

Rez = zeros(n,1); 

fori=1:1:n 

    L(:,i)=sqrt((cont(:,1)-cont(i,1)).^2 + (cont(:,2)-cont(i,2)).^2 + (cont(:,3)-

cont(i,3)).^2)<=L_min;  

Rez(i) = sum(L(:,i))-1; 

L(:,i)=L(:,i).*(1:1:n)'; 

end 

kol=25; 

c=1; 

fori=1:1:n 
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ifcont(i,4) == 0 

ifRez(i)<kol 

cont(i,4)=1; 

cont(i,5)=-1; 

else 

uvec = cont(:,5); 

cont(i,5)=c; 

while sum(uvec-cont(:,5))~=0 

uvec = cont(:,5); 

for j=1:1:n 

ifcont(j,5)==c &&cont(j,4)==0 

ifRez(j)<kol 

cont(j,4)=1; 

cont(j,4)=-1; 

else 

cont(j,4)=1; 

cont(find(L(j,:)>0),5)=c;  

end 

end; 

end; 

end; 

            c=c+1; 

end; 

else 

continue 

end; 

end; 

 

filename = 'grafici.xls'; 
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xlRange = 'N2:N30001'; 

datereg = xlsread(filename,xlRange);%чтениефайла 

 

filename = 'grafici.xls'; 

xlRange = 'S2:S30001'; 

datelast = xlsread(filename,xlRange);%чтениефайла 

 

filename = 'grafici.xls'; 

xlRange = 'M2:M30001'; 

summ = xlsread(filename,xlRange);%чтениефайла 

 

filename = 'grafici.xls'; 

xlRange = 'L2:L30001'; 

count = xlsread(filename,xlRange);%чтениефайла 

 

filename = 'grafici.xls'; 

xlRange = 'X2:X30001'; 

clus = xlsread(filename,xlRange);%чтениефайла 

rj=1; 

bj=1; 

ki=1; 

gj=1; 

yj=1; 

 

fori=1:30000 

ifclus(i)==1 

r(1,rj)=count(i); 

r(2,rj)=summ(i); 

r(3,rj)=datereg(i); 
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r(4,rj)=datelast(i); 

rj=rj+1; 

end 

ifclus(i)==2 

b(1,bj)=count(i); 

b(2,bj)=summ(i); 

b(3,bj)=datereg(i); 

b(4,bj)=datelast(i); 

bj=bj+1; 

end 

%     if clus(i)==3 

%         k(1,kj)=count(i); 

%         k(2,kj)=summ(i); 

%         k(3,kj)=datereg(i); 

%         k(4,kj)=datelast(i); 

%         kj=kj+1; 

%     end 

ifclus(i)==4 

g(1,gj)=count(i); 

g(2,gj)=summ(i); 

g(3,gj)=datereg(i); 

g(4,gj)=datelast(i); 

gj=gj+1; 

end 

ifclus(i)==5 

y(1,yj)=count(i); 

y(2,yj)=summ(i); 

y(3,yj)=datereg(i); 

y(4,yj)=datelast(i); 
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yj=yj+1; 

end 

end 

 

figure; 

plot3(r(2,:),r(3,:),r(4,:),'r.',g(2,:),g(3,:),g(4,:),'g.',b(2,:),b(3,:),b(4,:),'b.',y(2,:),y(3,:),y(

4,:),'y.'); 

xlabel('Summa'); 

ylabel('Date regestrations'); 

zlabel('Date last buy'); 

 

figure; 

plot3(r(1,:),r(3,:),r(4,:),'r.',g(1,:),g(3,:),g(4,:),'g.',b(1,:),b(3,:),b(4,:),'b.',y(1,:),y(3,:),y(

4,:),'y.'); 

xlabel('Count'); 

ylabel('Date regestrations'); 

zlabel('Date last buy'); 

 

figure; 

plot3(r(2,:),r(3,:),r(1,:),'r.',g(2,:),g(3,:),g(1,:),'g.',b(2,:),b(3,:),b(1,:),'b.',y(2,:),y(3,:),y(

1,:),'y.'); 

xlabel('Summa'); 

ylabel('Date regestrations'); 

zlabel('Count'); 

 

figure; 

plot3(r(2,:),r(1,:),r(4,:),'r.',g(2,:),g(1,:),g(4,:),'g.',b(2,:),b(1,:),b(4,:),'b.',y(2,:),y(1,:),y(

4,:),'y.'); 

xlabel('Summa'); 
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ylabel('Count'); 

zlabel('Date last buy'); 

 

figure; 

plot(r(2,:),r(1,:),'r.',g(2,:),g(1,:),'g.',b(2,:),b(1,:),'b.',y(2,:),y(1,:),'y.'); 

xlabel('Summa'); 

ylabel('Count'); 

 

figure; 

plot(r(1,:),r(3,:),'r.',g(1,:),g(3,:),'g.',b(1,:),b(3,:),'b.',y(1,:),y(3,:),'y.'); 

xlabel('Count'); 

ylabel('Date regestrations'); 

 

 

figure; 

plot(r(1,:),r(4,:),'r.',g(1,:),g(4,:),'g.',b(1,:),b(4,:),'b.',y(1,:),y(4,:),'y.'); 

xlabel('Count'); 

ylabel('Date last buy'); 

 

figure; 

plot(r(2,:),r(3,:),'r.',g(2,:),g(3,:),'g.',b(2,:),b(3,:),'b.',y(2,:),y(3,:),'y.'); 

xlabel('Summa'); 

ylabel('Date regestrations'); 

 

 

figure; 

plot(r(2,:),r(4,:),'r.',g(2,:),g(4,:),'g.',b(2,:),b(4,:),'b.',y(2,:),y(4,:),'y.'); 

xlabel('Summa'); 

ylabel('Date last buy'); 
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figure; 

plot(r(3,:),r(4,:),'r.',g(3,:),g(4,:),'g.',b(3,:),b(4,:),'b.',y(3,:),y(4,:),'y.'); 

xlabel('Date regestrations'); 

ylabel('Date last buy'); 

 

% figure; 

% plot3(datereg, datelast, count, 'k.'); 

%  

% figure; 

% plot3(datereg, count, summ, 'k.'); 

%  

% figure; 

% plot3(count, datelast, summ, 'k.'); 

%  

% filename = '10.xls'; 

% for i=1:100 

%     faz1(1,i)=fat1(i); 

%     faz1(2,i)=fat2(i); 

%     faz1(3,i)=fat3(i); 

% end 

%xlArray = 'B2:GT4'; 

% xlswrite(filename,faz1,xlArray); 

 

 


