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ВВЕДЕНИЕ 

Актуальность темы 

Контроль качества продукции является важным этапом на металлур-

гических заводах, ведь гарантия качества означает соответствие механиче-

ских и других свойств определенным значениям. Но когда металл находится 

в прокате, состояние его поверхности или покрытия создает отдельный важ-

ный фактор качества, который также необходимо контролировать [22]. 

Контроль поверхности как правило осуществляется визуально (чело-

веком) на конечных этапах производства. Однако, даже здесь скорость про-

ката металла очень высока и на проведение контроля имеется очень мало 

времени. По окончанию процесса прокатываемый металл сворачивается в 

рулон, после чего обнаружить дефект становится еще труднее. Нередко это 

приводит к отгрузке потребителю некачественного металла, что в дальней-

шем влечет значительные финансовые потери для производителя. 

Таким образом, очевидно, что потребность металлургических пред-

приятий в системах автоматизации обнаружения и классификации поверх-

ностных дефектов является очень высокой. Но, несмотря на эту высокую 

потребность, разработчиков подобных систем на сегодняшний день до-

вольно мало. Наиболее известные: ISRA Parsytec, Codnex, Matra, EES, 

Siemens-VAI, Sipar и др.) [1]. При этом существующие системы хорошо вы-

полняют обнаружение дефектов, но до сих пор имеют сложности с их клас-

сификацией. Сложность обусловлена тем, что поверхности сталей, прока-

тываемые на разных агрегатах даже одного и того же завода, часто различа-

ются по внешнему виду, а это приводит к усложнению алгоритмов обнару-

жения и классификации дефектов поверхности [2, 20, 32]. Кроме того, лю-

бую универсальную часть системы приходится адаптировать под конкрет-

ную производственную линию [23]. Помимо этого, сложность обусловлена 

большим количеством разновидностей поверхностных дефектов [12].  

Характеристики и классификация дефектов варьируются для каждого 

конкретного производства и агрегата и не регулируются общепринятым 
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стандартом. Даже небольшие изменения в производственном процессе мо-

гут вызывать появление новых видов дефектов [36]. 

Архитектура и подробные характеристики коммерческих систем ав-

томатического обнаружения дефектов не распространяются в открытом до-

ступе. Однако существуют научно-исследовательские проекты на эту тему. 

К примеру, в работах [4, 25] описан пример с использованием алгоритма по 

выделению признаков, созданного без использования машинного обучения 

в комбинации с нейронной сетью для классификации. 

Стоит отдельно отметить, что высокая точность классификации де-

фектов создаст возможность заранее согласовывать качество металлопро-

ката с потребителем – предприятие может пойти на определенные уступки, 

вместо полной замены и дальнейшего перепроизводства продукции. 

Таким образом, разработка аналогичной системы с использованием 

искусственных нейронных сетей (ИНС) для достижения высокой точности 

классификации является очень актуальной задачей. 

Цель и задачи исследования 

Основной целью данной работы является создание программной си-

стемы, выполняющей классификацию дефектов поверхности металлопро-

ката с высокой точностью (свыше 90 %) и высокой скоростью (не более 1 се-

кунды на 1 изображение) за счет использования искусственных нейронных 

сетей. Для достижения цели необходимо выполнить следующие задачи: 

1) выполнить исследование предметной области, определить возмож-

ность использования нейронных сетей для решения задачи классификации 

дефектов металлопроката; 

2) построить модель нейронной сети, подходящую для решения за-

дачи классификации видимых дефектов металлопроката; 

3) выполнить генерацию обучающей, тестовой и валидационной вы-

борок на основе базы данных дефектов поверхности горячего металлопро-

ката, предоставленной Северо-восточным университетом (NEU); произве-

сти аугментацию сгенерированных выборок; 
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4) спроектировать и реализовать систему классификации дефектов; 

5) провести тестирование и вычислительные эксперименты. 

Структура и объем 

Выпускная квалификационная работа состоит из введения, пяти ос-

новных разделов, заключения, библиографии и приложения. Объем работы 

составляет 61 страницу, объем библиографии – 39 наименований, объем 

приложения – 5 страниц. 

Содержание работы 

В первой главе «Современные способы классификации дефектов» 

представлено исследование предметной области по классификации дефек-

тов металлопроката. Приводятся краткие сведения по способу решения этой 

задачи коммерческими системами. Рассматриваются научные работы по 

направлению исследований. Описываются существующие способы реше-

ния задачи классификации дефектов и выделяются основные характери-

стики этих способов – точность и скорость классификации. 

Во второй главе «Проектирование» описывается проектирование си-

стемы для классификации дефектов. Выполняется подбор базовых архитек-

тур искусственных нейронных сетей для решения задачи классификации. 

В третьей главе «Реализация» описывается реализация системы для 

классификации дефектов. Приводятся построенные модели нейронных се-

тей для решения задачи классификации. 

В четвертой главе «Тестирование» описывается тестирование компо-

нентов разработанной программной системы. Приводятся результаты тести-

рования. 

В пятой главе «Вычислительные эксперименты» представлены ре-

зультаты обучения и работы разработанных моделей нейронных сетей, при-

водятся их основные качественные параметры – точность и скорость клас-

сификации, а также анализируются полученные результаты.  

В заключении приводятся результаты работы, подводятся итоги про-

веденных исследований. 



8 
 

1. СОВРЕМЕННЫЕ СПОСОБЫ КЛАССИФИКАЦИИ ДЕФЕКТОВ 

В обосновании актуальности работы уже было отмечено, что суще-

ствующие программные системы по обнаружению и классификации дефек-

тов металлопроката являются закрытыми в силу своей коммерциализации. 

Но, как правило, классификация дефектов в этих системах выполняется ме-

тодами компьютерного зрения [1]. Сам процесс классификации происходит 

следующим образом: при обнаружении дефекта система сравнивает его 

изображение с множеством других изображений, находящихся в различных 

разделах сетевого хранилища, где один раздел – один тип дефекта, а имя 

раздела соответственно совпадает с названием дефекта, который представ-

лен на хранящихся в разделе изображениях. Разделы сетевого хранилища 

пополняются лишь с помощью человека, который уверен, что дефект на по-

мещаемом в соответствующий раздел хранилища изображении является до-

стоверным по отношению к имени раздела. Точность классификации такой 

системы при этом варьируется от 65 % до 75 %, оставляя часть обнаружен-

ных дефектов попросту неклассифицированными. Кроме того, сравнение 

большого множества изображений требует значительных временных затрат, 

а также существенных вычислительных ресурсов, влекущих за собой слож-

ность обслуживания системы. Наличие подобных проблем еще раз подчер-

кивает актуальность поставленной задачи. 

В противоположность отсутствию открытых сведений о коммерче-

ских программных системах, важность задачи классификации дефектов ме-

таллопроката обуславливает наличие научных работ по этому направлению. 

Далее рассматриваются некоторые из таких работ, описывающие различные 

современные подходы к решению этой задачи. Основной интерес в этих ра-

ботах представляют полученные результаты исследований, касающиеся 

точности классификации дефектов и скорости выполнения классификации 

одного изображения. 

В конце данного раздела приводится сводка по результатам всех рас-

смотренных исследований. 
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1.1. Модель SVM 

Одним из самых популярных методов классификации дефектов явля-

ется метод опорных векторов (Support Vector Machine) – модель SVM. Из-

начально модель была предназначена для разделения на два класса и ис-

пользовалась при классификации всего двух, но довольно похожих классов 

дефектов [13, 24]. Позднее модель была расширена для разделения на мно-

жество классов используя методики «один против всех» и «один против од-

ного» [10, 37]. Для применения мультиклассовой классификации необхо-

димо обучение нескольких бинарных классификаторов. Наиболее распро-

странённый подход – использование метода «один против всех», где клас-

сификатор обучен следующим образом: один из классов имеет позитивную 

отметку, а все остальные – негативную. Таким образом, возникает необхо-

димость наличия классификатора для каждого класса. Метод «голосований» 

на основе серии бинарных сравнений был рассмотрен в работе [3], и показал 

себя достаточно хорошо, но из-за необходимости множества классификато-

ров при мультиклассовой классификации SVM требует больших вычисли-

тельных ресурсов. Архитектура метода представлена на рис. 1. 

 
Рис. 1. Архитектура SVM 

В статье [5] авторы разработали модификацию модели – HSVM-MC. 

Точность классификации модели составила 95.18 % против 93.27 % базовой 

SVM, скорость классификации одного изображения – 1.104 с против 1.133 с 

соответственно. Результаты были получены при проведении исследований 

на 900 изображениях, среди которых – 6 различных классов дефектов. 
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1.2. Модель HCGA 

Зачастую для решения аналитически неразрешимых проблем приме-

няются различные интеллектуальные алгоритмы, в том числе генетические. 

Генетический алгоритм – это алгоритм, который позволяет найти удовле-

творительное решение сложнорешаемых проблем через последовательный 

подбор и комбинирование искомых параметров с использованием механиз-

мов, напоминающих биологическую эволюцию. В работе [15] описывается 

совместное применение классификатора SVM и генетического алгоритма 

гибридной хромосомы для создания модели классификации дефектов в ре-

альном времени (в английском эквиваленте название алгоритма звучит как 

«Hybrid Chromosome Genetic Algorithm», аббревиатура которого и форми-

рует название модели). Листинг используемого генетического алгоритма 

представлен на рис. 2. Визуальное представление модели HCGA – на рис. 3. 

Input: Начальное поколение - pop(1), Тренировочный вектор признаков - FS; 

Output: Оптимизированный SVM классификатор(SVMO); 

1: Разделить FS на FStrain and FStest; 

2: i=1; // i – порядок поколения 

3: while i < 200 do: 

4:   generateClassifier(popi, FStrain, FStest); //Селекция 

5:   calculateFitness(Acc);    //Фитнес-функция 

6:   selectionOperation(popi); //Селекция 

7:   crossoverOperation(popi); //Crossover 

8:   mutationOperation(popi);  //Мутация 

9:   pop(i+1) < generatePop(pop(i)); 

10:  i = i + 1; 

11: end while; 

12: Output SVMO; 

13: Function (SVM, Acc) = generateClassifier(pop(i), FStrain, FStest) 

14: Расшифровка pop(i) and получение KF, P and SF; 

15: Выбор признаков и функции ядра в соответствии с SF и KF; 

16: Тренировка SVM в соответствии с выбранной функцией ядра, P и выбранных 

признаков; 

17: Тестирование модели классификации по вектору FStest и получение Acc; 

18: return SVM; Acc; 

# Acc – точность. 

Рис. 2. Листинг генетического алгоритма в HCGA 
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Основная идея модели заключается в следующем: после предвари-

тельной обработки изображения из целевого изображения дефекта и его со-

ответствующего предварительно обработанного изображения извлекаются 

четыре типа визуальных особенностей, в том числе: геометрическая харак-

теристика, характеристика формы, текстурная характеристика и характери-

стика оттенков серого. Чтобы использовать генетический алгоритм для оп-

тимизации модели классификации, основанной на гибридной хромосоме, 

структура гибридной хромосомы адаптирована для плавной интеграции 

функции ядра, визуальных особенностей и параметров модели. Это ведет к 

тому, что хромосома и модель классификации SVM могут развиваться и оп-

тимизироваться в соответствии с генетическими операциями и оценкой при-

годности. В конце концов, окончательный классификатор SVM выбирается 

по результатам декодирования полученной наиболее оптимальной хромо-

сомы. 

 
Рис. 3. Модель HCGA 
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Результаты, полученные авторами статьи при использовании модели 

HCGA для решения задачи классификации дефектов металлопроката: 

- точность классификации – 95.04 %; 

- время классификации одного изображения – 0.158 с. 

 

1.3. Модель MPCNN 

С 2012 года, после победы на ежегодном соревновании ImageNet по 

распознаванию образов, сверточные нейронные сети обретают взрывную 

популярность, и на их основе рождается множество решений различных за-

дач, в том числе и модель MPCNN для решения задачи классификации де-

фектов проката. Далее дается определение сверточным сетям, а затем опи-

сывается сама модель и архитектуры на ее основе. Пример сверточной сети 

приведен на рис. 4. 

 
Рис. 4. Основные строительные блоки CNN 

Сверточные нейронные сети (Convolutional Neural Network – CNN) 

представляют собой иерархические модели, чередующие две основные опе-

рации – свертку и подвыборку (или субдискретизацию), напоминающие 

простые и сложные клетки в первичной зрительной коре человеческого го-

ловного мозга [16]. Поскольку веса CNN распределяются, число свободных 

параметров не увеличивается пропорционально входным данным, как в 
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стандартных многоуровневых сетях. Поэтому CNN хорошо масштабируется 

для изображений реального размера и превосходит многие тесты распозна-

вания объектов [6, 7, 8]. CNN, как изображено на рис. 4, состоит из несколь-

ких основных строительных блоков, кратко объясненных далее. 

Сверточный слой: выполняет 2D-фильтрацию между входными изоб-

ражениями x и набором фильтров w, создавая другой набор изображений h. 

Таблица CT соединений указывает на соответствие входов-выходов, от-

клики фильтров от входов, подключенных к одному и тому же выходному 

изображению и линейно объединенных. Каждая строка в CT является соеди-

нением и имеет следующую семантику: (входное изображение, идентифи-

катор фильтра, выходное изображение). 

Сверточный слой выполняет следующее отображение: 

ℎ" = 	 % 𝑥' ∗ 	𝑤*
',*	∈	-./,0,1

,																																																			(1) 

где ∗ обозначает 2D действительную свертку. Каждый фильтр wk определен-

ного слоя имеет одинаковый размер и определяет, вместе с размером вход-

ных данных, размер выходных изображений hj. Затем к h применяется нели-

нейная функция активации (например, тангенциальная, логистическая и 

т.д.), как и для стандартных многослойных сетей. 

Слой субдискретизации: уменьшает размерность ввода на постоянный 

коэффициент. Задача этого уровня – не только уменьшить вычислительную 

нагрузку, но и выполнить выбор признаков. Входное изображение разбива-

ется на части (в неперекрывающихся областях изображения), из которых из-

влекается только одно выходное значение. Распространенными вариантами 

являются максимумы или средние значения, обычно представляемые в ан-

глоязычном варианте сокращениями Max-Pooling и Avg-Pooling соответ-

ственно. 

MaxPooling, как правило, наиболее популярен, так как он вводит не-

большую инвариантность к поворотам и искажению, приводит к более 

быстрой конвергенции и лучшему обобщению [31].  
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В рассматриваемой статье используется только этот вид подвыбороч-

ного слоя, откуда и возникло название модели – MPCNN (MaxPoolingCNN). 

Полносвязный слой: это стандартный слой многоуровневой сети. Вы-

полняет линейную комбинацию входного вектора с весовой матрицей. Либо 

сеть чередует сверточные слои и слои с max-pooling, так что на некоторой 

стадии получается вектор признаков 1D (изображения 1×1), либо результи-

рующие изображения переупорядочиваются, чтобы иметь форму 1D. Вы-

ходной слой всегда является полносвязанным с таким количеством нейро-

нов, сколько классов в задаче классификации. Выходы нормализованы с по-

мощью функции активации softmax и, следовательно, дают приблизитель-

ные вероятности определяемого класса. 

Авторами статьи [21] было разработано 2 архитектуры сетей для клас-

сификации дефектов металлопроката на базе модели MPCNN: 5HL-MPCNN 

и 7HL-MPCNN, которые описываются далее. 

Первая архитектура имеет 5 скрытых слоев, сверточный слой с 50 кар-

тами признаков и фильтрами размером 19×19, слой max-pooling размера 

4×4, сверточный слой со 100 картами признаков и фильтрами размером 

13×13, слой max-pooling размером 3×3, полносвязный слой со 100 нейро-

нами и полносвязный слой с 7-ю выходными классами. 

Вторая архитектура имеет 7 скрытых слоев, сверточный слой с 50 кар-

тами признаков и фильтрами размером 11×11, слой max-pooling размера 

4×4, сверточный слой с 100 картами признаков и фильтрами размера 6×6, 

max-pooling слой размером 3×3, сверточный слой со 150 картами признаков 

и фильтрами размером 5×5, max-pooling слой размером 3×3, полносвязный 

слой со 100 нейронами и полносвязный слой с 7-ю выходными классами. 

Для обучения и тестирования данных нейронных сетей использовался 

набор изображений дефектов металла с действующей производственной ли-

нии. Количество изображений – 2927, из которых 2281 использовались в ка-

честве тренировочной выборки, а 646 – для тестовой. Всего рассматрива-

лось 7 различных классов дефектов. 
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Размер изображений в рассматриваемой статье – 150×150 пикселей. 

Пример рассматриваемых дефектов приведен на рис. 5: один столбец – один 

тип дефекта, верхний и нижний ряды – вид с внешней и внутренней стороны 

металлической ленты соответственно. 

 
Рис. 5. Пример семи различных дефектов линии металлопроката 

Результаты, указанные в описываемой статье, приведены в табл. 1. 

Табл. 1. Результаты классификации моделями на базе MPCNN 

Архитектура 
ИНС 

Точность 
классификации, % 

Время классификации 
1-го изображения, мс 

5HL-MPCNN 89.01 11.3 

7HL-MPCNN 92.03 6.2 

 

1.4. Модель iYOLOn 

iYOLOn (improved YOLO network) – модель, предназначенная для об-

наружения и классификации дефектов металлопроката, основанная на базе 

нейронной сети YOLO. 

YOLO 

YOLO (You Only Look Once) – модель нейронной сети, впервые пред-

ложенная в 2015 и изначально предназначенная для решения задач обнару-

жения объектов [28]. 
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Входное изображение в этой сети делится на сетку с ячейками разме-

ром S×S, а сверточные слои предназначаются для извлечения признаков де-

фекта. Для каждой выделенной ячейки сеть определяет, содержит ли данная 

ячейка объекты или нет. Если объекты обнаружены, выполняется их клас-

сификация в соответствии с извлеченными признаками дефектов. 

Пример данного процесса для задачи распознавания дефектов показан 

на рис. 6. 

 
Рис. 6. Процесс распознавания дефектов сетью YOLO 

Основными особенностями YOLO являются предсказание ограничи-

вающих рамок для каждого дефекта и предоставление показателя достовер-

ности (confidence) положения каждого такого ограничения. Сами ограничи-

вающие рамки определяют местоположение дефектов на изображениях, а 

показатель достоверности отражает степень уверенности в предсказанной 

ограничительной рамке. Формально, показатель достоверности определя-

ется как 

𝑐𝑜𝑛𝑓𝑖𝑑𝑒𝑛𝑐𝑒 = 	𝑃=(𝑂𝑏𝑗𝑒𝑐𝑡) × 𝐼𝑂𝑈EFEGHI=JIK ,   (2) 

где: 	𝑃=(𝑂𝑏𝑗𝑒𝑐𝑡) – вероятность дефектов в ячейке; 𝐼𝑂𝑈EFEGHI=JIK  – пересечение 

между предсказанной ограничивающей рамкой и действительной (как пока-

зано на рис. 7). 

Для удаления избыточных ограничивающих рамок применяется ме-

тод NMS (Non-Maximum Suppression). 
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Рис. 7. Пересечение предсказанной ограничивающей рамки с реальной 

Вероятность нахождения объекта в рамке определяется следующим 

образом: 𝑃=	(𝐶𝑙𝑎𝑠𝑠	|	𝑂𝑏𝑗𝑒𝑐𝑡). В процессе проверок, показатель достоверно-

сти ограничивающей рамки перемножается с показателем достоверности 

класса: 

𝑃=	(𝐶𝑙𝑎𝑠𝑠	|	𝑂𝑏𝑗𝑒𝑐𝑡) × 𝑃=(𝑂𝑏𝑗𝑒𝑐𝑡) × 𝐼𝑂𝑈EFEGHI=JIK = 	𝑃=	(𝐶𝑙𝑎𝑠𝑠') 	× 𝐼𝑂𝑈EFEGHI=JIK .  (3) 

Тогда 𝑃=	(𝐶𝑙𝑎𝑠𝑠') 	× 𝐼𝑂𝑈EFEGHI=JIK  представляет индивидуальный показа-

тель достоверности класса для каждой ограничивающей рамки. В конечном 

итоге все показатели достоверности классов и ограничивающих рамок в 

каждой ячейке кодируются как тензор S × S × (5 + C) × B, где C – класс 

объекта, а B – ограничивающая рамка. 

iYOLOn 

В работе [17] авторы построили полностью сверточную сеть, состоя-

щую из 27 слоев свертки на базе YOLO, поэтому модель и имеет название 

improved YOLO network. Первые 25 сверточных слоев используются для из-

влечения признаков дефектов поверхности металлопроката, а последние два 

сверточных слоя предсказывают классы дефектов и их ограничивающие 

рамки. Архитектура сети представлена на рис. 8. 

Данная модель была обучена на 4655 изображениях дефектов реаль-

ной производственной линии с начальным размером 300×300 пикселей. В 

результате, точность классификации дефектов моделью составила 97.55 %, 
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при этом скорость выполнения классификации одного изображения оказа-

лось рекордно высокой, по сравнению с остальными моделями, и составила 

всего 0.012 с. Основным преимуществом модели является то, что помимо 

классификации дефектов, она способна выделять их предполагаемое распо-

ложение на изображении, что может быть интересно при решении задачи 

обнаружения дефектов. 

 
Рис. 8. Архитектура нейронной сети improved YOLO network 

1.5. Результаты исследования предметной области 

По результатам обзора перечисленных методов классификации де-

фектов металлопроката, можно сделать вывод, что искусственные нейрон-

ные сети не только применимы для решения задачи классификации дефек-

тов металлопроката, но и уже имеют высокие качественные показатели ре-

шения данной задачи. 

Важно отметить тот факт, что лучшие решения задачи классификации 

дефектов металлопроката базируются на архитектурах сверточных нейрон-

ных сетей или их модификаций. 

Основные показатели результатов классификации, представленные в 

рассмотренных статьях, собраны в табл. 2. 
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Табл. 2. Показатели моделей классификации дефектов металлопроката 

Модель Заявленная точность 
классификации, % 

Время классификации 
1-го изображения, с 

SVM 93.27 1.133 

HSVM-MC 95.18 1.104 

HCGA 95.04 0.158 

5HL-MPCNN 89.01 0.113 

7HL-MPCNN 93.03 0.062 

Improved YOLO 97.55 0.012 

 

Таким образом, очевидно, что наилучшей из рассмотренных моделей 

является improved YOLO, выполняющая классификацию за 0.012 с и обла-

дающая точностью классификации в 97.55 %. 
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2. ПРОЕКТИРОВАНИЕ 

Данная глава описывает особенности проектирования системы клас-

сификации дефектов металлопроката на базе нейронных сетей. В ходе главы 

определяются основные требования к системе, описываются варианты ее 

использования, формируется архитектура классов и проектируются интер-

фейсы, а также проводится подбор базовых архитектур искусственных 

нейронных сетей для построения собственной модели классификации де-

фектов. Все диаграммы, приведенные в разделе, представлены в нотации 

UML [9]. 

2.1. Требования к системе 

Разрабатываемая программная система для классификации дефектов 

металлопроката будет в дальнейшем внедрена в качестве модуля в про-

граммную систему автоматического распознавания, классификации и доку-

ментации дефектов, разрабатываемой мной в рамках гранта «УМНИК» [39]. 

Поэтому некоторые из описанных далее требований были сформированы с 

учетом этого обстоятельства. 

Функциональные требования 

1. Система должна предоставлять возможность классификации де-

фектов, представленных на входящих изображениях: 

a) с помощью графического интерфейса; 

b) с помощью программного интерфейса – API, по протоколу HTTP. 

2. Система должна выполнять классификацию дефектов валидаци-

онной и тестовой выборок с точностью не менее 90 %. 

3. Система должна выполнять классификацию одного изображения 

дефекта за время не более 1 с. 

4. Система должна предоставлять возможность загрузки обученной 

модели искусственной нейронной сети. 

5. Система должна предоставлять возможность выбора обученной 

модели искусственной нейронной сети, с помощью которой будет прово-

диться процесс классификации. 
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6. Система должна предоставлять возможность изменения изображе-

ния путем поворотов и масштабирования через графический интерфейс. 

Нефункциональные требования 

1. Система должна иметь возможность запуска на вычислительном 

сервере под управлением ОС Linux. 

2. Система должна быть реализована с использованием интерпрети-

руемого языка программирования Python версии 3. 

3. Система должна выполнять процесс классификации с помощью 

обученной модели искусственной нейронной сети. 

 

2.2. Варианты использования 

По результатам определения требований к программной системе было 

выявлено, что в системе должно присутствовать 3 актера, описанных далее. 

Внешняя система – сторонняя программа, которая посредством за-

просов к API по HTTP протоколу может выполнять следующие действия: 

1) загружать и удалять новые изображения; 

2) выбирать изображения для проведения классификации дефектов; 

3) выбирать модель искусственной нейронной сети для выполнения 

классификации; 

4) производить классификацию выбранных изображений. 

Пользователь – пользователь системы, который может выполнять 

следующие действия из графического интерфейса системы: 

1) загружать и удалять новые изображения; 

2) изменять загруженные изображения – поворачивать и масштаби-

ровать; 

3) выбирать изображения (среди загруженных в систему) для прове-

дения классификации дефектов; 

4) выбирать обученную модель искусственной нейронной сети для 

выполнения классификации; 

5) производить классификацию выбранных изображений. 
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Администратор – администратор системы, которому через графиче-

ский интерфейс доступны все действия пользователя, а также следующие: 

1) загружать новые обученные модели искусственной нейронной 

сети; 

2) проводить оценку точности загруженных моделей искусственных 

нейронных сетей; 

3) удалять обученные модели искусственной нейронной сети из си-

стемы; 

Также администратор может менять параметры датасета в настройках 

системы, но этот прецедент не выносится на рассмотрение, поскольку не 

является обязательным с точки зрения определенных ранее требований. 

Диаграмма вариантов использования представлена на рис. 9. 

 
Рис. 9. Диаграмма вариантов использования системы 
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2.3. Архитектура классов 

Для разработки системы, основными сущностями которой являются 

модели и изображения, удобно использовать объектно-ориентированную 

методологию программирования. Эта методология основана на представле-

нии программы как совокупности объектов, являющихся экземплярами не-

которых классов, образующих иерархию наследования. Применение объ-

ектно-ориентированного подхода позволяет сосредоточить различные дан-

ные, атрибуты и операции в одной сущности, что существенно повышает 

наглядность, а также увеличивает удобство модификации и сопровождения 

кода. 

 
Рис. 10. Диаграмма классов системы 

 

В процессе проектирования системы была разработана архитектура 

классов, представленная на рис. 10. Основными классами в системе явля-

ются: User, SystemUser, Image, Dataset, NeuroModel – описываются далее. 
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Класс User: стандартная модель пользователя в django. 

Используемые поля: 

1) name – имя пользователя; 

2) password – пароль пользователя; 

3) is_admin – имеет ли пользователь права администратора. 

Методы: 

1) authorize – авторизует сессию пользователя. 

Класс SystemUser: описывает пользователей, работающих с системой. 

Поля: 

1) user – связанный отношением 1-к-1 объект из стандартной django 

модели User; 

2) current_model – текущая модель для проведения классификации, 

связь с классом NeuroModel. 

Методы: 

1) set_model – установить имеющуюся в системе модель ИНС в каче-

стве текущей для выполнения классификации; 

2) load_image – загрузка нового изображения в систему; 

3) change_image – трансформация существующего в системе изобра-

жения; 

4) delete_image – удаление изображения из системы; 

5) load_model – загрузка новой обученной модели ИНС; 

6) test_model – проведение оценки точности модели ИНС; 

7) delete_model – удаление модели ИНС из системы; 

8) classify_image – выполнение классификации изображения. 

Класс Image: описывает хранящееся в системе изображение 

Поля: 

1) id – автоматически формируемый уникальный идентификатор 

изображения в системе; 

2) name – название изображения; 

3) date – дата загрузки изображения в систему; 
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4) size – размер изображения; 

5) image_data – изображение в формате base64; 

6) last_model – последняя использованная для классификации мо-

дель, связь с классом NeuroModel; 

7) last_result – результат последней классификации; 

8) owner – связь с классом SystemUser по типу ManyToOne. 

Класс Dataset: описывает набор изображений, на основе которых фор-

мируются выборки для работы с моделями ИНС. 

Поля: 

1) name – название датасета; 

2) images – список входящих в данный датасет изображений, связь по 

типу «один ко многим» с классом Image; 

3) train_set– список изображений обучающей выборки; 

4) val_set – список изображений валидационной выборки; 

5) test_set – список изображений тестовой выборки; 

6) current_split – текущее соотношение изображений по выборкам. 

Методы: 

1) resize – позволяет переопределить процентное соотношение выбо-

рок в датасете; 

2) save_on_disk – для сохранения датасета непосредственно на диске. 

Класс NeuroModel: описывает имеющиеся в системе модели ИНС. 

Поля: 

1) name – название модели; 

2) train_acc – точность на обучающей выборке; 

3) val_acc – точность на валидационной выборке; 

4) test_acc – точность на тестовой выборке; 

5) file – поле бинарного формата, которое и хранит сам файл обучен-

ной модели. 

Методы: 

1) evaluate – произвести оценку точности модели. 
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2.4. Программный интерфейс (API) 

Согласно описанным требованиям, система должна иметь программ-

ный интерфейс. Спроектированный интерфейс со всеми параметрами при-

веден в табл. 3. В данном описании входные данные запроса обозначаются 

ключевым словом “in”, а выходные данные – “out”. 

Табл. 3. API для взаимодействия с системой 

URL Метод Описание 

/api/neuromodel GET Получение информации о текущей выбранной модели 

инс для классификации дефектов: название, точность 

классификации (на тестовой выборке), а также точность 

на тренировочной и валидационной выборках. 

Структура запроса: 

out: {“name”: <название модели>, “train_acc”: <точность 

классификации на тренировочной выборке>, 

“validation_acc”: <точность классификации на валидаци-

онной выборке>, “accuracy”: <точность классификации 

модели>} 

/api/neuromodel POST Установка указанной модели в качестве текущей для вы-

полнения классификации. 

Входные параметры: 

name – название модели инс. 

Структура запроса: 

in: {“name”: <название модели>} 

out: {“result”: <результат выполнения операции>} 

/api/image GET Получение информации о всех загруженных пользовате-

лем изображениях. 

Структура запроса: 

out: [{“id”: <идентификатор изображения в системе>, 

“name”: <название изображения>, “date”: <дата загрузки 

изображения>, “size”: <размер изображения в пикселях>, 

“last_result”: <результат прошлой классификации>, 

“last_model”: <модель ин, использованная при последней 

классификации>}, …] 
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Окончание табл. 3 

/api/image PUT Загрузка изображения в систему. 

Входные параметры: 

name – название для загружаемого изображения, 

image – изображение в формате base64. 

Структура запроса: 

in: {“name”: <название изображения>, “image”: <изобра-

жение в формате base64>} 

out: {“result”: <результат загрузки изображения в си-

стему>, “id”: <присвоенный изображению идентификатор 

в системе>} 

/api/image DELETE Удаление изображения из системы. 

Входные параметры: 

id – идентификатор удаляемого изображения. 

Структура запроса: 

in: {“id”: <идентификатор изображения в системе>} 

out: {“result”: <результат выполнения операции>} 

/api/classify POST Выполнение классификации изображения. 

Входные параметры: 

image – изображение в формате base64 для классифика-

ции (является обязательным, если не задан параметр id), 

id – идентификатор изображения в системе, которое 

нужно классифицировать (является обязательным, если не 

указан параметр image) 

model – имя модели инс для текущей классификации (не-

обязательный, указывается в случае необходимости про-

вести классификацию отличной от выбранной модели 

инс) 

Структура запроса: 

in: {“image”: <изображение в формате base64> или “id”: 

<идентификатор изображения в системе>, “model”: 

<название модели для классификации>} 

out: {“result”: <результат выполнения операции>, “class”: 

<класс дефекта на изображении>} 
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Для удобства использования интерфейса внешними системами его ар-

хитектура была спроектирована по правилам REST (Representational state 

transfer) [29].  

Базовые правила REST определяются на основных типах HTTP-

запросов и описываются следующим образом: 

- тип запроса GET – получить информацию; 

- тип запроса POST – редактировать информацию; 

- тип запроса PUT – добавить информацию; 

- тип запроса DELETE – удалить информацию. 

Таким образом, в рамках спроектированного API было выделено 3 ос-

новных URL для выполнения запросов к системе: 

- /api/neuromodel – для получения информации о текущей модели 

классификации и выбора другой модели; 

- /api/image – для управления изображениями; 

- /api/classify – для проведения классификации. 

 

2.5. Графический интерфейс 

Так как система имеет программный интерфейс, вполне логично, что 

графический интерфейс может быть исполнен в виде web-интерфейса, по-

скольку для выполнения большинства функций такого интерфейса можно 

задействовать уже реализованные запросы через API. 

Согласно вариантам использования системы, графический интерфейс 

должен: 

1) предоставлять возможность авторизации в системе 

2) предоставлять способы трансформации изображения (путем пово-

рота и масштабирования, а также возможность применения этих изменений 

к изображению; 

3) включать в основном представлении для непосредственного взаи-

модействия с системой компоненты (управление моделями и изображени-

ями), описанные в табл. 4.  



29 
 

Табл. 4. Основные компоненты графического интерфейса 

Компонент Описание и функционал 

кнопка загрузки изображений предоставляет возможность выбора и загрузки 

изображения с локального компьютера 

список с загруженными изображе-

ниями 

позволяет выбрать изображение для дальней-

шего изменения или классификации 

список с моделями ИНС в системе позволяет выбрать одну из существующих в си-

стеме моделей ИНС для процесса классифика-

ции 

интерактивный модуль изменения 

изображения 

позволяет изменить выбранное изображение пу-

тем поворота или масштабирования 

кнопка запуска классификации позволяет выполнить классификацию выбран-

ного изображения 

текстовое поле отображает результаты операций пользователя 

в системе 

кнопка загрузки модели ИНС предоставляет возможность выбора и загрузки 

обученной модели ИНС с локального компью-

тера 

доступно только администратору системы 

примечание: доступно только администратору  

кнопка проведения оценки точно-

сти для модели ИНС 

позволяет провести тестирование точности 

классификации для выбранной модели ИНС на 

внутреннем датасете системы 

примечание: доступно только администратору  

 

На основе вышеизложенного, в процессе проектирования был разра-

ботан предварительный макет основного представления графического ин-

терфейса, который изображен на рис. 11. Данный макет будет использован 

в качестве основы при размещении элементов, но может быть изменен или 

доработан для повышения удобства взаимодействий с системой.  
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Рис. 11. Макет основной части графического интерфейса 

2.6. Подбор базовых архитектур искусственных нейронных сетей 

В процессе анализа предметной области было выяснено, что на сего-

дняшний день уже существуют модели ИНС, способные быстро выполнять 

классификацию дефектов металлопроката с точностью свыше 90 %. По-

скольку во многих случаях в качестве базового датасета использовался тот 

же самый датасет, что и в данной работе (за исключением аугментации), по-

лученные результаты можно будет сравнить, не проводя дополнительных 

верификаций. В рассмотренных исследованиях архитектуры строились по 

моделям SVM, MPCNN и YOLO – поэтому строить свою архитектуру на базе 

этих моделей не имеет особого научного интереса. Отмечая тот факт, что 

сама система будет являться модулем в дальнейшем, возникает интерес и по 

части ресурсоемкости нейронной сети. В связи с этим, для проведения экс-

периментов и создания новых архитектур было отобрано 3 базовые модели 

ИНС: InceptionV3, MobileNet, MobileNetV2. 

Выбранное изображение: 

id название дата 
загрузки 

размер последний 
результат 

послед-
няя 

модель 

      

      

      

Список изобра жений: 

Загрузить изображе-

Классифицировать 

Изменить изображение 

Список моделей: 

название точность дополнительная информация 

   

   
Провести оценку Удалить Загрузить 
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InceptionV3 

Данная архитектура была отобрана для проведения исследований, по-

скольку основная цель ее разработчиков – эффективность вычислений и ко-

личества параметров для реальных приложений [33]. Основные принципы 

приведены далее. 

1. Многие сигналы близки друг к другу в пространстве (в соседних 

пикселях) – это можно использовать, чтобы делать свертки меньшего раз-

мера. 

2. Для эффективного использования ресурсов следует увеличивать и 

ширину, и глубину сети. Если количество ресурсов увеличивается, эффек-

тивнее делать и слои шире, и сеть глубже. Если же делать только глубже, 

будет неэффективно. 

3. Использовать слои с уменьшением параметров (bottlenecks) [30] 

резко – плохо, особенно в начале. 

4. Слои, имеющие большую ширину, быстрее обучаются, что имеет 

особенно значение на высоких уровнях сети. 

Пример одного строительного блока данной сети представлен на 

рис. 12. Итоговая архитектура изображена на рис. 13. 

 
Рис. 12. Строительный блок архитектуры InceptionV3 
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Рис. 13. Архитектура InceptionV3 

MobileNet 

Отобрана для проведения исследований, поскольку выходная модель 

очень компактная и требует значительно меньше вычислительных ресурсов, 

чем многие другие нейронные сети [14]. MobileNet – одна из самых попу-

лярных мобильных технологий глубокого обучения, которая не только мала 

по размеру и эффективна в вычислительном отношении, но и при этом обес-

печивает высокую производительность (относительно точности). Основная 

идея MobileNet заключается в том, что вместо использования обычных свер-

точных фильтров 3×3 операция разбивается на так называемые depthwise 

separable сверточные фильтры 3×3, за которыми следуют свертки 1×1. 

Обычная свертка представляет из себя фильтр Dk∗Dk∗Cin, где Dk – это 

размер ядра свёртки, а Cin – количество каналов на входе. Общая вычисли-

тельная сложность сверточного слоя составляет Dk∗Dk∗Cin∗Df∗Df∗Cout, 

где Df – это высота и ширина слоя (мы считаем, что пространственные раз-

меры входного и выходного тензоров совпадают), а Cout – число каналов на 

выходе. Идея depthwise separable convolution состоит в том, чтобы разло-

жить подобный слой на depthwise свертку, которая представляет из себя по-

канальный фильтр и 1x1 свёртку (также называемую pointwise convolution). 
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Суммарное количество операций для применения такого слоя 

равно: (Dk∗Dk+Cout)∗	Cin∗Df∗Df. 

На рис. 14 слева изображен блок обычной сверточной сети, а справа – 

базовый блок MobileNet, которая в итоге состоит из одного обычного све-

точного слоя с 3х3 сверткой в начале и тринадцати блоков, изображенных 

справа на рис. 14, с постепенно увеличивающимся числом фильтров и по-

нижающейся пространственной размерностью тензора. 

 
Рис. 14. Слева – базовый блок сверточной сети, cправа – блок MobileNet 

Получается, достигая того же процесса фильтрации и комбинирова-

ния, что и обычная свертка, архитектура MobileNet требует меньше опера-

ций и параметров. Например, пусть в обычном сверточном слое W×H будет 

входным пространственным разрешением для слоя с chin каналами призна-

ков и K×K фильтров свертки для генерации chout каналов признаков [27]. 

Тогда число операций сложения-умножения (MAdd) можно вычислить как:  

𝑀𝐴𝑑𝑑 = 𝑊 × 𝐻	 ×	𝑐ℎ'U 	× 	 𝑐ℎGJI × 	𝐾 × 𝐾.        (4) 

Поэтому стандартное количество таких операций для свертки 3×3 (K = 3), 

будет следующим: 

𝑀𝐴𝑑𝑑 = 𝑊 ×𝐻	 ×	𝑐ℎ'U 	× 	3 × 3 = 	𝑊 × 𝐻	 × 	𝑐ℎ'U 	× 	(9	 × 𝑐ℎGJI).     (5) 

Но для depth-wise separable фильтров свертки 3×3 с последующей 

сверткой 1×1, количество операций сложения-умножения будет следую-

щим: 

𝑀𝐴𝑑𝑑 = 𝑊 ×𝐻	 ×	𝑐ℎ'U 	× 	3 × 3 + 	𝑊 × 𝐻	 ×	𝑐ℎ'U ×	𝑐ℎGJI.      (6) 
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Если сократить уравнение 6, то получается следующая формула вы-

числений MAdd: 

𝑀𝐴𝑑𝑑 = 𝑊 ×𝐻	 ×	𝑐ℎ'U 	× 	(9 + 	𝑐ℎGJI).         (7) 

Таким образом, из уравнений 5 и 7 видно, что стандартный сверточ-

ный слой требует 	(9 × 	𝑐ℎGJI) операций, в то время как сверточный слой 

deptwise separable требует всего (9 + 	𝑐ℎGJI). 

MobileNetV2 

Во второй версии ранее рассмотренной MobileNet также используется 

depthwise separable convolutions, но строительный блок, в котором три свер-

точных слоя, сети выглядит по-другому, как показано на рис. 15. 

 
Рис. 15. Основной блок архитектуры MobileNetV2 

В первой версии данной сети pointwise convolution либо оставляла 

число каналов одинаковым, либо удваивала их. Во второй – обратное: 

уменьшает количество каналов. Вот почему этот слой теперь известен как 

слой projection – он проецирует данные с большим количеством измерений 

(каналов) в тензор с гораздо меньшим числом измерений. Например, 
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depthwise слой может работать на тензоре с 144 каналами, который затем 

projection слоем будет уменьшен до 24 каналов. Этот тип уровня также 

называется уровнем bottleneck, поскольку он уменьшает объем данных, ко-

торые проходят через сеть (именно отсюда «bottleneck residual block» полу-

чает свое название: выход каждого блока является узким местом). 

Также в блоке второй версии имеется еще один новый слой – 

expansion. Это тоже свертка 1×1, но его целью является расширение коли-

чества каналов в данных, прежде чем они перейдут в depthwise свертку. Сле-

довательно, слой expansion всегда имеет больше выходных каналов, чем 

входных каналов, что в значительной степени противоположно проекцион-

ному слою. То, насколько объем данных расширяется, определяется коэф-

фициентом расширения. Это один из гиперпараметров архитектуры, кото-

рый по умолчанию равен 6. Таким образом, вход и выход блока являются 

низкоразмерными тензорами, в то время как этап фильтрации, который про-

исходит внутри блока, выполняется на многомерном тензоре. 

Еще одно нововведение в блоке MobileNetV2 – это residual connection. 

Оно работает так же, как в ResNet [35] и предназначено для пробросов гра-

диентов внутри сети. 

Итоговая архитектура MobileNetV2 состоит из 17 основных блоков, 

построенных подряд.  
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3. РЕАЛИЗАЦИЯ 

В данной главе описываются использованные для реализации си-

стемы технологии; описывается подготовка входных данных, включаю опи-

сание процесса аугментации, приводятся построенные модели для класси-

фикации дефектов металлопроката. 

3.1. Используемые технологии 

Для реализации спроектированной системы было решено использо-

вать следующие технологии: 

- Python 3.6 (как основной язык разработки); 

- Django web framework (для разработки системы и интерфейса); 

- Django rest framework (основа для API-взаимодействий); 

- JavaScript (для выполнения функций в WEB-интерфейсе); 

- Bootstrap (для верстки страниц WEB-интерфейса). 

Построение, обучение и тестирование построенных архитектур искус-

ственных нейронных сетей было решено производить с помощью: 

- Keras (нейросетевая библиотека на для работы с ИНС); 

- TensorFlow (нейросетевая библиотека для машинного обучения); 

- TensorBoard (система графического представления результатов 

машинного обучения); 

- Cuda 10.0 (для задействования GPU версии TensorFlow). 

 

3.2. Генерация исходных данных 

Одной из главных составляющих процесса обучения искусственной 

нейронной сети, а также качества ее работы в дальнейшем, является набор 

исходных данных – датасет. Поэтому в перечне основных задач данной 

работы стоит подготовка датасета. 

Датасет, как правило, разбивается на несколько частей – выборок, 

каждая из которых имеет свое назначение: 

1) обучающая выборка – набор данных, на которых непосредственно 

выполняется обучение модели нейронной сети; 
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2) валидационная выборка – набор данных, на которых проводится 

проверка качества текущего обучения модели нейронной сети; 

3) тестовая выборка – набор данных, которые не используются в 

процессе обучения сети и предназначены для оценки качества после обуче-

ния модели. 

Основной проблемой подготовки данных для задачи классификации 

дефектов металлопроката является тот факт, что в силу значимого коммер-

ческого интереса, обладатели данных с изображениями дефектов не предо-

ставляют их в публичный доступ. 

Единственным исключением является датасет дефектов горячего ме-

таллопроката, предоставляемый Северо-восточным университетом США 

(NEU) специально для научных исследований, который и используется в ка-

честве базового набора данных для выполнения данной работы. 

В указанном датасете представлено 6 различных типов дефектов, на 

каждый из которых имеется по 300 различных изображений. Таким образом 

датасет состоит из 1800 изображений. Типы представленных дефектов сле-

дующие (перевод согласно ГОСТ 21014-88 [38]): 1) crazing – волосовина, 2) 

inclusion – включения, 3) patches – пятна, 4) pitted surface – рябизна, 5) rolled-

in-scale – вкатанная окалина, 6) scratches – царапины. Пример изображений 

дефектов из датасета приведен на рис. 16. 

Качество исходного набора данных довольно высоко и отлично под-

ходит для проведений исследований. Однако, при обучении нейронной сети 

важно не только качество входных данных, но и их количество. Поскольку 

300 изображений на 1 дефект является небольшим количеством, было ре-

шено произвести аугментацию входного набора данных. 

Аугментация данных – это методика создания дополнительных обу-

чающих данных из имеющихся данных. В данном случае аугментация про-

водилась с помощью нейросетевой библиотеки Keras [18]. Данная библио-

тека имеет класс ImageDataGenerator, являющийся интерфейсом для расши-

рения обучающего множества данных с помощью различных параметров. 
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Основные параметры аугментации в классе ImageDataGenerator: 

1) samplewise_center – устанавливает среднее значение в 0 для каж-

дого примера в выборке; 

2) samplewise_std_normalization – делит все входные данные на сред-

неквадратичное отклонение; 

3) rotation_range – целочисленное значение от 0 до 180, в диапазоне 

которого случайным образом будет выбран угол для двумерного поворота 

изображения; 

4) width_shift_range – дробное значение не превышающее единицы, 

которое отражает диапазон, в пределах которого изображение будет сме-

щено относительно ширины соответственно случайным образом; 

5) height_shift_range – дробное значение не превышающее единицы, 

которое отражает диапазон в пределах которого изображение будет сме-

щено относительно высоты соответственно случайным образом; 

6) rescale – значение на которое будут умножены (или поделены) все 

данные перед применением дальнейших обработок; 

7) shear_range – интенсивность сдвига (угол сдвига в радианах) для 

случайного применения сдвиговых [36] преобразований (shearing transfor-

mations); 

8) zoom_range – дробное значение отображающее коэффициент для 

увеличения изображения в пределах диапазона [1 − zoom_range; 	1 +

zoom_range]; 

9) horizontal_flip – случайным образом применяет горизонтальный 

поворот изображения; 

10) fill_mode – задает способ заполнения элементов, которые выходят 

за границу, возможные варианты: "constant", "nearest", "reflect" и "wrap". 

Двумя наиболее важными для нейронной сети параметрами являются 

samplewise_center и samplewise_std_normalization, так как они отвечают за 

нормализацию данных, приводя яркость и разброс яркости входных изобра-

жений в один диапазон. 
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Также важен параметр rescale – необходимый для преобразования ин-

тенсивности пикселей к диапазону от 0 до 1. 

 
Рис. 16. Изображения 6 различных дефектов металлопроката 

Пример изображения, полученного в ходе, аугментации приведен на 

рис. 17. 

 
Рис. 17. Пример изображения, полученного в ходе аугментации 
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Конкретные значения параметров, использованные в ходе выполне-

ния аугментации, представлены на рис. 18.  

 
Рис. 18. Параметры, использованные для аугментации 

Помимо, аугментации, необходимо было также распределить датасет 

на обучающую, валидационную и тестовую выборки. Поэтому все получен-

ные изображения были распределены на указанные выборки в следующей 

соответствующей пропорции – 75/15/15 % для каждого типа дефектов. 

 

3.3. Построение модели искусственной нейронной сети 

Согласно разделу проектирования, были реализованы и адаптированы 

под задачу классификации модели на базе следующих архитектур искус-

ственных нейронных сетей: InceptionV3, MobileNet, MobileNetV2, а также 

модель простой сверточной сети (или BaseConvolution) для дополнитель-

ного проведения сравнений. Всем моделям в дальнейшем добавляется пре-

фиксное сочетание – AdaptedForDefectsClassifying (адаптированная для 

классификации дефектов), и конечные сочетания сокращаются до аббреви-

атур, формирующих название моделей. 

Модель AFDC_BC 

Построенная архитектура простой сверточной нейронной сеть приве-

дена в табл. 5. Количество параметров модели составило: 13130694, из ко-

торых 13130694 тренируемых и 0 не тренируемых. 
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Табл. 5. Архитектура AFDC_BC 

Слой Форма на выходе Параметры 

conv2d_1 (224, 224, 32) 896 

max_pooling2d_1 (112, 112, 32) 0 

conv2d_2 (112, 112, 32) 9248 

max_pooling2d_2 (56, 56, 32) 0 

conv2d_3 (56, 56, 32) 9248 

max_pooling2d_3 (28, 28, 32) 0 

flatten_1 (25088) 0 

dense_1 (512) 12845568 

dense_2 (512) 262656 

dense_3 (6) 3078 

 

Исходный код подготовки входных данных приведен на рис. 19. 

 

Рис. 19. Подготовка входных данных 
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Исходный код построения, компиляции, обучения и оценки точности 

модели приведен на рис. 20. 

... 
 
# Построение модели 
model = Sequential() 
 
model.add(Conv2D(conv_size, (3, 3), activation='relu', padding='same', 
input_shape=input_shape)) 
model.add(MaxPooling2D(pool_size=(2, 2))) 
 
model.add(Conv2D(conv_size, (3, 3), activation='relu', padding='same')) 
model.add(MaxPooling2D(pool_size=(2, 2))) 
 
model.add(Conv2D(conv_size, (3, 3), activation='relu', padding='same')) 
model.add(MaxPooling2D(pool_size=(2, 2))) 
 
model.add(Flatten()) 
 
model.add(Dense(512, activation='relu')) 
model.add(Dense(512, activation='relu')) 
 
model.add(Dense(defect_classes_num, activation='softmax')) 
 
# Компиляция модели 
model.compile(loss='categorical_crossentropy', optimizer='adam', met-
rics=['accuracy']) 
 
# Обучение модели 
model.fit_generator( 
    train_generator, 
    steps_per_epoch = get_total_samples('train') // conv_size, 
    epochs = 100, 
    validation_data = val_generator, 
    validation_steps = get_total_samples('validation') // conv_size 
) 
 
# Оценка и вывод точности на тестовой выборке 
scores = model.evaluate_generator(test_generator, get_total_sam-
ples('test') // conv_size) 
 
print (": %.2f%%" % (scores[1] * 100)) 

Рис. 20. Реализация модели AFDC_BC 

Важно отметить, что для всех моделей в процессе обучения использо-

вался callback (функция обратного вызова), в котором производилось сохра-

нение наилучшей версии модели по показателю точности на валидационной 

выборке на каждой эпохе. Это позволило более детально исследовать мо-

дели, проводя больше эпох обучения без необходимости ранней остановки 

и постоянного контроля переобучения. 
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Модели AFDC_IV3, AFDC_MN, AFDC_MNV2 

При реализации моделей на базе известных архитектур исследовались 

самые различные модификации: обучение отдельных слоев, замены отдель-

ных блоков, раздельное обучение (входных и выходных слоев), но наилуч-

шие результаты были достигнуты при адаптации первого входного слоя и 

замене выходных, которые по факту и отвечают за классификацию. 

Модель на базе InceptionV3 приведена на рис. 21. Количество пара-

метров модели составило: 22854950, из которых 22820518 тренируемых и 

34432 не тренируемых. 

 
Рис. 21. Модель ADFC_IV3 

Модель на базе MobileNet приведена на рис. 22. Количество парамет-

ров модели составило: 3756742, из которых 3734854 тренируемых и 21888 

не тренируемых. 
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Рис. 22. Модели AFDC_MN и ADFC_MNV2 

Разработанная модель на базе MobileNetV2 также приведена на 

рис. 22, поскольку в итоговом варианте выходных слоев использовались 

одинаковые блоки архитектуры, а размерность входного слоя для этой сети 

совпадает с ее первой версией – MobileNet. Количество параметров модели 

составило: 2916934, из которых 2882822 тренируемых и 34112 не тренируе-

мых. 

 Следует отметить тот факт, что наименьшее количество параметров 

из всех моделей имеет AFDC_MNV2, а значит, она является самой легко-

весной. 

Исходные коды моделей, процесса обучения и аугментации данных 

представлены в системе контроля версий, развернутой внутри Суперкомпь-

ютерного центра Лаборатории Суперкомпьютерного моделирования [11]. 
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3.4. Интерфейсы взаимодействия с системой 

Для взаимодействия с системой, согласно требованиям, было реали-

зовано 2 интерфейса: программный и графический. 

Программный интерфейс выполнен согласно разработанным описа-

ниям обращений к системе в части проектирования (табл. 3). Процесс вы-

полнения запроса к API приведен на диаграмме деятельности на рис. 23, а 

пример его реального выполнения с авторизацией – на рис. 24. 

Графический интерфейс исполнен в виде web-интерфейса, согласно 

требованиям, определению компонентов (табл. 4) и макету (рис. 11) из раз-

дела проектирования. Взаимодействие пользователя с этим интерфейсом 

представлено на рис. 25, а скриншот самого интерфейса – на рис. 26. 

 
Рис. 23. Диаграмма деятельности по выполнению запроса к системе 

 
Рис. 24. Пример выполнения запроса к API 
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Рис. 25. Диаграмма последовательности выполнения классификации 

  
Рис. 26. WEB-интерфейс системы  
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4. ТЕСТИРОВАНИЕ 

Перед началом тестирования в базу данных системы был загружен да-

тасет и подготовлены обученные модели нейронных сетей, разработанные 

на этапе реализации. Система была развернута в облаке Суперкомпьютер-

ного центра ЮУрГУ. Процесс тестирования системы проводился в 3 этапа, 

описанных далее. 

4.1. Тестирование программной части 

В первую очередь было необходимо провести функциональное тести-

рование разработанной системы. Поскольку основным языком системы яв-

ляется Python, тесты были написаны с использованием unittest – встроен-

ного фреймворка, предназначенного для этой задачи. Пример исходного 

кода для теста выполнения запроса приведен на рис. 27. Ход выполнения 

тестирования программной части представлен в табл. 6. 
import unittest 
 
# определяем класс для тестрования 
class APITestCase(unittest.TestCase): 
 
  # определяем функции для тестирования 
  def test_api_get_model(self): 
 
      # импортируем необходимые библиотеки 
      import requests, json, base64 
       
      # указываем учетные данные для авторизации 
      login, password = "roman", "test" 
       
      # кодируем учетные данные в base64 
      auth_string = ("{login}:{password}".format(login=login, pass-
word=password)).encode() 
      auth_key = base64.b64encode(bytes(auth_string)).decode() 
       
      # формируем HTTP-заголовок с закодироваными учетными данными 
      headers = {'Authorization': 'Basic %s' % auth_key} 
      # отправляем GET запрос с заголовком авторизации 
      data = requests.get("http://127.0.0.1:8000/api/neuromodel", head-
ers=headers).json() 
       
      # проверяем, есть ли нужные нам поля в ответе 
      self.assertEqual("name" in data and "accuracy" in data) 
      # сверяем полученный результат с ожидаемым 
      self.assertEqual(data, {'name': 'AFDC_BC_AUG_TEST', 'train_acc': 
0.88, 'validation_acc': 0.74, 'accuracy': 0.71}) 
 
# запускам тестирование 
unittest.main() 

Рис. 27. Пример unit-теста для проверки работы API-запроса к neuromodel 
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Аналогичными unit-тестами был покрыт функционал программной 

системы: сохранение объектов в БД, работа с изображениями и классифика-

ция. 

Табл. 6. Тестовые задания для программной системы 

№ Название тестового задания Шаги Тест 
пройден? 

1. Сохранение объекта модели 
ИНС в базе данных системы 

создание объекта; 
сохранение объекта с помо-
щью ОРМ; 

да 

2. Загрузка новой обученной мо-
дели ИНС в систему 

создание объекта модели; 
установка файла модели в 
качестве значения бинар-
ного поля объекта; сохране-
ние; 

да 

3. Выбор обученной модели в ка-
честве текущей для классифи-
кации 

выбор пользователя для мо-
дификации; выбор модели 
для установки в поле cur-
rent_user; установка модели 
текущей; 

да 

4. Проведение оценки точности 
обученной модели ИНС 

инициализация датасета; 
инициализация модели в 
keras; подготовка входных 
данных; проведение оценки 
точности модели на всех вы-
борках; 

да 

5. Загрузка изображения в базу 
данных системы 

создание объекта; 
определение параметров 
изображения; конвертация 
изображения в строку вида 
base64; сохранение; 

да 

6. Представление изображения из 
базы данных системы 

получение объекта изобра-
жения; конвертация из 
строки вида base64файл в 
файл с медиа-данными; по-
каз изображения; 

да 

7. Проведение классификации 
изображения 

инициализация объекта 
класса классификатора; со-
здание объекта обученной 
модели; подготовка изобра-
жения для классификации; 
классификация; 

да 

8. Проведение классификации 
изображения пользователем 

выбор пользователя; опре-
деление текущей модели 
классификации пользова-
теля по полю current_model; 
шаги п.7 данной таблицы; 

да 
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4.2. Тестирование web-интерфейса 

Тестирование графического интерфейса осуществлялось с помощью 

актуальных браузеров: Google Chrome (v75), Mozilla Firefox (v67), Sa-

fari (v12). В табл. 7 представлен ход выполнения основных тестов web-

интерфейса. 

Табл. 7. Тестовые задания для проверки web-интерфейса 

№ Название тестового за-

дания 

Результат испытаний (выпол-

нено без ошибок / выполнено 

с ошибками / не выполнено) 

Ссылка на скриншот 

результата тестирова-

ния (приложение 1) 

1. Выполнение авториза-

ции в системе 

выполнено без ошибок рис. 1 

2. Проверка видимости 

основных элементов 

выполнено без ошибок рис. 2 

3. Загрузка изображения выполнено без ошибок рис. 3 фрагмент 1  

рис. 3 фрагмент 2 

4.  Повороты изображе-

ния 

выполнено без ошибок рис. 4 фрагмент 1 

рис. 4 фрагмент 2 

рис. 4 фрагмент 3 

5. Масштабирование 

изображения 

выполнено без ошибок рис. 5 фрагмент 1 

рис. 5 фрагмент 2 

6.  Применение транс-

формации изображе-

ния 

выполнено без ошибок рис. 6 фрагмент 1 

рис. 6 фрагмент 2 

7.  Сохранение изображе-

ния в системе 

выполнено без ошибок рис. 7 фрагмент 1, 

рис. 7 фрагмент 2 

8.  Удаление изображе-

ния из системы 

выполнено без ошибок рис. 8 фрагмент 1, 

рис. 8 фрагмент 2 

9. Загрузка обученной 

модели ИНС 

выполнено без ошибок рис. 9 фрагмент 1, 

рис. 9 фрагмент 2 

10. Выбор модели ИНС 

для классификации 

выполнено без ошибок рис. 10 фрагмент 1, 

рис. 10 фрагмент 2 

11. Классификация изоб-

ражения 

выполнено без ошибок рис. 11 фрагмент 1, 

рис. 11 фрагмент 2 
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4.3. Тестирование API 

 Тестирование программного интерфейса системы осуществлялось с 

помощью консольного клиента, выполняющего интерпретацию кода на 

языке Python. В табл. 8 представлен ход выполнения тестов. 

Табл. 8. Тестовые задания для программной системы 
№ Название тестового зада-

ния 

Результат испытаний (вы-

полнено без ошибок / вы-

полнено с ошибками / не 

выполнено) 

Ссылка на скриншот 

результата тестиро-

вания (приложе-

ние 1) 

1. Запросы методами GET, 

PUT, DELETE по адресу 

/api/image 

выполнено без ошибок рис. 12 

2. Запросы методами GET, 

POST по адресу 

/api/neuromodel 

выполнено без ошибок рис. 13 

3. Запрос методом POST по 

адресу /api/classify 

выполнено без ошибок рис. 14 

 

4.4. Результаты тестирования 

 В ходе тестирования была проверена работоспособность программ-

ного и графического интерфейсов, а также самой программной системы в 

целом. Ошибок не было обнаружено, в связи с чем можно сделать вывод о 

том, что разработанная система работает корректно, а функциональность 

системы соответствует заявленным требованиям. 
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5. ВЫЧИСЛИТЕЛЬНЫЕ ЭКСПЕРИМЕНТЫ 

Данная глава посвящена вычислительным экспериментам с разрабо-

танными моделями нейронных сетей. 

В процессе проведения экспериментов менялись различные пара-

метры моделей, в том числе параметры, влияющие на аугментацию данных 

(параметры аугментации описывались в главе реализации, рис. 18). Кроме 

того, важным параметром был размер батча – размер подмножества объек-

тов выборок, выбираемых для оптимизации модели в процессе обучения, 

который также влияет на скорость обучения: чем больше размер батча, тем 

быстрее нейронная сеть обучается, но при этом может теряться точность 

модели этой сети. В данной работе применялись размеры: 1, 8, 16 и 32.  

Для описания результатов приводятся графики точности моделей в 

процессе обучения на тренировочной и валидационной выборках, а также 

функция потерь этих моделей. 

Функция потерь – это функция, которая минимизируется в процессе 

обучения (подгонки) модели. Она представляет выбранную меру несогласия 

наблюдаемых данных и данных, «предсказываемых» подогнанной функ-

цией. Иными словами – отличие полученного результата от действитель-

ного. Соответственно, чем меньше значение функции потерь, тем лучше мо-

дель дает результаты. 

Для наглядности, на графиках представлено 2 линии: действительная 

функция (прозрачная линия), и сглаженная версия этой функции с коэффи-

циентом сглаживания (factor) равным 0.6 (не прозрачная линия). Функция 

сглаживания представляет собой линейную функцию, реализованную в Ten-

sorBoard [34]: 

𝑠𝑚𝑜𝑜𝑡ℎ𝑒𝑑(𝑦') = i
𝑦'	𝑖𝑓	𝑖 = 0

𝑦'Fk ∗ 𝑓𝑎𝑐𝑡𝑜𝑟 + (1 − 𝑓𝑎𝑐𝑡𝑜𝑟) ∗ 	𝑦'	𝑖𝑓	𝑖 > 0 , 𝑖 = [0, 𝑛).  (8) 

Поскольку ранняя остановка процесса обучения не рассматривалась, 

в силу наличия необходимых вычислительных ресурсов, все модели обуча-

лись в течение 500 эпох, основные результаты приводятся за 100 эпох. 
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Рис. 28. Графики процесса обучения моделей: 

слева – AFDC_BC, справа – AFDC_IV3 

 

На рис. 28 приведены графики процесса обучения: для модели 

AFDC_BC графики слева и для модели AFDC_IV3 – справа. Верхний гра-

фик показывает точность моделей на обучающей выборке, средний – функ-

цию потерь и нижний – точность классификации по валидационной вы-

борке. По графикам видно, что модель на базе InceptionV3 имела значитель-

ную разницу в точности на валидационной выборке в зависимости от эпохи 

обучения и эта точность достигала пороги свыше 90 %. Если говорить о мо-

дели на базе простой сверточной сети, то здесь процесс обучения шел более 
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гладко – точность на валидационной выборке не имела особых скачков. Од-

нако, эта модель не сумела перешагнуть порог в требуемые 90 %. 

Стоит отметить, что изменение значений функции потерь для этих мо-

делей в целом соответствует оценке точности на валидационной выборке. 

 
Рис. 29. Графики процесса обучения моделей:  

слева – AFDC_MN, справа – AFDCMN_V2 

 

На рис. 29. Приводятся графики, аналогичные ранее описанным, но 

для моделей AFDC_MN – слева и AFDC_MNV2 – справа. По данным гра-

фикам можно сделать описанные далее выводы. 
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1. Модель на базе MobileNet имела отличную точность на валидаци-

онной выборке на всех эпохах обучения, периодически достигая максимума 

в 100 %; 

2. Модель на базе MobileNetV2 имела значительные колебания в про-

цессе обучения, но все же не раз достигла точности в 99 %. 

Таким образом, задача получения модели классификации дефектов с 

точностью выше 90 % была успешно выполнена. 

По окончанию экспериментов с обучением проводилась оценка вре-

мени классификации одного изображения с дефектом для каждой из моде-

лей. Время обучения моделей приведено в табл. 9. 

Табл. 9. Время обучения моделей 

Модель Количество эпох Размер батча Время обучения 

AFDC_BC 100 8 1391 с 

AFDC_BC 100 32 1132 с 

AFDC_IV3 100 8 5829 с 

AFDC_IV3 100 32 2433 с 

AFDC_MN 100 8 1944 с 

AFDC_MN 100 32 1384 с 

AFDC_MNV2 100 8 2434 с 

AFDC_MNV2 100 32 1629 с 

 

В ходе вычислительных экспериментов удалось достичь результатов 

решения задачи классификации дефектов металлопроката, не только удо-

влетворяющих поставленной задаче, но и сравнимых с результатами других 

научных исследований, описанных в первой главе. Сравнение результатов 

представлено в табл. 10. 

На основании этого сравнения можно сделать следующие выводы:  
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1) по скорости проведения классификации лучшей является модель 

AFDC_BC с результатом в 4 мс, однако точность классификации этой моде-

лью не удовлетворяет поставленной задаче и составляет 88.71 %; 

2) лучшей из разработанных моделей по точности классификации яв-

ляется AFDC_MN с результатом в 99.54 %, обладающая при этом высокой 

скоростью классификации в 8 мс – по этим параметрам модель превосходит 

все остальные модели. 

Табл. 10. Сводка результатов классификации различными моделями 

Модель Точность 
Классификации, % 

Время классификации 
1-го изображения, с 

Рассмотренные научные исследования 

SVM 93.27 1.133 

HSVM-MC 95.18 1.104 

HCGA 95.04 0.158 

5HL-MPCNN 89.01 0.113 

7HL-MPCNN 93.03 0.062 

Improved YOLO 97.55 0.012 

Результаты данной работы: 

AFDC_BC 88.71 0.004 

AFDC_IV3 97.47 0.039 

AFDC_MN 99.54 0.008 

AFDC_MNV2 98.72 0.012 

 

Обучение и тестирование нейронных сетей проводилось на комплексе 

GPU Суперкомпьютерного центра Лаборатории суперкомпьютерного моде-

лирования ЮУрГУ [19]. Данный комплекс состоит из 3 серверов, обладаю-

щего следующими характеристиками: два процессора Intel Xeon E5-2687W 

v2, четыре графических ускорителя NVidia Tesla K40m, оперативная память 

объемом 128ГБ. 
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ЗАКЛЮЧЕНИЕ 

Цель данной работы состояла в разработке программной системы для 

классификации дефектов металлопроката на базе нейросетевых технологий, 

способной менее чем за 1 с времени выполнять классификацию дефекта на 

изображении с точностью не менее 90 %. Для достижения цели в рамках 

данной работы были выполнены следующие задачи: 

1) выполнено исследование предметной области, определена воз-

можность использования нейронных сетей для решения задачи классифика-

ции дефектов металлопроката; 

2) построена модель нейронной сети, подходящая для решения за-

дачи классификации видимых дефектов металлопроката; 

3) выполнена генерацию обучающей, тестовой и валидационной вы-

борок на основе базы данных дефектов поверхности горячего металлопро-

ката, предоставленной Северо-восточным университетом (NEU), произве-

дена аугментация сгенерированных выборок; 

4) спроектирована и реализована система классификации дефектов; 

5) проведены вычислительные эксперименты. 

В результате выполнения выпускной квалификационной работы были 

выполнены все поставленные задачи. Таким образом, цель работы была 

успешно достигнута. 

Дальнейшими направлениями работ будут: 

- реализация возможности классификации сразу нескольких дефек-

тов на одном изображении; 

- разработка программного комплекса для обнаружения и класси-

фикации дефектов металлопроката в реальном времени; 

Гранты 

По теме данной работы был получен грант ФСИ «УМНИК», в ходе 

которого будут проводиться дальнейшие исследования. 
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ПРИЛОЖЕНИЕ 

 
Рис. 1. Авторизация в системе 

 
Рис. 2. Основное представление интерфейса 

 
Рис. 3. Загрузка изображения 
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Рис. 4. Повороты изображения 

 
Рис. 5. Масштабирование изображения 

 
Рис. 6. Применение изменений к изображению 
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Рис. 7. Сохранение изображения в системе 

 
Рис. 8. Удаление изображения из системы 

 
Рис. 9. Выбор модели для классификации 
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Рис. 10. Загрузка новой модели ИНС в систему 

 
Рис. 11. Классификация изображения 



66 
 

 
Рис. 12. Запросы к /api/image 

 
Рис. 13. Запросы к /api/neuromodel 

 
Рис. 14. Запросы к /api/classify 


