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НЕЙРОСЕТЕВОЕ ПРОГНОЗИРОВАНИЕ  

В ТЕХНИЧЕСКИХ СИСТЕМАХ 

 

Д.А. Бесмельцев 

 
В данной работе решена задача построения прогнозирующей 

нейросетевой модели. Проведена оценка возможности примене-

ния генетического алгоритма оптимизации для обучения модели. 

Моделирование и анализ разработанной модели проводились в 

пакете прикладных программ MATLAB. 

Ключевые слова: нейронные сети, генетический алгоритм, 

обучение. 

 

Цель работы – разработка нейросетевой прогнозирующей модели элек-

трических сигналов. Прогнозирование должно выполняться для сложных 

сигналов.  

Задачи работы: 

Обзор нейросетевых моделей, программного обеспечения, решающих 

задачу прогнозирования сигналов в технических системах. 

Теория построения нейросетевых моделей. 

Разработка модели нейросети с применением генетического алгоритма 

оптимизации для настройки весовых коэффициентов как отдельно, так и в 

комбинации со стандартным алгоритмом обучения. 

Экспериментальное подтверждение результатов исследования. 

Процесс прогнозирования актуален в современном мире, поскольку в 

процессе своей деятельности при решении задач различной степени слож-

ности каждая организация или предприятие рано или поздно сталкивается 

с потребностью общематематического обоснования принимаемых реше-

ний. Такие решения в большинстве своем направлены на повышение эф-

фективности производственной деятельности. 

Сфера применения методов прогнозирования охватывает области тех-

нических, военных, биологических и социально-экономических дисцип-

лин. Прогнозирование, являющееся процессом определения эвентуального 

предположения о предстоящем состоянии объекта прогнозирования на ос-

нове динамики его изменения, позволяет избежать неверных, ранних или 

поздних решений. В большинстве случаев, прогнозы носят ориентировоч-

ный характер. 

На сегодняшний момент в технических системах применяются в основ-

ном экстраполяционные методы прогнозирования, предоставляющие воз-
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можность делать ориентировочные выводы относительно разных процес-

сов, явлений, реакций, операций. Как бы то ни было, применение нейросе-

тевых моделей прогнозирования, позволяющих работать со смешанной 

информацией и применить в качестве первичной фактографическую и экс-

пертную информацию, позволяет повысить достоверность и точность 

краткосрочных и долгосрочных прогнозов. 

Самым известным на российском рынке электроэнергетики является 

разработанный специалистам ОАО «ВНИИЭ» программный комплекс 

«Энергостат», введенный в эксплуатацию в АО «Мосэнерго» несколько 

лет назад [1]. Для прогнозирования потребления электроэнергии он ис-

пользует статистический (регрессионный) анализ. Предусмотрен учет 

влияния метеофакторов, а также учет взаимной корреляции параметров. 

Точность для краткосрочных прогнозов составляет 2,5 %, для оперативных 

(упреждение 1–2 часа) – 1,2 %. 

Компанией BaseGroup Labs (г. Рязань) разработана платформа Deductor, 

назначение которой – создание аналитических систем анализа и обработки 

данных [2]. На сайте компании приведен пример синтеза алгоритма про-

гнозирования электропотребления предприятия на базе созданной ими 

платформы. В приведенном примере прогнозирование энергопотребления 

осуществляется с применением нейросетевых технологий, включенных в 

информационно-аналитическую программную платформу Deductor Studio. 

Однако эта разработка не является самостоятельной системой прогнозиро-

вания, а является средством для проектирования различных систем, пре-

доставляя аналитику обширный инструментарий для работы. 

Многоуровневую систему прогнозирования энергопотребления для 

различных предприятий предлагает AleaSoft (Барселона, Испания) [3]. 

Данная система реализует долгосрочный, среднесрочный и краткосрочный 

прогнозы. Методология прогнозирования основана на сочетании нейросе-

тевого и статистического анализа (в частности, используется модель Бок-

са-Джекинса – SARIMA). Точность краткосрочного (почасового) прогно-

зирования составляет 1,5–2,5 %. Модель предполагает возможность пере-

обучения при изменении условий прогнозирования. 

Общим недостатком в построении рассмотренных выше прогнозирую-

щих систем является использование для реализации процедуры прогнози-

рования нескольких методов в рамках одной программы. Неясно, по каким 

критериям пользователем выбирается тот или иной метод прогнозирования 

или же это осуществляется автоматически. Кроме того, многие системы 

являются достаточно громоздкими с точки зрения реализованных в них 

функций, что не всегда является удобным для их освоения. 

Начиная с 90-х годов прошлого века появляются методы, основанные 

на теории искусственного интеллекта (ИИ), проводятся исследования воз-

можности применения ИНС, нечетких систем и генетических алгоритмов 
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для анализа и моделирования исследовании ЭЭС (задачи прогнозирования 

нагрузки, отказов, диагностики и т.д.) [4]. Наибольшую популярность при 

решении задач прогнозирования получили нейронные сети благодаря сво-

ей возможности аппроксимировать любую, сколь угодно сложную, после-

довательность [5]. Эти работы развиваются вплоть до настоящего времени. 

Сначала это были только зарубежные публикации, а с 1995 года появляют-

ся и отечественные [6]. 

Нейросетевые технологии являются одной из самых интенсивно разви-

вающихся областей информационных наук. Поскольку, известно, что ней-

росети являются отличными функциональными аппроксиматорами, после 

обучения по заданному временному ряду модель может воспроизвести вид 

функциональной зависимости входных данных. Эта способность нейросе-

тей дает возможность для создания прогнозирующих систем. 

Пусть дан временной ряд x(t) на промежутке времени t = 1:m. Задача 

прогнозирования состоит в том, чтобы аппроксимировать входной массив 

данных и продолжить, или спрогнозировать, следующие значения x(m+1), 

x(m+2).  

 
 

 

 

 

 

 

Рис. 1. Прогнозирование входного ряда 

 
Обучающий массив данных для нейросети можно представить в виде 

матрицы, где строки – векторы, которые приходят на вход модели: 
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Данный метод представления входных данных именуется «методом 

скользящего окна». Его характеристикой является ширина окна p, которая 

равна числу векторов, которые одновременно подаются на вход нейросети. 

Таким образом, для обучения модели, независимо от выбора алгоритма 

обучения, необходима выборка известных членов ряда. Результатом обу-

чения должна быть точка на необходимый оператору промежуток времени. 

В качестве входных данных примем сигнал, состоящий из 11301 точек. 

Фрагмент массива приведен на рис. 2. 
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Задача модели: построить прогноз будущих значений. Число прогнози-

руемых значений и ширину окна выбирает разработчик. Провести обуче-

ние стандартным алгоритмом обратного распространения ошибки, генети-

ческим алгоритмом и их комбинацией. Провести оценку результатов при 

разных алгоритмах. 

Для обучения  нейросети необходимо предоставить входной массив 

размером M*N, где M – число точек для прогноза (ширина окна), N – чис-

ло точек сигнала (размер исходного сигнала). Выберем число входов рав-

ное 50, т.е. прогноз будет выполняться по 50 известным точкам. Число то-

чек прогноза примем равным 15.  

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Рис. 2. Входной массив 

 
Матрица входных данных формируется в соответствие с «методом 

скользящего окна», т.е. на каждой последующей строке происходит сдвиг 

элементов в начало на число, равное номеру строки. 

Каждая строка сформированной матрицы – обучающий пример. Пер-

вые 50 точек – входные значения, а 51 число – желаемое значение выхода. 

На рис. 3 представлен фрагмент обучающего массива.  
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Рис. 3. Фрагмент обучающего массива 

 

Синтез и моделирование сети выполнялось в пакете прикладных про-

грамм MATLAB. Данный пакет предлагает широкий выбор инструментов 

для программирования как открытого кода нейросети, так и синтеза моде-

ли с использованием встроенных модулей. 

Архитектура разработанной модели представлена на рис. 4. 

 

 
 

Рис. 4. Архитектура модели 

 
Из данного рисунка видно, что созданная модель состоит из 50 нейро-

нов входа, 28 нейронов скрытого слоя, предназначенных для обработки 

входных сигналов, и 15 нейронов выхода, формирующих прогнозируемый 

массив. 

Обучение нейросетевой модели будет проводится по средствам генети-

ческого алгоритма, алгоритма обратного распространения ошибки и их 

комбинации.  

Генетические алгоритмы применяются в оптимизационных задачах и 

используют метод эволюционного отбора, т.е. отбора лучшего значения из 

множества. Преимуществами данного метода можно считать: 

– обработка закодированных параметров задачи, а не из значений; 

– выполняют поиск решения задачи исходя из заданной популяции; 

– не используют производную исследуемой функции; 

– стохастический вид алгоритма. 

Данный вид алгоритма используется как альтернатива алгоритму об-

ратного распространения ошибки. Целью обучения нейросети является 
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минимизация функции ошибки       
 

 
  

      где                   – 

ошибка,       – целевой выход нейросети,       – реальный выход, n – 

номер итерации. Применение данного алгоритма ограждает разработчика 

от главной проблемы классического алгоритма обучения – попадания в ло-

кальные минимумы функции ошибки. 

Генетический алгоритм использует терминологию, заимствованную из 

биологии и отличную от стандартных методов оптимизации. Оптимизи-

руемая функция в генетическом алгоритме называется фитнес-функцией 

(fitness function). Каждой итерации алгоритма соответствует набор точек, 

образующих популяцию (population), а отдельные точки называются осо-

бями (individuals). Особь представляется вектором (геномом), состоящим 

из генов. Популяция представляется матрицей с числом строк, равным 

размеру популяции, и числом столбцов, равным числу переменных. Значе-

ние фитнес-функции особи есть ее метка (score). Последовательности ите-

раций алгоритма соответствует последовательность популяций, называе-

мых поколениями (generations). 

Популяция характеризуется разнообразием (diversity), которое оцени-

вается средним расстоянием между особями популяции. Чем оно больше, 

тем разнообразие выше и тем бόльшая область пространства поиска охва-

тывается популяцией. Для создания нового поколения алгоритм выбирает 

определенные особи из текущей популяции в качестве родителей (parents) 

и использует их для создания индивидуальностей нового поколения, назы-

ваемых потомками или детьми (children). Эти действия выполняются спе-

циальными операторами генетического алгоритма. В целом алгоритм 

включает три этапа: 

Генерация начальной популяции с помощью датчика случайных чисел. 

Создание последовательности новых популяций. Для этого на каждом 

шаге алгоритм использует особи текущего поколения для образования 

следующей популяции, выполняя последовательно шаги: 

а) помечает каждую особь текущей популяции посредством вычисле-

ния значения фитнес-функции; 

б) масштабирует полученные метки, преобразуя их к более удобному 

диапазону значений; 

в) выбирает родителей, основываясь на их фитнес-функциях; 

г) несколько особей с более низкими значениями фитнеса, как элитные, 

переводит в новую популяцию; 

д) порождает из родителей потомков путем случайных изменений у од-

ного из родителей (мутация, mutation) или комбинируя гены пары родите-

лей (скрещивание, crossover); 

е) заменяет текущую популяцию потомками, формируя следующее по-

коление. 

Завершение алгоритма при выполнении критерия останова. 
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Для любого алгоритма обучения нейросети стоит задача оптимизиро-

вать весовые коэффициенты. В нашей задаче одна популяция – набор ве-

совых коэффициентов, которые необходимо найти, а фитнесс-функция – 

функция ошибки.  

Произведем обучение и представим графики. Оценку представленных 

алгоритмов будем проводить по значению ошибки, времени обучения и 

количеству итераций. Для генетического алгоритма число итераций будет 

считаться в соответствии с числом полученных популяций на одно шаге 

алгоритма. 

 

Таблица 

Сравнение результатов экспериментов 

 Время обучения, с Число итераций Ошибка 

Генетический алгоритм 116 16 788,9 

Алгоритм обратного распро-

странения ошибки 
306 20 3,06 

Комбинированный алгоритм 573 35 0,177 

 
 

 

Рис. 5. Аппроксимация входного временного ряда НС  

с генетическим алгоритмом обучения 

 

 
 

Рис. 6. Аппроксимация входного временного ряда НС  

с алгоритмом обратного распространения ошибки 
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Рис. 7. Аппроксимация входного временного ряда НС  

с комбинированным алгоритмом обучения 
 

 

Из табл. 1 следует, что комбинация алгоритмов дает меньшую ошибку, 

в сравнении с отдельным применением алгоритмов. Однако, это уменьше-

ние вытекает из увеличения скорости вычисления и количества итераций. 

Целесообразно провести дополнительные исследования с изменением ар-

хитектуры нейросетевой модели, изменением параметров как генетическо-

го алгоритма, так и алгоритма обратного распространения ошибки. 
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