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данных: деревья решений, нейронные сети, машины опорных 

векторов. Указаны особенности Big data и затронуты проблемы 

структурирования данных большой размерности. Приведены це-

ли, задачи и области использования методов интеллектуального 
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Интеллектуальный анализ данных является одной из наиболее важных 

современных парадигм бизнес-аналитики и поддержки принятия решений. 

Современные технологии генерируют экcабайты информации о ситуации 

на рынке, потребителях и фирмах. Социальные сети, интернет-магазины, 

ресурсы для обмена отзывами о товаре, датчики движения, навигаторы и 

https://rg.ru/2016/08/17/rodina-vereshagin.html


Наука ЮУрГУ: материалы 70-й научной конференции 

Секции экономики, управления и права 

190 

др. предоставляют данные, грамотный анализ которых помогает выявить 

определенные тенденции и отслеживать их изменения. Эти массивы дан-

ных непрерывно растут, достигая гигантских размеров, вследствие чего 

получили название «Big Data». Основными источниками Big Data являют-

ся: процессы поиска информации (с помощью поисковых систем, Google 

Trends), финансовые и не финансовые сделки (электронный банкинг,  

e-commerce, платежные терминалы), процесс распространения информа-

ции (официальные сайты компаний, мобильные приложения), социальное 

взаимодействие (платформы для обмена отзывами о продукте, блоги), 

а также непреднамеренная генерация информации (IP, web cookies, GPS, 

GSM и др.) [1]. Данные источники выдают массивы актуальной информа-

ции в оцифрованном виде, однако представлена она, как правило, в виде 

неструктурированных и разнородных данных. Для того чтобы превратить 

эти данные в знания, необходимо тщательно спланировать и организовать 

весь процесс анализа.  

На сегодняшний день технологии интеллектуального анализа данных 

(data mining) активно используются во всех областях, в том числе и в эко-

номике. Под интеллектуальным анализом данных понимается процесс вы-

явления достоверных, потенциально новых и в конечном счете понятных 

закономерностей в данных [2]. Этот термин является аналогией с золото-

добычей: интеллектуальный анализ данных находит и извлекает знания из 

корпоративных хранилищ данных или с веб-сайтов. Подход интеллекту-

ального анализа данных дополняет другие методы анализа данных, такие 

как статистика, интегративная аналитическая обработка (OLAP) и др. [3]. 

В экономике анализ данных находит свое применение в сфере розничных 

продаж, в маркетинге, банковской сфере, бухгалтерском учете, управлении 

взаимоотношениями с клиентами и для обнаружения финансового мошен-

ничества [1]. В сфере розничных продаж интеллектуальный анализ позво-

ляет произвести прогнозирование продаж, повысить эффективность рек-

ламы и мерчендайзинга, проведения аффинитивного анализа – исследова-

ния взаимной связи между событиями, которые происходят совместно. 

Банковская отрасль использует Data Mining для ценообразования, разра-

ботки индивидуального подхода к клиенту и для борьбы с финансовым 

мошенничеством [3]. Применение данной технологии в бухгалтерском 

учете является одной из самых приоритетных задач. Так, Американский 

институт дипломированных (сертифицированных) бухгалтеров (США) оп-

ределил интеллектуальный анализ данных в качестве одной из лучших 

технологий будущего, а Институт внутренних аудиторов (США) включил 

интеллектуальный анализ данных в качестве одного из четырех исследова-

тельских приоритетов [4]. Кроме того, CGMA сообщил, что более 50 % 

лидеров отрасли включили Big Data и Data Mining в первую десятку при-

оритетных задач [5]. Интеллектуальный анализ данных способствует по-

вышению эффективности аудита [6], облегчению процесса электронного 
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[7] и непрерывного [8; 9] аудита. Интеллектуальный анализ данных позво-

ляет организациям легче выявлять статистические связи между показате-

лями эффективности [10], оценивать вероятность наступления события, 

тем самым дополняя качественные суждения руководителей [11] и обеспе-

чивать механизм контроля как за точностью данных, так и за законностью 

запросов данных [12]. 

В широком смысле интеллектуальный анализ данных имеет три основ-

ные цели: описание, прогнозирование и рекомендации [12]. Описание на-

правлено на поиск закономерностей, описывающих данные, прогнозирова-

ние направлено на формирование прогноза интересующей переменной на 

основе прошлых наблюдений или на основе найденных зависимостей с 

другими переменными [13], целью рекомендаций является предоставление 

наилучшего решения для данной проблемы [14].  

Эти цели могут быть достигнуты с помощью многих задач интеллекту-

ального анализа данных, включая классификацию, кластеризацию, прогно-

зирование, обнаружение выбросов, оптимизацию и визуализацию [12]. 

Первостепенной задачей является структурирование данных, так как 

около 95 % Big Data не структурированы [15]. Под структурированием по-

нимается преобразование информации в организованный набор данных с 

четко определенными переменными и отношениями между ними [1]. 

В большинстве источников данных информация представлена в виде тек-

ста, который требует переработки. Для этого применяются различные ме-

тоды обработки естественного языка (NLP): анализ тональности текста 

(Opinion Mining), латентно-семантический анализ (LSA), латентное разме-

щение Дирихле (LDA), метод TF-IDF и др. Важной задачей анализа ин-

формации является также сопоставление данных – идентификация, сопос-

тавление и слияние записей из нескольких баз данных, соответствующих 

одним и тем же организациям/лицам [1].  

Основным процессом анализа Big Data является моделирование. Оно 

включает уменьшение размерности набора данных, непосредственно мо-

делирование и получение результатов.  

Основной целью любого анализа данных, ориентированного на прогно-

зирование, является получение надежной модели с наилучшей возможной 

точностью прогноза по новым данным. Оценка эффективности и надежно-

сти прогнозных моделей имеет важное значение для определения их обос-

нованности и применимости. Под качеством модели понимается, насколь-

ко хорошо модель соответствует данным и насколько она точна, а под на-

дежностью – насколько хорошо модель работает с альтернативными дан-

ными, то есть с данными, которые отличаются от данных, используемых 

для построения модели [1]. 

Прежде всего для обеспечения надежности полученных прогнозов не-

обходимо разделять исходные данные на два подмножества: обучающий 

набор и тестовый набор. Обучающий набор, исходя из названия, использу-
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ется для обучения модели. В него включают от 75 до 90 % исходной вы-

борки, остальную часть относят к тестовому набору данных. Тестовый на-

бор используется для оценки прогнозных характеристик модели. При дос-

таточно большой выборке данные можно разделить на три подмножества, 

выделив проверочный набор, куда стоит отнести 15 % наблюдений, в тес-

товый – тоже 15 %, а оставшиеся 70 % – в обучающий.  

В зависимости от поставленной цели и имеющихся данных применяет-

ся две группы методов: обучение с учителем (Supervised learning) и обуче-

ние без учителя [16]. В случае обучения с учителем каждое наблюдение 

имеет входные данные (независимые переменные) и выходные данные (от-

веты, зависимые переменные). Главная цель заключается в использовании 

входных данных для вывода значений зависимых переменных, этой груп-

пой методов решаются задачи классификации и построения регрессии. 

В случае обучения без учителя каждое наблюдение имеет несколько вход-

ных данных, но не имеет выходных. Таким образом, определяется струк-

тура данных и взаимосвязи между независимыми переменными. Этой 

группой методов решаются задачи кластеризации и задача ассоциации. 

Наиболее распространенные методы машинного обучения, применяе-

мые в экономике, – это построение линейной и логистической регрессий. 

Построение логистической регрессии – простой в применении метод, ко-

торый используется в случае, когда зависимая переменная является каче-

ственной [17], а также для сравнения эффективности новых техник. В эко-

номике переменная отклика часто является бинарной, поэтому данный ме-

тод применяется достаточно часто. К примеру, логистическая регрессия 

позволяет определить вероятность мошенничества [18, 19]. Альтернатив-

ными методами являются деревья решений, метод машин опорных векто-

ров, искусственные нейронные сети и методы глубокого обучения. Дере-

вья решений, как и машина опорных векторов, – это прогнозные методы, 

которые могут использоваться и в построении регрессии, и для решения 

задач классификации.  

Модели с одним деревом могут быть нестабильными и слишком чувст-

вительными к определенным данным. Модель случайного леса [20] пред-

ставляет собой набор деревьев классификации (или регрессии). Случайные 

леса работают эффективно, когда отдельные члены отличаются друг от дру-

га и используются два источника случайности: каждое дерево строится на 

отдельной выборке и в каждом узле при построении отдельных деревьев 

учитывается только случайно выбранное подмножество атрибутов данных. 

Случайные леса вычислительно эффективны, так как каждое дерево строит-

ся независимо от других. При большом числе деревьев они становятся роба-

стными к проблеме переобучения и зашумленным данным. Частота ошибок 

для случайного леса зависит от корреляции между деревьями и силой каж-

дого дерева, причем более низкая корреляция и более высокая сила дают 
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более низкую ошибку [18]. Случайные леса могут использоваться, напри-

мер, в задачах прогнозирования оттока клиентов [21].  

Машины опорных векторов – это линейные классификаторы, работаю-

щие в многомерном пространстве, которое является нелинейным отобра-

жением входного пространства рассматриваемой задачи без какой-либо 

дополнительной вычислительной сложности.  

Искусственные нейронные сети дают возможность обнаружить нели-

нейные связи и представить прогноз значений переменной отклика путем 

нахождения весовых коэффициентов для нейронов [16]. Методы глубокого 

обучения имеют многослойную архитектуру, где путем многократных 

преобразований внутри слоев получаются абстрактные функции. Методы 

глубокого обучения могут иметь дело с огромным количеством неструкту-

рированных данных, поэтому они позиционируются как перспективный 

инструмент в анализе Big Data [22, 23]. При этом алгоритмы обучения с 

помощью искусственных нейронных сетей и глубокого обучения также 

могут быть как с учителем, так и самообучаемыми.  

Еще одной группой методов в обучении с учителем являются методы 

регуляризации, целью которых является получение разреженных значений. 

К ним можно отнести метод Лассо (LASSO), являющийся одним из первых 

регуляризирующих методов [24], регуляризация для машин опорных век-

торов [25], эластичная сеть – комбинация LASSO и ридж-регрессии [26] и 

схема регуляризации нейронных сетей, направленная на улучшение границ 

классификации [27]. 

Существуют методы, целью которых является улучшение результатов 

вышеперечисленных методов. Некоторые из этих алгоритмов работают 

путем добавления случайности к данным, что является полезной процеду-

рой для борьбы с переобучением модели. К таким техникам относятся бут-

стрэп (Bootstrap), бэггинг (bagging), бустинг (Boosting) и кросс-валидация 

[28]. В кросс-валидации данные разбиваются на k частей одинакового раз-

мера, модель строится k раз на данных k–1 частей, оставшаяся часть ис-

пользуется для оценки прогнозных характеристик модели. Затем оценки 

ошибок прогноза объединяются [1, 16]. 

Для проверки предсказательной точности классификаторов применя-

ются техники лифт анализа, ROC-кривых, матрицы ошибок [29, 30]. Когда 

Выходная переменная не категориальная, а количественная, достаточно 

использовать меру среднеквадратичной ошибки (RMSE) 

Заключение. Многие компании пытаются обработать огромные объе-

мы данных, получаемые при выполнении ежедневных операций. Примене-

ние технологий data mining способно обнаружить в неструктурированных 

объемах информации хорошо интерпретируемые взаимосвязи, позволяет 

компаниям добывать информацию, дающую конкурентные преимущества, 

наращивать продажи и классифицировать клиентов, сокращать число 

управленческих ошибок. 
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