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Использование моделей прогнозирования банкротства предприятий для управления инвестиционными 
рисками лежит в основе управленческой деятельности финансовых учреждений. Важным фактором, позво-
ляющим финансовым учреждениям определять объем капитала для покрытия кредитных потерь, является 
точность прогноза. В большинстве исследований для построения моделей банкротства предприятий исполь-
зуются традиционные методы статистики (например, дискриминантный анализ и логистическая регрессия). 
Однако точность построенных моделей обычно является достаточно низкой. Это обусловлено несбалансиро-
ванностью классов обучающих выборок (доля фирм-банкротов составляет несколько процентов от общего 
числа фирм), которые используются при построении моделей. В настоящее время широкое распространение 
получают такие методы машинного обучения как метод случайного леса и метод градиентного бустинга. В 
данном исследовании основной акцент делается на использовании экстремального градиентного бустинга 
для прогнозирования банкротства. Экстремальный градиентный бустинг, используя LASSO или Ridge регу-
ляризацию, штрафует сложные модели, что помогает избежать переобучения. Также в ходе обучения экс-
тремальный градиентный бустинг заполняет пропущенные значения в наборе данных в зависимости от ве-
личины потерь. В статье для повышения эффективности экстремального градиентного бустинга предлага-
ется использовать технологию SMOTE для улучшения сбалансированности классов. Метрики качества ре-
шений, полученных улучшенным экстремальным градиентным бустингом, сравниваются с решениями полу-
ченными другими методами. 
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Введение 
Инвестиционные риски являются основной проблемой для финансовых учреждений, 

что заставляет их проверять и контролировать финансовую платежеспособность пред-
приятия. Модели банкротств используются финансовыми учреждениями для оценки 
кредитного убытка, который они могут понести, если их контрагенты не возместят свои 
долги. Точность прогноза является ключевым фактором, поскольку она позволяет фи-
нансовым учреждениям определять объем капитала, необходимый для покрытия кре-
дитных потерь. В настоящее время существует достаточно большое число исследований, 
направленных на повышение точности моделей банкротств предприятий. Практическая 
значимость прогноза банкротства связана со значительным интересом со стороны кре-
диторов в точном прогнозировании будущего существования компаний.  

В большинстве исследований прогноз банкротства рассматривается как проблема 
бинарной классификации. Целевая переменная моделей обычно принимает два значе-
ния: 0 (платежеспособное предприятие) и 1 (предприятие банкрот). Традиционно для 
оценки банкротства используются дискриминантный анализ [1–5] и регрессионный ана-
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лиз [5–7]. Альтман использовал линейный дискриминантный анализ (Linear Discriminant 
Analysis, LDA) для того, чтобы различать предприятия банкротов от не банкротов [1]. 
LDA применяет линейную комбинацию показателей для определения рейтинга предпри-
ятия. Эта оценка затем применяется для разделения предприятий на банкротов и не 
банкротов. В работе [2] LDA используется для прогнозирования риска банкротства рос-
сийских предприятий. Применимость LDA и квадратичного дискриминантного анализа 
исследуется в работах [4, 5]. В работе [5] модели банкротства предприятий строятся с 
использованием логистической регрессии, но, в отличие от модели Альтмана [1], модель 
Олсона [5] определяет вероятность банкротства. Несмотря на относительную легкость 
построения моделей с помощью дискриминантного анализа и логистической регрессии, 
использование этих моделей показывает плохую способность к обобщению и низкую 
точность прогнозирования [8]. Поэтому в дальнейшем многие исследователи используют 
методы машинного обучения, такие как нейронные сети [9–12], метод опорных векто-
ров [13, 14], бустинговые методы [15, 16]. 

Одной из характерных особенностей задачи прогнозирования банкротств является 
то, что доля фирм-банкротов составляет несколько процентов от общего числа фирм. 
Поэтому исследователи сталкиваются с несбалансированными наборами данных, в кото-
рых число обанкротившихся компаний явно превосходит число необанкротившихся 
компаний. В ряде работ предпринимаются попытки найти методы улучшения несбалан-
сированных наборов данных. Большинство из них используют механизмы сбалансирова-
ния выборочных распределений. В работе [17] используется несколько методов, чтобы 
улучшить два сильно несбалансированных набора данных. Эти методы позволяют мето-
дам прогнозирования банкротства достигать лучших результатов, чем прогнозы по ис-
ходным несбалансированным наборам данных. В работе [18] используют обучающую 
выборку, которая содержит 620 обанкротившихся образцов и 7398 необанкротившихся 
фирм. Для повышения точности прогнозирования банкротств предлагается гибридный 
метод недостаточной выборки, который сочетает в себе метод ближайших соседей и ме-
тод опорных векторов. Результаты исследований показывают, что предлагаемый ги-
бридный метод повышает точность классификаторов, таких как логистическая регрес-
сия, дискриминантный анализ, дерево решений и машины опорных векторов. В рабо-
те [19] оцениваются четыре метода улучшения сбалансированности наборов данных: 
случайная избыточная выборка, случайная недостаточная выборка, метод искусственно-
го увеличения меньшинства (SMOTE) и EasyEnsemble. Результаты исследований пока-
зывают, что SMOTE превосходит другие методы улучшения сбалансированности набо-
ров данных в плане повышения точности прогнозирования. 

Цель данного исследования заключается в исследовании эффективности метода экс-
тремального бустинга в сочетании с методом улучшения сбалансированности обучающей 
выборки для решения задач прогнозирования банкротств предприятий. Предлагается 
сравнить полученные результаты с решениями, полученными другими методами. 

Статья организована следующим образом. В разделе 1 описывается экстремальный 
градиентный бустинг, а также технология SMOTE для улучшения сбалансированности 
наборов данных. В разделе 2 описываются наборы данных, содержащие финансовые по-
казатели предприятий и метку, указывающую на статус банкротства предприятий, а 
также результаты исследования эффективности моделей прогнозирования банкротств. 
В заключении приводится краткая сводка результатов, полученных в работе, и указаны 
направления дальнейших исследований. 
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1. Теоретическая основа 
1.1. Экстремальный градиентный бустинг 

Экстремальный градиентный бустинг (Extreme Gradient Boosting, XGB) представля-
ет развитие метода градиентного бустинга [20, 21]. При обучении с учителем набор дан-
ных 𝐷 = {(𝑥$, 𝑦$):𝑥$ ∈ 𝑅+, 𝑦$ ∈ 𝑅}, состоит из 𝑛 объектов с 𝑚 признаками и 𝑛 метками. 
Необходимо построить модель, которая как можно более точно сможет предсказывать 
метки для каждого нового объекта. Бустинговая модель 𝐹 использует 𝑁 аддитивных 
функций 𝑓$(𝑥) для прогнозирования меток 

 
𝑦3$ = 𝐹(𝑥$) =4𝑓5(𝑥$).

7
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Для обучения набора функций мы минимизируем функцию потерь 
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, (2) 

где 𝑅(𝑓5) является коэффициентом регуляризации, который ограничивает сложность 
модели. Функция потерь 𝐿(𝐹) содержит K функций в качестве параметров, поэтому ее 
очень трудно оптимизировать напрямую. Вместо этого мы оптимизируем модель адди-
тивно. Пусть 𝑦3$@ будет предсказанием i-го образца на t-й итерации. Мы добавим 𝑓@, что-
бы минимизировать 

 
𝐿(@) =4𝑙(𝑦$, 𝑦3$

(@A9) + 𝑓@(𝑥$))
+

$89

+ 𝑅(𝑓@). (3) 

Это означает, что 𝑓@ добавляется так, чтобы максимально улучшить нашу модель 
для каждой итерации. Мы используем приближение второго порядка, которое использу-
ет градиент этой промежуточной функции потерь 𝐿(@). По этой причине мы называем 
его алгоритмом градиентного бустинга. 

Основные отличия экстремального градиентного бустинга от градиентного бустинга 
связаны с регуляризацией и работой с пропущенными данными. Экстремальный гради-
ентный бустинг штрафует сложные модели, применяя Ridge-регуляризацию или регу-
ляризацию LASSO, что позволяет снизить риски переобучения. Также в ходе обучения 
экстремальный градиентный бустинг использует алгоритм заполнения пропущенных 
значений в зависимости от величины потерь. 

Точность решений получаемых с помощью XGB зависит от гиперпараметров мето-
да. Важнейшими из них являются максимальная глубина дерева, скорость обучения, 
число деревьев. Увеличение максимальной глубины дерева делает модель более сложной 
и повышает вероятность переобучения. Более высокая  скорость обучения приводит к 
тому, что каждое дерево вносит более серьезные поправки в решение. Это приводит к 
усложнению модели и повышает вероятность переобучения. Увеличение числа деревьев 
также повышает сложность модели, но при этом появляется возможность повысить 
точность получаемых решений. 
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1.2. Экстремальный градиентный бустинг и метод искусственного 
увеличения экземпляров миноритарного класса 

Для повышения качества прогнозирования банкротств предлагается использовать 
при построении моделей методом экстремального градиентного бустинга метод улучше-
ния сбалансированности обучающей выборки. В качестве последнего предлагается ис-
пользовать метод Synthetic Minority Oversampling Technique (SMOTE), который  осно-
ван на идее генерации некоторого количества искусственных образцов, «похожих» на 
имеющиеся в классе банкротов, но не дублирующих их. Для создания нового образца 
находят разность 𝑑 = 𝑋D − 𝑋F, где 𝑋F, 𝑋D — это векторы признаков «соседних» образцов 
𝑎 и 𝑏 класса предприятий банкротов. Их находят, используя алгоритм ближайшего со-
седа. В нашем случае необходимо и достаточно для генерирования нового образца полу-
чить набор из k ближайших соседей, из которого будут выбраны объекты 𝑎 и 𝑏.  

Далее вектор разности  нового образца 𝑑I получается путем умножения каждого 
элемента вектора 𝑑 на случайное число в интервале (0, 1). Вектор признаков нового об-
разца  вычисляется путем сложения 𝑋J = 𝑋F + 𝑑I. Метод SMOTE позволяет задавать ко-
личество новых образцов, которое необходимо искусственно сгенерировать.  

Для обеспечения контроля качества обучения моделей предлагается следующая 
схема построения моделей. Весь набор данных предварительно делится на обучающий и 
тестовый набор. Для обучения модели используется процедура кросс-валидации, в рам-
ках которой набор делится на К блоков (folds). Процесс обучения выполняется K раз на 
разных обучающих выборках, состоящих из K–1 блоков. Для улучшения сбалансиро-
ванности классов обучающих выборок они расширяются путем генерации искусственных 
образцов, «похожих» на имеющиеся в классе банкротов, но не дублирующих их. Для 
генерации используется метод SMOTE. Для контроля качества обучения используется 
оставшийся валидационный блок а. Таким образом, мы получаем K моделей и K вали-
дационных блоков, которые образуют валидационный набор. Валидационный набор ис-
пользуется для оценки качества обучения. Для оценки обобщающей способности модели 
используется тестовый набор. Поскольку в рамках процедуры кросc-валидации было 
построено K моделей, мы получаем на тестовом наборе K прогнозов, которые затем 
усредняются.  

Таким образом, метод SMOTE органично встраивается в схему обучения моделей 
методом экстремального градиентного бустинга и может представлять улучшенную вер-
сию экстремального градиентного бустинга. 

1.3. Метрика качества 

Традиционно для оценки качества моделей классификации используется метрика 
accuracy, которая численно равна доли правильно классифицированных объектов. Од-
нако для несбалансированных классов такая метрика является не очень удобной. Для 
оценки качества модели на каждом из классов по отдельности используются метрики 
precision (точность) и recall (полнота). Precision можно интерпретировать как долю объ-
ектов, названных классификатором положительными и при этом действительно являю-
щимися положительными, а recall показывает, какую долю объектов положительного 
класса из всех объектов положительного класса нашел алгоритм. Precision и recall не 
зависят, в отличие от accuracy, от соотношения классов и потому применимы в условиях 
несбалансированных наборов.  

Обычно при выборе гипер-параметров метода используется одна метрика, улучше-
ние которой мы и ожидаем увидеть на тестовом наборе. В качестве такой метрики 
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предлагается использовать метрику F1 score, которая представляет среднее гармониче-
ское precision и recall.  Для вычисления метрик precision, recal1, F1 и accuracy требуется 
преобразование вероятностного результата в бинарную метку, т.е. необходимо выбрать 
какой-либо порог, при котором результат становится 0 или 1. Естественным и близким 
является порог, равный 0,5, но он не всегда оказывается оптимальным, особенно при 
отсутствии баланса классов. Одним из способов оценки модели в целом, не привязыва-
ясь к конкретному порогу, является метрика AUC, которая численно равна площади 
под кривой ошибок. 

2. Экспериментальное исследование 
2.1. Набор данных 

В данной статье данные были взяты с сайта UCI machine learning repository1. Изна-
чально они были извлечены с ресурса Emerging Markets Information Services2, который 
представляет собой базу данных, содержащую информацию о развивающихся рынках 
по всему миру. Обанкротившиеся компании были проанализированы в период 2000–2012 
годов, в то время как все еще действующие компании были оценены с 2007 по 2013 год. 
Всего предоставлено пять наборов данных, которые содержат финансовые показатели 
предприятий  и метку, которая указывает на статус банкротства через 1, 2, 3, 4 года и 
5 лет. Метаданные наборов данных представлены в табл. 1. 

Таблица 1 
Основные характеристики набора данных 

Характеристика 
Метка статуса банкротств 

1 год 2 года 3 года 4 года 5 лет 
Число предприятий 5910 9792 10503 10173 7027 
Доля предприятий банкротов (%) 6,93 5,26 4,71 3,93 3,85 
Доля пропущенных значений (%) 1,21 1,37 1,44 1,83 1,27 

Таким образом, мы имеем 5 наборов, которые не являются равноценными. Три 
набора с метками статуса банкротств через 2, 3 и 4 года содержат близкое число пред-
приятий примерно около 10000. Набор данных с метками статуса банкротств через 1 год 
имеет на 40% меньше предприятий, а набор данных с метками статуса банкротства че-
рез 5 лет включает на 30% меньше предприятий, чем наборы данных с метками статуса 
банкротств через 2, 3 и 4 года. В наборах каждое предприятие описывается 64 финансо-
выми показателями, которые измеряют рентабельность, активы предприятий и их де-
нежные потоки. Полное описание показателей можно найти в работе [15], в которой ис-
следуются эффективность методов машинного обучения при построении моделей про-
гнозирования банкротств. Однако исследования выполненные в работе обладают рядом 
недостатков.  

Во-первых, для процедуры кросс-валидации используется весь набор, и качество 
моделей определяется на валидационном наборе. Такая оценка характеризует только 
качество обучения модели, особенно при использовании таких методов как метод слу-
чайного леса (Random Forest) и экстремальный градиентный бустинг (Extreme Gradient 
Boosting) [15]. Поскольку важно знать, насколько хорошо модель обобщает результат на 
новых, ранее неизвестных данных, кроме валидационного набора требуется отложенный 

                                         
1 https://www.re3data.org/repository/r3d100010960 
2 https://www.emis.com/ 
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тестовый набор, который в обучении не принимает участие. Во-вторых, в качестве мет-
рики качества используется метрика AUC, которой не достаточно для полной оценки 
качества прогнозирования банкротства предприятий. Поэтому мы будем вместе с AUC 
использовать метрику F1 для каждого класса. 

2.2. Предварительная обработка данных 

При построении моделей используются наборы данных, описанные выше, которые 
делятся следующим образом. Весь набор делится на две части: обучающий (70%) и те-
стовый (30%) наборы. Выделение достаточно большого тестового набора позволяет по-
высить достоверность оценки обобщающей способности модели. 

Одна из первых задач предварительной обработки данных заключается в заполне-
нии пропущенные значения. Существует несколько стратегий заполнения пропущенных 
данных. Наиболее популярными стратегиями являются стратегии, базирующиеся на 
присвоении пропущенным значениям средних (mean) или медианных (median) значений 
признаков. При использовании деревьев решений эффективной является стратегия мар-
кировки пропущенных значений, например, присвоение пропущенным значениям  боль-
ших отрицательных чисел (constant). 

Таблица 2 представляет результаты сравнения различных стратегий заполнения 
пропущенных значений для набора данных с меткой статуса банкротства 5 лет. Метри-
ка качества моделей, полученных методом XGB. Столбцы таблиц с заголовками «N» 
содержат значения метрик F1 и AUC для предприятий, не являющихся банкротами, а 
столбцы, озаглавленные «B», — метрик F1 и AUC для предприятий-банкротов. 

Таблица 2 
Сравнение качества решений для различных стратегий 

заполнения пропущенных значений 

Стратегия 
F1 

AUC 
F1 

AUC 
N B N B 

Mean 0,9901 0,6595 0,943 0,9887 0,6515 0,962 
Median 0,9890 0,6067 0,937 0,9883 0,6308 0,964 
Constant 0,9907 0,6855 0,941 0,9904 0,7153 0,969 

Анализ результатов, представленных в таблицах, показывает стратегия constant, 
которая заполняет пропущенные значения постоянными числами, равными -99999, явля-
ется наиболее эффективной. Исследования на других наборах данных также показывает 
небольшое преимущество стратегии constant. Исследования, проведенные на других 
наборах данных, подтверждают предпочтение стратегии constant перед другими страте-
гиями. 

Вторая задача, которая решается на этапе подготовки данных, заключается в выбо-
ре наиболее информативных признаков из общего числа. Наличие в данных неинформа-
тивных признаков приводит к переобучению модели, снижению точности получаемых 
решений и росту времени обучения модели. В табл. 3 представлено сравнение качества 
моделей, полученных при различных количествах признаков, которые были отсортиро-
ваны по коэффициенту значимости. 
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Таблица 3 
Сравнение качества решений для различных  

комбинаций признаков 

Число 
признаков 

F1 
AUC 

F1 
AUC 

N B N B 
64 0,9907 0,6855 0,941 0,990 0,7153 0,969 
50 0,9909 0,6926 0,9491 0,99 0,6953 0,970 
40 0,9909 0,6947 0,9521 0,991 0,7338 0,970 
30 0,9909 0,6947 0,9459 0,991 0,7230 0,941 

В топ-10 наиболее важных признаков входят следующие признаки:  
1) отношение прибыли от операционной деятельности к финансовым расходам; 
2) коэффициент текущей ликвидности; 
3) отношение операционных расходов к суммарным обязательствам; 
4) логарифм от суммарных активов; 
5) отношение суммы денежных средств, краткосрочных инвестиций, дебиторской за-

долженности минус краткосрочные обязательства к разности операционных расхо-
дов и амортизации; 

6) отношение суммарных издержек к суммарным продажам; 
7) отношение выручки от продаж к суммарным активам; 
8) отношение дебиторской задолженность умноженной на 360 к выручке от продаж; 
9) отношение разности текущих активов и запасов к долгосрочным обязательствам; 
10) отношение суммы валовой прибыли, иных активов и транзакции, финансовых затрат 

к суммарным активам. 
Эти показатели измеряют не только рентабельность предприятий, но и активы 

предприятий, и их денежные потоки. Анализируя результаты выполненных исследова-
ний можно сказать, что эти  показателя появляются в списке важных показателей для 
каждого набора данных. Помимо этих 10 показателей были отобраны еще 35 показате-
лей, которые положительно влияют на качество моделей. 

2.3. Сравнение качества моделей, построенных различными методами 

Для построения моделей используются следующие методы: 
‒ Linear Discriminant Analysis (LDA); 
‒ Logistic Regression (LR); 
‒ Random Forest (RF); 
‒ Extreme gradient boosting (XGB); 
‒ Extreme gradient boosting and Smote (XGB-Sm). 

При использовании методов LR, RF, XGB, XGB-Sm осуществлялся поиск наилуч-
ших гипер-параметров путем перебора их значений в заданных диапазонах. В ходе ис-
следования было проведено 10 экспериментов. В ходе эксперимента каждый набор де-
лится на обучающий (70%) и тестовый (30%) наборы. При построении модели на обуча-
ющем наборе используется процедура кросс-валидации на 10-ти блоках. В результате 
качество модели оценивается на валидационном и тестовом наборах. В процессе оценки 
качества модели с использованием метрик F1 и accuracy, выбор порога, при котором 
вероятностный результат преобразовывается в бинарную метку, осуществляется из 
условия максимизации метрики F1 для класса предприятий банкротов. Метрики каче-
ства, полученные в ходе 10 экспериментов, усредняются. В табл. 4–8 представлена мет-
рика качества моделей, полученных различными методами: среднее значение метрики 
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F1 для действующих предприятий (N) и предприятий банкротов (B), и среднее значение 
метрики AUC и accuracy. 

Таблица 4 
Сравнение качества моделей с горизонтом прогнозирования 1 год 

Метод 
Валидационный набор Тестовый набор 

F1 
AUC Acc 

F1 
AUC Acc 

N B N B 
LDA 0,9662 0,5075 0,855 0,9367 0,9666 0,5075 0,855 0,9374 
LR 0,9713 0,4851 0,709 0,9456 0,9709 0,319 0,716 0,9447 
RF 0,9638 0,5767 0,919 0,9333 0,9669 0,6197 0,935 0,9391 
XGB 0,9813 0,6971 0,953 0,9647 0,9830 0,7136 0,968 0,9679 
XGB-Sm 0,9814 0,7252 0,957 0,9652 0,9829 0,7534 0,968 0,9690 

В табл. 4 представлены результаты, полученные на наборе данных с метками стату-
са банкротства через 1 год. Доля предприятий банкротов в валидационном и тестовом 
наборах составляют, соответственно, 0,0696 и 0,0688. Таким образом, если в качестве 
решения использовать простое решение (все предприятия являются действующими), то 
значения метрики accuracy будут равны 0,9304 и 0,9312, соответственно. Будем считать 
эти значения пороговыми, т.е. прогнозы, метрика accuracy которых лежит ниже порого-
вых значений, будем считать плохими. Как видно из таблицы, у всех моделей значение 
метрики качества accuracy превышает их пороговые значения. Качество моделей, полу-
ченных методами LDA и RF, превышает пороговые значения незначительно, в то время 
как метрика AUC имеет достаточно высокие значения. Использование метода логисти-
ческой регрессии позволяет получить прогнозы, метрика accuracy которых превышает 
пороговые значения почти на 1,5%, а метрика AUC намного ниже аналогичной метрики 
в случае применения методов LDA и RF. 

При использовании логистической регрессии построенные модели позволяют точно 
классифицировать 106 из 288 и 39 из 122 предприятий банкротов для валидационного и 
тестового наборов, соответственно. Также правильно классифицируются 3806 из 3849 и 
1636 из 1651 действующих предприятий для валидационного и тестового наборов дан-
ных, соответственно. При использовании моделей, построенных с помощью LDA, пра-
вильно классифицируются 135 из 288 и 57 из 122 предприятий банкротов для валидаци-
онного и тестового наборов, соответственно. Из действующих предприятий валидацион-
ного и тестового наборов правильно классифицируются 3750 из 3849 и 1605 из 1651, со-
ответственно. 

Модели, построенные с помощью RF, позволяют правильно классифицировать 188 
из 288 и 88 из 122 предприятий банкротов валидационного и тестового наборов, соответ-
ственно. Из действующих предприятий валидационного и тестового наборов правильно 
классифицируются 3673 из 3849 и 1577 из 1651, соответственно.  

Наибольшую точность демонстрируют модели, полученные с помощью XGB и XGB-
Sm. Улучшение сбалансированности обучающих наборов данных повышают качество 
прогноза, так метрика качества F1 для предприятий банкротов увеличивается на 2,8% и 
3,9% для валидационного и тестового наборов данных, соответственно. Метрика F1 для 
действующих предприятий практически не изменяется. Оптимальный коэффициент ба-
ланса составляет 0,09.  
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Таблица 5 
Сравнение качества моделей с горизонтом прогнозирования 2 года 

Метод 
Валидационный набор Тестовый набор 
F1 

AUC Accuracy 
F1 

AUC Accuracy 
N B N B 

LDA 0,9753 0,5038 0,825 0,9529 0,9732 0,4526 0,825 0,9489 
LR 0,9742 0,4329 0,690 0,9507 0,9743 0,3777 0,658 0,9506 
RF 0,9821 0,6274 0,883 0,9610 0,9819 0,5887 0,886 0,9632 
XGB 0,9839 0,6201 0,934 0,9691 0,9835 0,5903 0,934 0,9683 
XGB-Sm 0,9835 0,6861 0,942 0,9710 0,9823 0,6374 0,944 0,9694 

В табл. 5 представлена метрика качества моделей, полученных на наборах с метка-
ми статуса банкротства предприятий через 2 года. Пороговые значения метрики accura-
cy для валидационного и тестового наборов составляют 94,61% и 95,03%, соответственно. 
Как видно из таблицы, на тестовом наборе модели LDA имеют значение accuracy ниже 
порогового значения, а значение метрики accuracy моделей LR незначительного превы-
шает соответствующее пороговое значение.  

Модели, построенные методами XGB и XGB-Sm, показывают наиболее высокие зна-
чения метрик качества. Улучшение сбалансированности обучающих наборов данных по-
вышает качество прогноза, например, метрика качества F1 для предприятий банкротов 
увеличивается на 6,6% и 4,7% для валидационного и тестового наборов, соответственно. 
Хотя при этом метрика F1 для действующих предприятий немного снижается (0,04% и 
0,01%). Оптимальный коэффициент баланса классов составляет 0,09. 

Таблица 6 
Сравнение качества моделей с горизонтом прогнозирования 3 года 

Метод 
Валидационный набор Тестовый набор 
F1 

AUC Accuracy 
F1 

AUC Accuracy 
N B N B 

LDA 0,9526 0,3421 0,790 0,9116 0,9543 0,3182 0,790 0,9143 
LR 0,9677 0,2720 0,661 0,9381 0,9650 0,2327 0,663 0,9330 
RF 0,9795 0,5207 0,885 0,9607 0,9752 0,4186 0,856 0,9524 
XGB 0,9842 0,5591 0,931 0,9695 0,9828 0,4274 0,912 0,9667 
XGB-Sm 0,9852 0,6534 0,938 0,9716 0,9823 0,5597 0,919 0,9660 

В табл. 6 представлена метрика качества моделей, полученных на наборах с метка-
ми статуса банкротства предприятий через 3 года. Пороговые значения метрики accura-
cy для валидационного и тестового наборов составляют 95,25% и 95,36%, соответственно. 
Как видно из таблицы, метрика accuracy моделей, построенных методами LDA и LR, на 
тестовом наборе лежит ниже пороговых значений. Модели, построенные с использова-
нием метода RF, при классификации предприятий тестового набора показывают резуль-
таты, в которых доля правильно классифицированных предприятий ниже порогового 
значения, что также говорит о невысоком качестве модели. 

Модели, построенные методами XGB и XGB-Sm, показывают наиболее высокие зна-
чения метрики качества. Улучшение сбалансированности набора данных повышают ка-
чество прогноза, Метрика качества F1 для предприятий банкротов увеличивается на 
9,5% и 13,1% на валидационном и тестовом наборах данных, соответственно. Хотя при 
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этом метрика F1 для действующих предприятий увеличивается на 0,1% на валидацион-
ной наборе и снижается на 0,05% на тестовом наборе. Оптимальный коэффициент ба-
ланса классов составляет 0,06. 

Таблица 7 
Сравнение качества моделей с горизонтом прогнозирования 4 года 

Метод 
Валидационный набор Тестовый набор 
F1 

AUC Accuracy 
F1 

AUC Accuracy 
N B N B 

LDA 0,9663 0,3289 0,721 0,9358 0,9693 0,2800 0,721 0,9410 
LR 0,9741 0,2452 0,601 0,9499 0,9809 0,2083 0,606 0,9626 
RF 0,9822 0,5243 0,865 0,9656 0,9855 0,5275 0,850 0,9718 
XGB 0,9868 0,5667 0,914 0,9744 0,9882 0,5333 0,937 0,9771 
XGB-Sm 0,9874 0,6547 0,921 0,9757 0,9882 0,6316 0,939 0,9780 

В табл. 7 представлена метрика качества моделей, полученных на наборах с метка-
ми статуса банкротства предприятий через 4 года. Пороговые значения метрики accura-
cy для валидационного и тестового наборов данных составляют 95,87% и 96,53%, соот-
ветственно. Как видно из таблицы, метрика качества accuracy моделей, построенных 
методами LDA и LR, на валидационном и тестовом наборах имеют значение ниже поро-
говых значений.  

Модели, построенные методами XGB и XGB-Sm, показывают наиболее высокие зна-
чения метрики качества. Улучшение сбалансированности набора данных повышают ка-
чество прогноза, так метрика качества F1 для предприятий банкротов увеличивается на 
8,8% и 9,8% для валидационного и тестового наборов, соответственно. Хотя при этом 
метрика F1 для действующих предприятий увеличивается на 0,06% на валидационном 
наборе и не меняется на тестовом наборе. Оптимальный коэффициент баланса классов 
составляет 0,06. 

Таблица 8 
Сравнение качества моделей с горизонтом прогнозирования 5 лет 

Метод 
Валидационный набор Тестовый набор 
F1 

AUC Accuracy 
F1 

AUC Accuracy 
N B N B 

LDA 0,9775 0,4928 0,842 0,9569 0,9812 0,5870 0,924 0,9640 
LR 0,9814 0,5294 0,882 0,9642 0,9820 0,5629 0,893 0,9654 
RF 0,9815 0,4699 0,908 0,9642 0,9808 0,5185 0,942 0,9630 
XGB 0,9909 0,6926 0,937 0,9823 0,9909 0,6947 0,942 0,9806 
XGB-Sm 0,9910 0,7075 0,943 0,9827 0,9914 0,7552 0,969 0,9844 

В табл. 8 представлена метрика качества моделей, полученных на наборах с метка-
ми статуса банкротства предприятий через 5 лет. Пороговые значения метрики accuracy 
для валидационного и тестового наборов, составляют 96,28% и 95,83%, соответственно. 
Как видно из таблицы, метод LR на валидационном наборе имеют значение accuracy 
ниже пороговых значений, хотя на тестовом наборе ситуация уже меняется.  

Модели, построенные методами XGB и XGB-Sm, показывают наиболее высокие зна-
чения метрики качества. Улучшение сбалансированности обучающих наборов данных 
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повышают качество прогноза, но незначительно. Оптимальный коэффициент баланса 
классов составляет 0,07. 

Таким образом, модели, построенные методами LDA и LR, дают самую низкую точ-
ность прогноза, которая часто оказвается ниже пороговых значений. Модели, построен-
ные методом RF, хотя и дают более высокую прогноза, но в некоторых случаях не поз-
воляет получить модели с хорошим качеством. Модели, построенные XGB-Sm, демонст-
риуют наиболее высокие значения метрики качеством как на валидационном, так и на 
тестовом наборах. Следует отметить, что в случае если число искусственных образцов, 
генерируемых методом SMOTE, превышает исходное число образцов, качество моделей, 
построенных экстремальных градиентным бустингом, существенно падает.   

Заключение 
В статье рассмотрена проблема прогнозирования банкротства на основе финансовых 

факторов. Для решения поставленной задачи классификации используется модель, по-
строенная с помощью экстремального градиентного бустинга. Результаты, полученные 
экстремальным градиентным бустингом, были значительно лучше, чем результаты, по-
лученные такими известными методами как линейный дискриминантный анализ, логи-
стическая регрессия, которые широко применяются для прогнозирования финансового 
состояния компаний. В работе предложено расширение экстремального градиентного 
бустинга, которое улучшает дисбаланс классов обучающих наборов с помощью метода 
SMOTE. Применение такого подхода привело к улучшению качества прогнозирования.  

Будущие исследования планируется вести в направлении учета темпов роста финан-
совых показателей при построении моделей, чтобы оценить влияние времени на вероят-
ность банкротства предприятий.  
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The application of models for forecasting bankruptcy of enterprises for controlling investment is the basis for 

monitoring activities of financial institutions. A crucial factor in allowing financial institutions to determine the 
amount of capital to cover credit losses is the accuracy of the forecast. Most studies use traditional statistical 
methods (for example, linear discriminant analysis and logistic regression) to build models of enterprise bankrupt-
cy forecasting, but the accuracy of these models is usually quite low. The reason for that is the imbalanced nature 
of training data sets (the share of bankrupt firms is a small percent of the total number of firms). Nowadays, such 
machine learning methods as the random forest and the gradient boosting are becoming widespread. This study 
focuses on the use of extreme gradient boosting to predict bankruptcy. Extreme gradient boosting, using LASSO 
or Ridge regularization, penalizes complex models to avoid overfitting. Also, during training, extreme gradient 
boosting fills in the missing values of the data set, depending on the value of the loss. In this article, we proposed 
SMOTE technique to enhance the minority class of the training data sets, which helps to improve the perfor-
mance of extreme gradient boosting. The experiment results of improved extreme gradient boosting are compared 
to the outcomes obtained by other methods. 
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